République Algérienne Démocratique et Populaire abeaed

FSESNV
Ministere de [enseignement supérieur et de la 0t f
C e v
recherche scientifique
Ny : : i Aligbui
swismshasnizns  Université Echahid Cheikh Larbi Tébessi - Tébessa ===8Emamestave
Faculté des Sciences Exactes et des Sciences de la Nature et de la Vie

Département : Mathématiques et Informatique

“W'SLAMIS

‘17iése
En vue de ['obtention du diplome de
DOCTORAT LMD
en Informatique

Spécialité : Systémes d information
Théme

Approche basée IA pour un systéeme de

prédiction du diabete.

Présente Par :
SAMET Sarra

Devant le jury :

Mr. Bendjenna Hakim — Pr  Univérsité Larbi Tébessi  Président
Mr. Siam Abderrahim Pr  Univérsité de Khenchela  Examinateur
Mr. Laimeche Lakhdar MCA Univérsité Larbi Tébessi  Examinateur
Mr. Laouar Med Ridda  Pr  Univérsité Larbi Tébessi  Encadrant
Mr. Bendib Issam MCA Univérsité Larbi Tébessi  Co-encadant

Date de soutenance : 29 Mai 2024







Résumé

Cette thése explore le potentiel de I'intelligence artificielle dans la prédiction précoce
du diabéte, en mettant en lumiére des contributions innovantes tout en utilisant différentes
bases de données.

Les deux premiéres contributions utilisent "la base de données des Indiens Pima". Ou
un modele d'ensemble basé sur les trois meilleures méthodes obtenues de classification par
apprentissage automatique supervisé atteint une exactitude de 90,62%, surpassant d'autres
méthodes de pointe. La contribution se poursuit en se concentrant sur le traitement des
valeurs manquantes, introduisant une approche novatrice d'imputation. Le modele Random
Forest, avec une exactitude de 92%, démontre I'efficacité de cette méthode dans la gestion des
données incompletes.

Les contributions suivantes exploitent le jeu de données "Early stage diabetes risk
prediction dataset”. Ou dans la troisieme contribution, une évaluation de sept techniques
majeures de classification révele que I'algorithme XGBoost surpasse ses homologues avec un
score F1 remarquable de 94,74% et une exactitude de 96,15%. Pour la quatriéme contribution,
on aborde le défi crucial de la prédiction précoce du diabéte en équilibrant les données,
sélectionnant soigneusement les caractéristiques et appliquant neuf techniques
d'apprentissage automatique supervisé. L'algorithme Extra Trees se distingue avec une
exactitude exceptionnelle de 97,95%, surpassant significativement d'autres modéles référencés
de la littérature mettant en évidence I'efficacité des approches développées dans la prédiction
du diabéte, avec des précisions remarquables.

La derniére contribution se base sur "I'ensemble de données des Centres de contrdle et
de prévention des maladies U.S." pour améliorer la performance des modeles de prédiction
basés sur des données d'enquéte. L'approche d'apprentissage automatique présentée, en
particulier avec le modéle Random Forest, démontre une performance exceptionnelle sur un
ensemble de données de test plus vaste, anticipant la validité du systeme dans un contexte réel.

En conclusion, cette thése propose une approche performante basée sur I'lA pour la
prédiction précoce du diabete tout en exploitant différents jeux de données. Les résultats
exceptionnels obtenus soulignent I'efficacité des modéles développés, ouvrant la voie a des
interventions médicales plus ciblées et préventives, ainsi qu'a une amélioration significative
des systemes existants de prédiction du diabéte.

Les Mots clés : Prédiction du diabéte, stade précoce, analyse de données, analyse prédictive,

intelligence artificielle, apprentissage automatique supervise.



Abstract

This thesis explores the potential of artificial intelligence in early diabetes prediction,
highlighting innovative contributions while utilizing various databases.

The first two contributions use the "Pima Indian Diabetes Database”. An ensemble
model based on the three best methods obtained from supervised machine learning
classification achieves an accuracy of 90.62%, surpassing other state-of-the-art methods. The
contribution continues by focusing on handling missing values, introducing an innovative
imputation approach. The Random Forest model, with an accuracy of 92%, demonstrates the
effectiveness of this method in managing incomplete data.

The subsequent contributions leverage the "Early Stage Diabetes Risk Prediction
Dataset™”. In the third contribution, an evaluation of seven major classification techniques
reveals that the XGBoost algorithm outperforms its counterparts with a remarkable F1 score
of 94.74% and an accuracy of 96.15%. For the fourth contribution, the crucial challenge of
early diabetes prediction is addressed by balancing data, carefully selecting features, and
applying nine supervised machine learning techniques. The Extra Trees algorithm stands out
with an exceptional accuracy of 97.95%, significantly surpassing other referenced models in
the literature, highlighting the efficiency of the developed approaches in diabetes prediction,
with remarkable precision.

The last contribution is based on the "U.S. Centers for Disease Control and Prevention
dataset” to enhance the performance of prediction models based on survey data. The
presented machine learning approach, especially with the Random Forest model,
demonstrates outstanding performance on a larger test dataset, anticipating the system's
validity in a real-world context.

In conclusion, this thesis proposes a performance-driven approach based on Al for
early diabetes prediction while exploiting different datasets. The exceptional results obtained
underscore the efficiency of the developed models, paving the way for more targeted and
preventive medical interventions, as well as significant improvements to existing diabetes
prediction systems.

Keywords: Diabetes prediction, early stage, data analysis, predictive analysis, artificial

intelligence, supervised machine learning.
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1. Introduction

A I'ere du numérique, la grande quantité de données cliniques disponibles a permis aux
techniques d'apprentissage automatique de donner de bons résultats en matiére de diagnostic
et de pronostic médicaux. Avec les progres des techniques d'apprentissage automatique et
de Il'intelligence artificielle, les chercheurs et les médecins ont commencé a adopter et a
appliquer I'estimation du risque de maladie.

L'exploration de données a permis d'obtenir des connaissances a partir d'une grande
quantité de données. Grace a des techniques statistiques, mathématiques et d'intelligence
artificielle, il nous permet d'examiner de vastes modeles et de comparer les différences dans
de grands ensembles de données. Le processus d'exploration de données est utilisé pour
identifier des modéles cachés dans le comportement des données ou pour prédire les
tendances futures probables. L'exploration de données a été appliquée avec succes dans un
certain nombre de domaines, notamment la médecine clinique, la recherche
épidémiologique, la génétique et la protéomique.

2. Problématique

Le domaine de la santé est unique en son genre, avec des attentes élevées en matiere de
prévention et de gestion des maladies telles que le diabete qui nécessite des outils de
prédiction précis pour aider a la prise de décision médicale. Actuellement, I'évaluation du
risque de diabéte repose souvent sur des méthodes traditionnelles, qui peuvent étre limitées
par leur subjectivité, leur mangue de sensibilité, et leur incapacité a anticiper les fluctuations
individuelles. Les avancées récentes dans le domaine de l'intelligence artificielle (1A)
offrent des solutions prometteuses pour la prédiction du diabéte, avec une précision accrue.
Cependant, I'adoption de ces technologies dans le secteur de la santé demeure relativement
lente par rapport a d'autres domaines, en raison des défis spécifiques associés a la
confidentialité des données et a la sécurité des patients. Face a la prévalence croissante du
diabéte dans le monde et a ses répercussions significatives sur la santé publique, il est
impératif de développer des outils de prédiction précis et fiables. L’I.A offre un potentiel
considérable pour améliorer la détection précoce, la gestion et la prévention du diabete.
Cependant, cette approche suscite des questions cruciales liées a la performance des
modeles d'lA, a la disponibilité de données de qualité, a la généralisation des résultats, a la
transparence des décisions.

Les principaux problemes que nous essayons de résoudre notamment le prétraitement de
données multidimensionnelles et hétérogeénes, la conception de modeéles d'lA avancés pour
la prédiction du diabéte, I’amélioration de la précision des modeles de prédiction,
I'explicabilité des résultats, ainsi que [I'évaluation comparative avec les méthodes
traditionnelles de prédiction du diabéte.
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3. Objectif

Cette these s'attache a explorer de maniére approfondie la conception et I'optimisation
de modeles d'lA pour la prédiction du diabéte a partir de données médicales diverses. En
définitive, cette recherche vise a fournir une base solide pour l'application pratique de I'lA
dans le domaine de la santé pour améliorer la prévention, la gestion et le traitement du
diabéte. En fin de compte, cette recherche vise a fournir des contributions significatives
pour I'amélioration de la prévention, de la gestion et de la compréhension du diabete grace a
I'A.

4. Motivations

Selon I’organisation mondiale de la sant¢ (OMS) les maladies non transmissibles
(MNT), également appelées maladies chroniques, sont des affections de longue durée. Elles
évoluent en général lentement. Les quatre principales MNT sont les maladies
cardiovasculaires (MCV), les cancers, les maladies respiratoires chroniques et le diabéte.
Les MNT sont la premiere cause de déces dans le monde. Elles entrainent des conséquences
sociales et économiques désastreuses dans les pays en particulier dans les populations
pauvres et vulnérables. Elles sont responsables d’absentéisme, d’incapacités et de déces
prématurés qui entrainent une perte de productivité. Elles nécessitent une prise en charge
colteuse qui augmente les dépenses de santé. Elles constituent ainsi un obstacle au
développement dans les pays a revenu faible ou intermédiaire.

L’OMS affirme que le diabéte est une réelle menace sanitaire au niveau mondial, qui ne
dépend pas du statut socio-économique et qui ne connait pas de frontieres. Les personnes
vivant avec le diabete sont a risque de développer un certain nombre de complications
graves et potentiellement mortelles. En Algérie et dans le monde la situation est tout a fait
dramatique. En effet, le diabete touche environ 500 millions de personnes dans le monde. Il
figure parmi les 10 principales causes de déces. Cependant, une identification et un
traitement rapides et adéquats de I'affection peuvent contribuer a réduire la gravité et le coQt
des conséquences, ainsi que la mortalité.

Selon I'Atlas 2019 du diabete de la Fédération Internationale du Diabéte (FID), une
grossesse sur six est affectée par I'hyperglycémie. Autre source d'inquiétude, le pourcentage
de personnes vivant avec un diabéte non diagnostiqué (principalement de type 2) reste trés
élevé, dépassant actuellement 50 %. Ce chiffre souligne lI'urgente nécessité de diagnostiquer
les personnes atteintes de diabéte sans le savoir et de fournir des soins appropriés a toutes
les personnes atteintes de diabete le plus rapidement possible.

La plupart des gens ignorent gu'ils présentent des symptdmes de diabete a un stade
précoce. Elle augmente la soif et I'appétit et favorise les mictions fréquentes. Le diabéte a la
capacité d'altérer, voire de détruire le systeme de santé en raison de sa forte prévalence et de
ses complications, qui peuvent affecter de nombreuses composantes de I'organisme. Chez
I'nomme, un certain nombre de facteurs de risque peuvent augmenter la probabilité de
contracter le diabéte.
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Il est crucial de souligner que chez certaines personnes souffrant de diabéte de type 2, la
maladie peut débuter sans aucun symptdme apparent. C'est pourquoi il est primordial de
réaliser des dépistages réguliers afin de détecter la maladie a un stade précoce. Cette
situation nous encourage a automatiser cette tdche en utilisant un systeme de prédiction
précoce de la maladie.

L'utilisation de la technologie dans le secteur médical est lI'une des étapes les plus
importantes a franchir. Le diabéte et d'autres maladies humaines graves sont détectés a un
stade précoce grace a l'utilisation d'algorithmes d'apprentissage automatique.

5. Contributions

Le référentiel d'apprentissage automatique de I'UCI donne acces a la base de données
sur le diabete des Indiens Pima, qui est utilisée dans les expériences 1 et 2.

e Contribution -1- : ou six méthodes de classification par apprentissage automatique
supervisé et un modeéle hybride basé sur les trois meilleurs résultats sont utilisés pour
détecter le diabete a un stade précoce. Tous les modeles sont évalués sur la base
d'une série de mesures. Il ressort que le modeéle d’ensemble, qui a obtenu une
exactitude de 90,62 %, est plus performant que d’autres méthodes de pointe.

e Contribution -2-: Le traitement des valeurs manquantes dans les ensembles de
données est essentiel pour garantir la précision des modéles d'apprentissage
automatique. Une approche novatrice a été adoptée (le mélange de techniques
d'imputation des valeurs manquantes), utilisant des valeurs anticipées basées sur un
modele de régression linéaire construit a partir des données non manguantes et pour
les caractéristiques avec quelques enregistrements manquants, une imputation
moyenne/médiane par colonne a été choisie. Six algorithmes d'apprentissage
automatique supervisé ont été évalués pour prédire le diabéte a partir de la base de
données des Indiens Pima, avec un accent particulier sur le Random Forest. Grace a
une combinaison de techniques d'imputation, ce modeéle a atteint une exactitude de
92%, surpassant les approches antérieures et soulignant I'efficacité de cette approche
novatrice dans la gestion des valeurs manquantes.

L’ensemble de données pour la prédiction du risque de diabéte a un stade précoce
« Early stage diabetes risk prediction dataset » est utilisé pour la contribution -3- et -4- :

e Contribution -3- : Ma contribution significative en utilisant ce jeu de donnée réside
dans I'évaluation et la comparaison de 7 techniques majeures de classification par
apprentissage automatique pour la prédiction du diabéte. Mon travail a permis de
mettre en lumiére les performances exceptionnelles de I'algorithme XGBoost, qui a
affiché un score F1 remarquable de 94,74% dépassant ainsi ses homologues. Les
résultats obtenus par tous les algorithmes ont été globalement positifs. Notamment,
la comparaison du modele XGBoost avec des études antérieures a révélé une
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exactitude supérieure, atteignant 96,15 %, soulignant ainsi la pertinence et
I'efficacité de notre approche dans le domaine de la prédiction du diabéte.

e Contribution -4-: Ma contribution a cette étude repose sur la réponse a un défi
crucial dans le domaine medical : la prédiction précoce du diabete a l'aide de
modeles d'apprentissage automatique. En mettant I'accent sur Il'identification des
individus a risque. Nous avons approché ce probléme en équilibrant les données, en
sélectionnant soigneusement les caractéristiques pertinentes via deux algorithmes de
sélection, et en appliquant neuf techniques d'apprentissage automatique supervise,
incluant des approches traditionnelles, ainsi que les algorithmes de bagging et de
boosting. Les résultats ont été évalués avec des critéres de performance variés tels
que I'exactitude, le score F1, le rappel et la précision. Notamment, I'algorithme Extra
Trees s'est distingué avec une exactitude exceptionnelle de 97,95 % dans la
prédiction précoce du diabete, surpassant significativement d'autres algorithmes
référencés dans la littérature. Ces résultats soulignent le potentiel remarquable de
notre modele pour anticiper le diabéte, ouvrant ainsi la voie a des interventions
médicales plus ciblées et préventives.

L’ensemble de données des Centres de contrdle et de prévention des maladies U.S. est
utilisé dans la contribution 5 :

e Contribution -5- : Il existe plusieurs modeéles de prédiction du diabéte. Cependant, en
raison de la complexité de la causalité du diabete, la performance de prédiction des
modeles basés sur des données d'enquéte doit étre améliorée. En outre, si de
nombreux facteurs de risque du diabéte ont été découverts, tels que I'obésité et I'age,
d'autres restent a trouver. C'est pourquoi I'ensemble de données du « Behavioral Risk
Factor Surveillance System » est utilisé. Les méthodes existantes de prédiction de la
maladie diabétique utilisent un tout petit ensemble de données. L'objectif de notre
systeme est d'opérer sur un plus grand ensemble de données afin d'améliorer
I'efficacité globale du systeme. Dans ce travail, une approche d'apprentissage
automatique pour prédire le diabéte précoce a été présentée. Nous avons découvert
que le Random_forest est exceptionnellement performant sur I'ensemble de données
de test. Il a presque anticipé tous les exemples de I'ensemble de test correctement,
démontrant ainsi leur validité dans un contexte réel.

6. L’organisation du manuscrit

Cette these est constituée d'une introduction générale suivie de cing chapitres. Elle
représente une avancée significative dans le domaine de la prédiction précoce du diabéte en
exploitant des méthodes innovantes basées sur l'intelligence artificielle.

Le chapitre initial présente les concepts liés au contexte médical du diabéte, en abordant
I'épidémiologie de cette maladie, sa définition ainsi qu'une exploration de ses divers types,
causes, critéres de diagnostic, symptémes, complications possibles et les facteurs de risque
inhérents au diabete.
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Le deuxiéme chapitre se focalise sur les bases de I'intelligence artificielle (1A) ainsi que
sur ses subdivisions et leurs interactions. 1l examine également les diverses catégories d'l1A
et leurs applications variées. En outre, nous plongerons en détail dans I'impact de I'lA dans
le domaine médical, en mettant I'accent sur son utilisation pour améliorer les diagnostics et
les traitements. Enfin, nous aborderons également I'importance des sources de données
pertinentes dans le domaine de la santé et leur role essentiel dans la mise en ceuvre de 1'TA
en médecine.

Au sein du troisieme chapitre qui est un état de I'art en matiére de prédiction du diabéte
par I'lA une analyse minutieuse des études pertinentes sera menée, avec une attention
particuliére portée a la comparaison des approches méthodologiques, des jeux de données
mobilisés et des résultats obtenus.

Les quatrieme et cinquieme chapitres sont dédiés a nos propres apports, tout en mettant
en avant cing contributions de grande envergure. Chacune de ces contributions contribuera a
enrichir la connaissance des meilleures méthodes de prédiction du diabéte grace a
I'apprentissage automatique.

En conclusion, nous terminons ce manuscrit en abordant les travaux accomplis et en
évoquant nos orientations futures.

APPROCHE BASEE |A POUR UN SYSTEME DE PREDICTION DU DIABETE



Chapitre 1

Contexte Médical du
Diabete



Chapitre | : Contexte médical du diabete

1. Introduction

Le diabéte est « I’un des principaux tueurs au monde », avec 1’hypertension artérielle et
le tabagisme, selon 1’Organisation Mondiale de la Santé¢ (OMS). Cette maladie constitue un
probleme de santé publique majeur et malgré les efforts de prévention, la pandémie se
poursuit.

Dans ce chapitre nous présentons tout d'abord I’épidémiologie du diabéte puis nous
donnons une définition du diabete, ses différents types, ses causes, ses critéres de
diagnostique. Ensuite, nous exposerons ses symptomes, ainsi que les différentes
complications du diabete et aussi les facteurs de risque du diabéete. Finalement un point sur
le diabeéte et le COVID-109.

2. L’épidémiologie du diabéte

En 2014, le diabéte affectait 422 millions de personnes au niveau mondial, alors qu’il ne
concernait que 108 millions de patients dans le monde en 1980 et que les premieres
prévisions de 1’Organisation Mondiale de la Santé (OMS) et de I’International Diabetes
Federation (IDF) s’inquiétaient en 1990 du risque de voir le diabéte affecter 240 millions de
personnes en 2025...

zoo3

FIGURE 1.1 : PROJECTIONS DE PREVALENCE MONDIALE DU DIABETE DANS LE GROUPE D’AGE DE 20 A 79 ANS (MILLIONS) [1].

2.1. Prévalence du diabete sucré dans le monde

En 2019, le diabéte affecte plus de 463 millions de personnes dans le monde, dont 59
millions en Europe. En 2021, le diabete affecte plus de 537 millions de personnes dans le
monde (soit 1 personne sur 10), dont 61 millions en Europe. De plus, 6,7 millions de
personnes sont décédées en 2021 en raison de leur diabéte, soit une augmentation de 2,5
millions par rapport a 2019 (4,2 millions de déces) ! En 2021, 81 % des adultes diabétiques
vivent dans des pays a revenu faible ou intermédiaire (contre 79 % en 2019).
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Les prévisions actuelles de ces deux organismes sont tres préoccupantes : ils
annoncent 643 millions de patients diabétiques pour 2030 et 784 millions pour 2045
(source : Atlas 2021 de la International Diabetes Federation?).

C— Cr——

783 million B &3 million ET <5 mimon EI 260 million

m 643 million 46% T3 57 million I 24% EE <7 mition I 13% EZH 238 milkon I 27%
inc == increase increase increase

EZ 537 million . e 51 million . EZ1 6 milion ¢ F 206 milkion ¢

prye—— s

m 49 milion m 55 million m 136 million m 152 million
i 1\ 50% Py ,, eon ? 134% B . o 1‘ 87% B i3 mition 'r 68%
32 million . EZ3 24 million . 73 milllion . | 5o million .

FIGURE 1.2 : NOMBRE DE PERSONNES ATTEINTES DE DIABETE DANS LE MONDE ET PAR REGION DE LA FID EN 2021-2045
(20-79 Ans) [1].

2.2. Prévalence du diabéte sucré en Algérie

En Algérie, le diabete est la deuxieme maladie chronique la plus courante aprés
I'nypertension. En 2018, environ 14,4 % de la population agée de 18 a 69 ans étaient estimés
avoir le diabéte, ce qui équivaut a environ 4 millions de personnes. Le diabéte de type 2 est
la forme la plus répandue en Algérie, représentant environ 90 % des cas diagnostiqués. Les
facteurs de risque pour le diabéte en Algérie comprennent une alimentation malsaine, un
manque d'activité physique et une prédisposition génétique. Il est important de sensibiliser

! https://ceed-diabete.org/fr/le-diabete/les-chiffres/
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au diabete et de gérer efficacement la maladie en Algérie, ou une prévention et un traitement
efficaces sont nécessaires pour améliorer la santé et le bien-étre de la population [2].

3. Le diabete

Le diabete sucré, plus simplement appelé diabéte, est une maladie grave, a long terme
(ou «chronique») qui survient lorsque le taux de glycémie d’une personne est élevé parce
que son organisme ne peut pas produire d’insuline, qu’il n’en produit pas suffisamment ou
qu’il ne peut pas utiliser efficacement I’insuline qu’il produit [3]-[5].

L’insuline est une hormone essentielle sécrétée dans le pancréas. Elle permet au glucose
de quitter la circulation sanguine et d’entrer dans les cellules de 1’organisme, ou il est
converti en énergie. L’insuline est également essentielle au métabolisme des protéines et des
graisses. Un manque d’insuline, ou I’incapacité des cellules a répondre a un manque
d’insuline, entraine des taux élevés de glucose sanguin (hyperglycémie), ce qui constitue un
indicateur clinique du diabéte. Si elle demeure non contrdlée de facon prolongee,
I’hyperglycémie peut provoquer des lésions au niveau de divers organes et conduire au
développement de complications de santé invalidantes, voire mortelles, telles que des
maladies cardiovasculaires, une neuropathie, une néphropathie et des maladies oculaires
pouvant déboucher sur une rétinopathie et la cécité [6]-[9]. En revanche, une gestion
appropriée du diabéte permettra de retarder ou de prévenir ces complications graves.
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FIGURE 1.3 : REGULATION DE LA GLYCEMIE DANS LE CORPS HUMAIN [10].
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4. Les types de diabete

La classification et le diagnostic du diabete sont complexes et ont fait l'objet de
nombreux débats, consultations et révisions au fil des ans. Il est aujourd'hui largement
reconnu que le diabéte comporte trois types principaux : le diabete de type 1, le diabéte de
type 2, le diabete gestationnel (DG) [10].

4.1. Lediabéte de type 1

Le diabéte de type 1 est la principale cause de diabéte chez les enfants, mais il peut
survenir a tout age. A ce jour, il ne peut pas étre prévenu. Les personnes présentant un
diabéte de type 1 peuvent mener une vie saine et épanouissante, a la seule condition qu’elles
bénéficient d’un apport interrompu d’insuline, qu’elles soient soutenues, et qu’elles aient
acces a I’éducation sur le diabéte ainsi qu’a un équipement de test de la glycémie [1].

4.2. Le diabéte de type 2

Le diabete de type 2 constitue la forme de diabéte la plus représentée (environ 90 %
des cas) dans le monde. L’éducation sur le diabéte, le soutien et un mode de vie sain,
combinés a des médicaments le cas échéant, permettent de prendre en charge le diabéte de
type 2 de facon efficace. Des données probantes indiquent que le diabéte de type 2 peut étre
prévenu et de plus en plus de données montrent que certaines personnes vivant avec le
diabéte de type 2 peuvent étre en rémission [1], [10].

4.2.1. Différence entre diabete de type 1 et de type 2

Plusieurs caractéristiques nous permettent de distinguer le diabéte de type 1 de
celui de type 2, telle que la fréquence, 1’age, les causes, les signes révélateurs et autres
qui sont regroupées dans le tableau ci-dessous :

TABLEAU 1.1 : DIFFERENCE ENTRE LES DIABETES DE TYPE 1 ET 2 [11].

Type de diabéte Type 1 Type 2
Fréquence 15% 85%

Age de début <20 ans >45 ans
Facteur hériditaire Faible Fort

Obésité Non Oui

Signes auto-immuns Oui Non
Insolino-sécrétion Nulle Carence relative
Insulino-résistance Non Oui

4.2.2. Le diabéte sucré

Le diabete sucré est le méme que le diabéte. Le terme "diabéte sucré” est souvent
utilise pour faire référence a la forme la plus courante de la maladie, le diabete de type 2.
Cependant, le terme "diabete™ est genéralement utilisé pour englober toutes les formes
de la maladie [2], [10], [11].
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4.2.3. Le prediabete

Le terme « prédiabéte » est de plus en plus utilisé pour désigner les personnes
présentant une intolérance au glucose et/ou une anomalie de la glycémie a jeun. Cela
indique un risque de développement futur du diabéte de type 2 et de complications liées
au diabete [1].

4.3. Le diabéte gestationnel

Le diabéte gestationnel est la troisieme forme principale de diabéte qui survient lorsque les
femmes enceintes développent des taux de glycémie élevés sans antécédents de diabéte. Il
est défini comme tout degré d'intolérance au glucose apparaissant ou reconnu pour la
premiére fois pendant la grossesse [12].

4.4. Autres types spécifiques de diabéte

Une grande variété¢ d’affections relativement peu courantes sont classés comme
« autres types particuliers ». Ces affections sont surtout des formes de diabéte définies
génétiquement ou associées a d’autres maladies ou a ’'usage de médicaments [11], [12].

5. Les causes du diabete sucré

Plusieurs facteurs d’ordre génétique et environnemental concourent a I'apparition du
diabéte sucré, mais dont la nature différe entre le type 1 et le type 2, d’ou la nécessité de
distinction entre ces deux derniers.

5.1. Les causes du diabéte de type 1

Le diabete de type 1 est une affection auto-immune, c'est-a-dire que les cellules du
pancréas qui fabrique l'insuline § sont progressivement détruites par le systéme immunitaire.
Jusqu’'a ce jour, les chercheurs ont cerné deux principaux facteurs qui expliquent cette
affection : la génétique et 'environnement.

5.1.1. Le facteur génétique

L’existence d’un terrain génétique favorise 1’apparition du diabete de type 1. Il 'y
a une forte probabilité de développer un diabéte de type 1 lorsque les parents sont eux
méme diabétiques. Cependant, il est rare que d’autres membres de la famille aient le
diabete ; la situation se produit dans moins d’une famille sur deux.
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5.1.2. Les facteurs environnementaux

Plusieurs facteurs externes contribuent au déclenchement du diabéte de type 1, a

savoir : I’infection virale ou bactérienne qui perturberait le systéme de reconnaissance
qui protége nos organes de I’action destructrice de I'immunité, il y a aussi la nature de
I’alimentation pendant la petite enfance (I’allaitement maternel semble réduire le risque
de diabéte chez I’enfant) ou le stress psychologique qui favorise le déclenchement d’un
diabete de type 1. Enfin, certaines maladies touchant le pancréas (inflammation, kyste,
cancer, etc.) peuvent indirectement provoquer un diabete de type 1.

5.2.  Les causes du diabéte de type 2

L'obésité est I'une des principales causes de la résistance a I'insuline. En outre, des
facteurs génétiques entrent probablement en jeux dans I'apparition du diabete de type 2. Des
chercheurs ont constaté que des antécédents familiaux de diabéte augmentent le risque de
survenue de cette affection.

Dautres facteurs de risque contribuent a I'apparition du diabéte de type 2, entre autres :

Age supérieur & 45 ans ;
Avoir de forts antécédents familiaux ;
Les descendances de famille ;

Etre en puberté : les changements des taux hormonaux pendant la puberté
causent une insulinorésistance et une baisse de I’action de I’insuline ;

Avoir le syndrome des ovaires poly kystique : il s’agit d’un trouble qui comporte
de nombreux symptomes, dont 1’absence de menstruation, une croissance des
cheveux anormale et le gain de poids ;

L’accouchement d’un bébé d’un poids €leve ;
Des antécédents d’un diabéte gestationnel ;
L’usage de certains médicaments ;

Des désordres mentaux ;

Un prédiabéte ou une anomalie de la glycémie a jeun.

6. Criteres de diagnostique

Les criteres de diagnostic du diabete ont fait 1’objet de débats et de mises a jour au fil
des décennies, mais les critéres actuels de 1’Organisation mondiale de la santé (OMS)

préconisent d’observer ’élévation des taux de glucose dans le sang pour diagnostiquer le

diabéte.
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GLYCEMIE A JEUN (126 mg/dL)

GLYCEMIE 2 HEURES (200 mg/dL)

apres ingestion de 75 g de charge
provoqués per os (HGPO))

é

HbA1c (squivalent & 6,5%)

GLYCEMIE (200 mg/dL)
PLASMATIQUE
ALEATOIRE

chez un patient
symptomitique

FIGURE 1.4 : CRITERES DE DIAGNOSTIC DU DIABETE [13].

Dans la (Figure 1.4) étre a jeun se définit comme 1’absence d’apport calorique pendant
au moins 8 heures. Le test d’HbA ¢ doit étre effectué en laboratoire a I’aide d’une méthode
certifiée NGSP et standardisée au test DCCT (Diabetes Control and Complications Trial)
[13].

7. Les symptdmes de diabéte

Le diabéte de type 1 et de type 2 peuvent avoir des symptoémes similaires, mais il y a des
différences [14].

7.1.  Lessymptdomes de type 1
e Augmentation de la soif
e Besoin fréquent d'uriner

e Fatigue
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e Perte de poids malgré une augmentation de I'appétit
e Vision floue

e Blessures qui guérissent lentement

e Irritabilité

e Nausees et vomissements

e Humeur changeante

e Mictions nocturnes fréquentes

7.2. Les symptomes de type 2
e Augmentation de la soif
e Besoin fréquent d'uriner
e Fatigue
e Vision floue
e Blessures qui guérissent lentement
e Infections fréquentes
e Picotements ou engourdissements dans les mains ou les pieds
e Douleur ou sensation de brilure dans les pieds, les jambes ou les mains
e Démangeaisons fréquentes dans la région génitale

Il est important de noter que certaines personnes atteintes de diabéte de type 2 peuvent
ne présenter aucun symptdme au début de la maladie, ce qui rend encore plus important le
dépistage régulier pour détecter la maladie a un stade précoce. Cela nous motive pour
informatiser cette tache en utilisant un system de prédiction précoce de la maladie [1], [13].

8. Les complications du diabete

Un diabéte mal contrdlé peut endommager presque tous les organes du corps,
notamment le cceur, les vaisseaux sanguins, les reins, les yeux, le systéme nerveux, etc.
L'hyperglycémie endommage au fil du temps les parois des minuscules arteres sanguines
qui apportent I'oxygene et les nutriments a tous les tissus, ce qui affecte tous ces organes
[11], [14].
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Rétinopathie Neuropathie
Maladies
Cardiovasculaires
Néphropathie
Le pied
diabétique

FIGURE 1.5 : LES PRINCIPALES COMPLICATIONS DE DIABETES.

8.1. Maladies cardiovasculaires

Le diabéte joue un réle dans le développement des maladies cardiovasculaires. Les
diabétiques ont 2 a 4 fois plus de risques que la population générale de les développer. La
coagulation du sang est favorisée par une teneur élevée en glucose dans le sang. Le risque
d'obstruction des vaisseaux sanguins prés du cceur (crise cardiaque) ou dans le cerveau
(accident vasculaire cérébral) augmente avec le temps. Les risques sont également accrus
par I'dge, la génétique, I'nypertension, l'obésité et le tabagisme. Les diabétiques de type 2
ont souvent un profil génétique qui les expose a un risque accru de la maladie. Un
diabétique sur deux meurt d'une crise cardiaque ou d'un accident vasculaire cérébral.

8.2. Néphropathie

Le mot néphropathie est dérivé du mot grec nephros, qui signifie rein. Le tissu rénal
est constitue d'un réseau de petites arteres sanguines qui agissent comme un filtre, éliminant
les toxines et les déchets de la circulation sanguine. Comme le diabéte provoque des
difficultés vasculaires, les petites arteres des reins peuvent étre compromises, ce qui entraine
une détérioration progressive des reins et diverses maladies allant de l'insuffisance rénale a
I'insuffisance rénale permanente. 1l convient de noter que I'hypertension joue un réle dans la
néphropathie.

8.3.  Troubles oculaires
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Le diabete peut entrainer une dégénérescence progressive de la vue. Il peut
également entrainer I'apparition de cataractes et éventuellement la cécité. Les problémes de
vision sont la conséquence la plus répandue du diabéte. Ils touchent presque toutes les
personnes atteintes de diabéte de type 1 et 60 % des diabétiques de type 2. La rétine est la
zone de I'eeil la plus souvent touchée, mais d'autres parties peuvent 1'étre également.

8.4. Neuropathie

La neuropathie est un terme utilisé pour décrire un groupe de troubles qui
endommagent les nerfs et peuvent étre extrémement douloureux, quelle qu'en soit la cause.
Elle se développe chez 40 a 50 % des personnes atteintes de diabéte de type 1 ou de type 2
au cours des dix premieres années de leur diabete. Une mauvaise circulation sanguine (et
donc un apport insuffisant d'oxygeéne aux nerfs) et un taux de glucose élevé dégradent la
structure des nerfs, ce qui entraine la neuropathie. En général, la personne ressent des
picotements, une perte de sensation et une géne qui commence au bout des orteils ou des
doigts et progresse vers le haut des membres affectés. Les nerfs qui régissent la digestion, la
pression sanguine et le rythme cardiaque peuvent tous étre affectés par la neuropathie.

8.5. Le pied diabétique

Le pied diabétique présente un risque plus élevé de problémes en raison d'une perte
de sensation (neuropathie), d'une mauvaise circulation sanguine (vascularisation) et d'un
niveau élevé de glycémie, qui réduit la capacité de cicatrisation et la capacité du systéme
immunitaire a combattre les infections.

8.6.  Sensibilité aux infections

Les diabétiques sont plus sensibles aux infections récurrentes, qui peuvent étre
difficiles a traiter, en raison du pic de glycémie et de I'épuisement produits par la maladie.
Les infections de la peau, de la bouche et des voies respiratoires en sont des exemples. Le
diabete peut également entraver le processus de guérison, entrainant des infections
persistantes des plaies. La maladie la plus fréquente est I'infection du pied. Elles peuvent
s'accompagner d'ulceres et nécessiter I'amputation du pied en cas de gangréne, ce qui est en
partie imputable a la neuropathie.

9. Les facteurs de risque du diabete

Plusieurs facteurs de risque peuvent contribuer au développement de cette maladie. Les
facteurs de risque du diabéte peuvent étre divisés en deux catégories [14] :

9.1. Les facteurs de risque non modifiables
e L'age : le risque de développer le diabete augmente avec I'age.

e L'hérédité : le risque de diabéte est plus élevé chez les personnes ayant des
antécédents familiaux de la maladie.

e Le groupe ethnique : les personnes d'origine africaine, asiatique, hispanique ou
amérindienne sont plus susceptibles de développer le diabete.
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9.2. Les facteurs de risque modifiables
e L'obésité : I'exces de poids augmente le risque de diabéte de type 2.

e L'inactivité physique : le manque d'activité physique peut augmenter le risque de
diabete.

e L'alimentation : une alimentation riche en graisses et en sucres peut augmenter le
risque de diabete de type 2.

e Le tabagisme : les fumeurs ont un risque accru de développer le diabéte.

e L'hypertension artérielle : une pression artérielle élevée peut augmenter le risque
de diabete.

9.3. Lediabéte et le Covid-19

La détection ou la prédiction précoce du diabete peut étre utile pour lutter contre le
COVID-19 en permettant l'identification de personnes a risque de développer une forme
grave de la maladie. Les personnes souffrant de diabete ont plus de chances de présenter des
complications séveres lorsqu'elles contractent le COVID-19. Par conséquent, en détectant le
diabéte a un stade précoce chez les personnes présentant des facteurs de risque, il est
possible de prendre des mesures préventives pour réduire leur risque de complications
graves en cas d'infection.

De plus, la détection précoce du diabete peut également aider a prévenir I'apparition
de la maladie chez les personnes présentant un risque élevé. Des recherches ont prouvé que
des changements de mode de vie tels que I'adoption d'une alimentation saine, la pratique
réguliere d'exercice physique et la perte de poids peuvent contribuer a prévenir ou a retarder
I'apparition du diabéte de type 2 chez les personnes a risque [15], [16].

En identifiant les personnes a risque élevé de diabete et en leur fournissant des
conseils sur les changements de mode de vie a apporter, il est possible de réduire leur risque
de développer le diabéte de type 2 et par conséquent de minimiser leur risque de
complications liées au COVID-19. En somme, la détection précoce du diabéete peut aider
efficacement a lutter contre le COVID-19 en permettant une identification rapide et une
prise en charge adéquate des personnes présentant un risque élevé [3], [17].

10. Conclusion

Dans ce chapitre ont été abordees des notions de généralité en rapport avec le diabéte.
Apres avoir présenté de facon concise I’épidémiologie du diabéte, sa définition, en passant
par ces types ainsi que quelques causes, criteres de diagnostique, symptomes et
complications. L’objectif qui sous-tend la présentation de ces éléments, c’est de mettre en
lumiere I’importance de lutter contre cette maladie. Notre travail va s'orienter vers la
prediction du diabete en utilisant I’'T.A qui est le sujet de notre suivant chapitre.
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Chapitre Il : L'intelligence artificielle

1. Introduction

Les origines de l'intelligence artificielle (I1A) remontent aux années 1950, lorsque les
chercheurs se sont lancés dans la quéte de machines capables d'imiter la cognition humaine.
Depuis lors, I'lA a connu de multiples phases de progression et de régression, au gré des
percées technologiques, des changements de paradigmes de recherche et de I'évolution des
attentes de la sociéte. Ces époques englobent les premiers systémes experts et basés sur des
regles, I'avenement des algorithmes d'apprentissage automatique et des réseaux neuronaux
dans les années 1980 et 1990, I'hiver de I'lA au début des années 2000 et la résurgence
actuelle de I'l A catalysée par I'apprentissage profond, le big data et I'informatique en nuage
(cloud computing). Actuellement, I'lA est en train de remodeler diverses industries,
notamment les soins de santé, la finance, la fabrication et les transports, avec la promesse de
transformer la société d'une maniere qui était autrefois considérée comme de la simple
science-fiction.

Ce chapitre se concentre sur les fondements de l'intelligence artificielle (IA), ses sous-
domaines et leur relation entre eux, ainsi que sur les différents types d'lA et leurs
applications. En outre, nous explorerons spécifiquement I'impact de I'lA dans le domaine de
la médecine, en mettant I'accent sur son utilisation pour améliorer les diagnostics et les
traitements. Enfin, nous aborderons également les sources de données pertinentes dans le
domaine de la santé et leur role crucial dans la mise en ceuvre de I'TA en médecine.

2. L’intelligence artificielle « 1A »

L'intelligence artificielle (IA) est un domaine interdisciplinaire qui s'efforce de
concevoir des machines intelligentes capables d'émuler ou de dépasser les capacités
cognitives humaines. Le spectre de I'lA englobe diverses applications telles que le
traitement du langage naturel, la reconnaissance vocale, la prise de décision, I'apprentissage
automatique, la vision par ordinateur et la robotique [18]. Les systemes d'l A sont classés en
trois catégories : I'lA faible, I'l A forte et I'lA super-intelligente. L'lA faible fonctionne dans
le cadre de taches et de limites spécifiques, tandis que I'lA forte peut raisonner et
comprendre a I'égal de la cognition humaine. L'lA super-intelligente reste un concept
théorique qui surpasse l'intelligence humaine par des ordres de grandeur. L'impact de I'lA
s'étend a de nombreux domaines, tels que les soins de santé, la finance, la fabrication, la
sécurité et les transports, ce qui entraine de nouvelles avancées en matiére de technologie et
d'innovation [19].

La résurgence de l'intelligence artificielle (IA) peut étre attribuée a plusieurs facteurs,
notamment I'émergence de nouveaux algorithmes et la disponibilité accrue des ressources
informatiques, ainsi que I'accessibilité généralisee des donnees provenant de divers aspects
de la vie quotidienne, y compris les soins de santé [20]. L'efficacité récente de I'lA est
largement attribuée a l'utilisation d'algorithmes adaptatifs qui peuvent établir des régles de
prise de décision basees sur des donnees observeées, plutdt que sur des regles prédeterminées
introduites par les humains. Cette adaptabilité, bien que prometteuse, représente également
un défi pour les professionnels de la santé qui peuvent hésiter a adopter cette approche [21],
[22].
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TABLEAU 2.1 : LES SOUS-DOMAINES DE L'INTELLIGENCE ARTIFICIELLE.

Sous-champ Description

Apprentissage automatique « ML » Utilisation d'algorithmes et de modéles
statistiques pour permettre aux machines
d'apprendre et de faire des prédictions.

Apprentissage profond « DL » Sous-domaine de I'apprentissage
automatique qui utilise des réseaux
neuronaux artificiels pour apprendre et
résoudre des taches complexes.

Traitement du langage naturel (Natural | Etude de la maniére dont les ordinateurs
Language Processing « NLP ») peuvent comprendre, interpréter et générer
du langage humain.

La fouille de données « Data Mining » Un processus de découverte de nouveaux
motifs, relations et tendances a partir de
données pour générer des connaissances.
Cela implique la collecte, la sélection, la
préparation et l'analyse des données en
utilisant des méthodes d'apprentissage
automatique et des statistiques. Les
résultats de la fouille de données peuvent
étre descriptifs ou prédictifs, représentant
les motifs et relations dans les données ou
les tendances et conditions futures.

Robotique La conception, la construction et
I'exploitation de robots pour accomplir des
taches de maniéere autonome ou avec l'aide
de I'homme.

Vision par ordinateur (Computer Vision | Capacité des machines a interpréter et a
« CV ») comprendre les informations visuelles du
monde.

Les modeles d'apprentissage automatique sont capables d'analyser de multiples facteurs
de risque, notamment I'age, le sexe, les antécédents familiaux, les habitudes de vie et les
informations cliniques, afin d'élaborer des modeéles prédictifs de risque de diabete
personnalisés. Ces derniers peuvent guider les prestataires de soins de santé dans
I'élaboration de strategies de prévention personnalisées pour les patients a haut risque, telles
que les interventions diététiques et I'administration de médicaments. En outre, I'lA peut
aider les cliniciens a établir un diagnostic précis, un pronostic et a choisir un traitement en
fonction de paramétres spécifiques au patient [23], [24].

Dans I'ensemble, I'lA a le potentiel de transformer les soins du diabéte en fournissant
aux patients et aux cliniciens des informations individualisées et fondées sur des données.
Bien que des recherches supplémentaires soient nécessaires pour authentifier la précision et
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I'efficacité des outils de prédiction et de gestion du diabete basés sur I'lA, les perspectives
d'ameélioration des résultats et de réduction des dépenses de santé en font un domaine
encourageant a explorer davantage [25], [26].

2.1. Les types d’LLA

En général, il existe trois types d'intelligence artificielle [27], [28]:
2.1.1. Intelligence Artificielle Etroite/Faible

Elle est congue pour exécuter une tache spécifique, telle que la reconnaissance de
la parole ou le jeu d'échecs. Cette derniére désigne les systemes d'lA avec des capacités
limitées concus pour résoudre un seul probléme ou exécuter une seule tache de maniere
efficace. Elle opére dans un domaine particulier et ne peut pas fonctionner au-dela de
son champ d'application.

2.1.2. Intelligence Artificielle Générale

Elle est destinée a raisonner et a penser comme les humains, gérer diverses
taches et opérer dans différents domaines tels que le traitement du langage, le traitement
de limage et la raison. Cependant, les chercheurs travaillent toujours sur le
développement de ce type d'lA.

2.1.3. Intelligence Artificielle Supérieure/Forte

Elle fait référence a une forme hypothétique d'lA qui est plus intelligente que les
humains y compris la prise de décision et I'intelligence émotionnelle, et peut accomplir
des taches telles que la création d'art meilleur ou la construction de relations
émotionnelles. Elle peut résoudre des problemes complexes et prendre des décisions
sans intervention humaine. Son développement est encore un sujet de discussion parmi
les experts et les chercheurs, et elle n'est pas encore disponible.

Actuellement, nous travaillons avec I'Intelligence Atrtificielle Etroite et I'Intelligence
Artificielle Générale. On prédit que la future Intelligence Artificielle, c'est-a-dire
I'Intelligence Artificielle forte, surpassera l'intelligence humaine [28].

3. L’apprentissage automatique « Machine Learning »

« Lapprentissage automatique est la discipline donnant aux ordinateurs la capacité
d’apprendre sans qu’ils soient explicitement programmés. » Arthur Samuel, 1959

L'apprentissage automatique (machine learning « ML ») implique I'utilisation d'attributs
distinctifs dans le but de discerner des modeles qui peuvent ensuite étre utilisés pour
I'analyse d'une situation donnée. Par la suite, la machine est capable d'assimiler et de mettre
en ceuvre ces connaissances acquises pour des scénarios comparables a venir [29], [30].

Plusieurs domaines ont bénéficié de l'application réussie de techniques basées sur
I'apprentissage automatique. Ces domaines comprennent, mais ne se limitent pas a la
reconnaissance de motifs, la vision par ordinateur, l'ingénierie spatiale, la finance, le
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divertissement, la biologie computationnelle et les applications biomédicales et médicales
[31].

Cet outil de pronostic et de prédiction peut étre mis en ceuvre de mani¢re dynamique
dans la prise de décision clinique afin de personnaliser les soins aux patients, plutét que
d'adhérer a un algorithme statique [32].

De maniére générale, tous les problemes d'apprentissage automatique peuvent étre
classés en deux grandes catégories distinctes :

3.1. Les étapes de ML

Le processus d'apprentissage automatique peut étre décomposé en 7 étapes?, comme
illustré dans la (Figure 2.1) Afin d'illustrer I'importance et la fonction de chaque étape, nous
utiliserons un exemple d'un modele simple.

/5’ > @‘:’5’ #@@me ) m{é

Collecte de Préparation Choix du Entrainement Evaluation Ajustement des
Pred|ct|0n
données des données modéle du modéle du modéle yperparametre

FIGURE 2.1 : ETAPES D’ APPRENTISSAGE AUTOMATIQUE.

3.1.1. Etape 1: Collecte de données / Rassemblement de données

Cette phase initiale revét une importance considérable, car I'efficacité et la
performance du modele sont étroitement liées a la qualité et a I'abondance des données
accumulées. Le socle fondamental du parcours de l'apprentissage automatique réside
dans l'acquisition méticuleuse de données pertinentes, qui servent de base a
I'entrainement du modele. Une prudence particuliére doit étre exercée lors de cette étape
afin d'éviter des erreurs critiques, telles que la sélection de caractéristiques inappropriées
ou la restriction excessive des entrées de I'ensemble de données, car de telles erreurs ont
le potentiel de rendre le modele totalement inefficace.

3.1.2. Etape 2 : Préparation des données

Aprés la collecte des données d'entrainement, nous passons a la phase suivante
de l'apprentissage automatique : la préparation des données, ou les données sont
chargées dans un reférentiel approprié, puis préparées pour étre utilisées dans
I'entrainement de I'apprentissage automatique. Ici, les données sont toutes d'abord

2 https://medium.com/dataseries/7-steps-to-machine-learning-how-to-prepare-for-an-automated-future-
78c7918ch35d (access: 20/08/2023)
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regroupeées, puis l'ordre est aléatoire car I'ordre des données ne devrait pas affecter ce
qui est appris.

Dans cette étape, nous traitons les données collectées a I'étape 1 et les préparons
pour I'entrainement. Nous pouvons nettoyer les données en supprimant les doublons,
corriger les erreurs, traiter les valeurs manquantes, effectuer des conversions de types de
données, et ainsi de suite. Nous pouvons également visualiser les données, car cela nous
aidera a identifier d'éventuelles relations pertinentes entre les différentes
caractéristiques, comment en tirer parti, et aussi a montrer s'il existe des désequilibres de
données.

Un autre élément majeur de la préparation des données consiste a diviser les
ensembles de données en 2 parties. La plus grande partie (~80%) sera utilisée pour
entrainer le modele, tandis que la plus petite partie (-20%) sera utilisée pour évaluer les
performances du modele entrainé. Cela est important car [l'utilisation des mémes
ensembles de données pour l'entrainement et I'évaluation ne donnerait pas une
évaluation équitable des performances du modeéle dans des scénarios réels.

3.1.3. Etape 3 : Choix du modeéle

Une fois les étapes centrées sur les données terminées, notre prochaine démarche
consiste a selectionner délibérément un modéle approprié. Dans le domaine de
I'apprentissage automatique, une pléthore de modéles minutieusement développés par
des scientifiques des données compétents attendent notre considération, chacun étant
adapté pour répondre a des objectifs distincts. Diverses classes de modéles excellent
dans la capture des schémas complexes inhérents a des ensembles de données variés,
assurant des performances optimales du modeéle en accord avec la nature intrinseque des
données. Il est impératif de reconnaitre que différents modeéles sont spécifiqguement
congus pour répondre a des domaines spécifiques ; par exemple, certains modeles se
révélent particulierement doués pour l'analyse de texte, tandis que d'autres se vantent
d'une expertise supérieure en reconnaissance et interprétation d'images.

3.1.4. Etape 4 : Entrainement du modéle

L'essence méme de I'entreprise d'apprentissage automatique réside dans le
domaine de I'entrainement du modéle. Cette étape capitale englobe la majeure partie du
processus d'apprentissage, exigeant une combinaison de patience, d'expérimentation
inlassable et d'une compréhension profonde du domaine cible ou le modele sera
déployeé.

La phase d'entrainement promet des récompenses substantielles lorsque le
modele commence a manifester sa compétence dans son réle désigné. Le processus
d'entrainement implique l'initialisation de valeurs aléatoires pour les parametres clés du
modele, tels que X et Y. Par la suite, des prédictions sont générées a l'aide de ces
valeurs, qui sont ensuite comparées a la sortie attendue du modéle. Des ajustements sont
effectués de maniére itérative afin d'aligner les valeurs sur les prédictions souhaitées
établies lors des itérations précédentes.
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Ce processus cyclique de mise a jour et de perfectionnement constitue une étape
d'entrainement, semblable a la progression d'un enfant dans la maitrise de I'art de faire
du vélo. Analogiquement aux premiéres rencontres de I'enfant avec des chutes et des
hésitations, le modele peut rencontrer des revers dans ses premiéres étapes
d'entrainement. Cependant, & chaque étape d'entrainement, le modéle développe
progressivement une compréhension accrue et une adaptabilité, semblable a la capacité
améliorée de I'enfant & réagir avec aisance aux situations diverses rencontrées lors de la
navigation sur le terrain du vélo.

3.1.5. Etape 5 : Evaluation du modéle

Aprés I'entrainement du modele, il est impératif de le soumettre a une évaluation
rigoureuse afin d'évaluer son efficacité dans des scénarios réels. Pour ce faire, le sous-
ensemble d'évaluation de I'ensemble de données, spécifiqguement désigné a cet effet, est
utilisé pour scruter les performances du modéle. Cette phase critique expose le modeéle a
des situations inédites qui n'ont pas été rencontrées lors de sa phase d'entrainement.

L'évaluation revét une importance capitale. Elle permet aux scientifiques des
données de determiner si les objectifs prédéfinis ont été atteints avec succés. Des
résultats insatisfaisants nécessitent une réexamination des étapes précédentes afin de
mettre en évidence les causes profondes sous-tendant les performances médiocres du
modele, suivies de mesures correctives. Des procédures d'évaluation insuffisantes ou
défectueuses risquent d'entraver la capacité du modéle a remplir son objectif prévu.

3.1.6. Etape 6 : Ajustement des hyperparamétres

Une fois la phase d'évaluation terminée, le potentiel d'amélioration du processus
d'entrainement émerge par le biais du réglage fin des hyperparamétres. Les parameétres
implicitement supposés utilisés lors de la phase d'entrainement sont examinés, ainsi que
Iinclusion de facteurs critiques tels que le taux d'apprentissage, qui régit I'amplitude du
déplacement de la ligne lors de chaque étape itérative, guidée par les informations
recueillies lors des étapes d'entrainement précédentes. La sélection et I'ajustement de ces
valeurs ont un impact significatif tant sur I'exactitude du modeéle d'entrainement que sur
la durée du processus d'entrainement.

3.1.7. Etape 7 : Prédiction

La phase finale du processus d'apprentissage automatique consiste en le
pronostic des résultats (prédiction), marquant ainsi le stade ou le modele est considéré
prét pour un déploiement pratique.

Ce moment crucial marque le sommet de la valeur intrinséque de l'apprentissage
automatique, car c'est ici que nous exploitons les compétences de notre modele pour
anticiper et envisager les résultats souhaités.
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3.2. L’apprentissage supervisé

On utilise un ensemble de données connu appelé ensemble de données
d'apprentissage pour effectuer des prévisions avec un algorithme d'apprentissage
automatique supervise.

L'apprentissage supervisé offre aux utilisateurs la possibilité de définir les classes
désirées en fonction des besoins spécifiques de I'application. Cela implique I'utilisation
d'une base de données d'apprentissage ou chaque donnée est manuellement étiquetée avec sa
classe correspondante [33]. Cependant, pour obtenir un classifieur performant, il est
nécessaire d'étiqueter un nombre significatif de données pour chaque classe, ce qui peut étre
colteux en termes de ressources humaines et de temps [34], [35].

L'objectif de I'apprentissage supervisé est de générer des régles de comportement a
partir d'une base de données comprenant des exemples de cas préalablement étiquetés. Cette
base de données consiste genéralement en un ensemble de couples entrée/sortie {(X, Y)}.
L'objectif est d'apprendre a prédire la sortie Y pour toute nouvelle entrée X [36], [37].

En ce qui suit les catégories d'apprentissage supervisé, avantages et inconvénients de
I'apprentissage automatique supervisé, et ses applications.

3.2.1. Régression

La régression est une technique d'apprentissage supervisé qui prédit des réponses
continues ou des valeurs numériques. Les modeles de régression sont utilisés pour
estimer des variables continues telles que les salaires, les prix et les poids, ce qui en fait
un outil crucial pour I'apprentissage automatique et une technique statistique largement
utilisée. La méthode utilise des relations apprises entre les caractéristiques des données
et les valeurs continues observées pour faire des prédictions [38]. Il existe plusieurs
algorithmes de régression bien connus, tels que l'algorithme de régression linéaire
simple, l'algorithme de régression multivariee, l'algorithme de I'arbre de décision,
I'algorithme de régression Lasso, et d'autres [37].

3.2.2. Classification

Les algorithmes de classification sont utilisés pour résoudre des problemes dans
lesquels la variable de sortie est catégorique, telle que "Oui" ou "Non", "Homme" ou
"Femme", "Rouge™ ou "Bleu”, etc. Ces algorithmes prédisent les catégories présentes
dans un ensemble de données. Des exemples d'applications concrétes d'algorithmes de
classification comprennent la détection de spam, le filtrage des e-mails, et d'autres. Les
algorithmes de classification populaires incluent l'algorithme de forét aléatoire,
I'algorithme d'arbre de décision, l'algorithme de régression logistique, I'algorithme de
machine a vecteurs de support, entre autres [39]-[41].

3.2.3. Avantages et inconvenients de I'apprentissage automatique
supervisé
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TABLEAU 2.2: LES AVANTAGES ET INCONVENIENTS DE LA ML SUPERVISE.

Avantages Inconvénients
Donne des prédictions précises Ne peut pas résoudre des tdches complexes
Utile pour la classification Peut prédire une sortie incorrecte si les données

de test sont différentes des données
d'entrainement

Peut traiter des données de grande taille Nécessite beaucoup de temps de calcul pour
entrainer l'algorithme

Permet de comprendre clairement la relation | Peut suradapter «overfit» les données, ce qui
entre les variables d'entrée et de sortie. entraine une mauvaise généralisation.

Permet la création de modéles capables | Nécessite une grande quantité de données
d'apprendre et de s'améliorer au fil du temps | étiquetées pour étre efficace.
avec de nouvelles données.

3.2.4. Applications de I'apprentissage supervisé

L'apprentissage supervisé est une technique couramment utilisée dans divers
domaines pour résoudre des problemes de prédiction et de classification. Parmi les
domaines d'application, on peut citer la médecine, la finance, la sécurité et la
reconnaissance de la parole [42]-[44].

e En médecine, I'apprentissage supervisé est utilisé pour le diagnostic de maladies et la
prédiction de résultats de traitements.

e Dans le domaine de la finance, I'apprentissage supervisé peut étre utilisé pour la
détection de fraudes et la prédiction des tendances du marché.

e La reconnaissance vocale utilise également I'apprentissage supervisé pour améliorer
la précision de la transcription de la parole.

e Enfin, la segmentation d'image est une autre application courante de I'apprentissage
supervisé, ou l'algorithme est utilisé pour diviser une image en différentes parties en
fonction des caractéristiques identifiées.

3.3. L’apprentissage non supervisé

L'apprentissage non supervisé consiste a explorer des problémes sans préjuger des
résultats attendus. Cette approche permet de découvrir des structures a partir des données,
méme en l'absence de connaissance sur l'effet des variables utilisées [45]. Donc dans
I'apprentissage non supervisé, l'algorithme doit apprendre a partir de données brutes sans
étiquettes ni annotations fournies par un expert. L'objectif est de découvrir les motifs ou la
structure cachée des données et de regrouper des exemples similaires en clusters [33]. Il
existe diverses techniques d'apprentissage non supervisé, telles que le clustering (qui
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regroupe des données similaires), la réduction de dimensionnalité (qui diminue le nombre
de variables), la détection d'anomalies (qui identifie des données aberrantes) et I'association

de regles (qui met en évidence des relations entre les variables) [46].

3.3.1. Avantages et inconvénients de I'apprentissage automatique

non-supervisé

TABLEAU 2.3: LES AVANTAGES ET INCONVENIENTS DE LA ML NON-SUPERVISE.

Avantages

Inconvénients

Peut découvrir des modeles inattendus et des
relations cachées dans les données

Peut étre difficile de comprendre et d'interpréter
les résultats

Nécessite peu ou pas d'étiquetage manuel des
données, ce qui permet de gagner du temps et
de l'argent

Peut étre difficile de déterminer le nombre
optimal de groupes ou de clusters a utiliser

Peut étre utilisé pour la segmentation de
marché, l'analyse des réseaux sociaux, la
détection d'anomalies et la recommandation de
produits

Peut avoir du mal a gérer les données de grande
taille ou de haute dimension

Peut étre utilisé pour la réduction de dimension,
permettant de visualiser et d'analyser des
données complexes

Les résultats peuvent étre biaisés en raison de
la sélection aléatoire des données

Peut étre utilisé pour prétraiter les données
avant l'apprentissage supervisé

Les algorithmes non supervisés ne peuvent pas
évaluer la qualité des résultats de la méme
maniere que les algorithmes supervisés.

3.3.2. Applications de I'apprentissage non-supervisé

\oici quelques exemples d'applications de I'apprentissage non supervisé :

e Clustering : regroupement de données similaires pour identifier des
motifs ou des structures. Exemples segmentation de clients,
regroupement de documents, analyse d'expression génetique

e Réduction de la dimensionnalité : réduction du nombre de variables ou
de fonctionnalités dans un ensemble de données tout en conservant des
informations importantes. Exemples : compression d'images, systemes de
recommandation, détection d'anomalies

e Détection d'anomalies : identification d'événements ou de points de
données rares ou inhabituels. Exemples : détection de fraudes, détection
d'intrusions, détection de flambées de maladies
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o Modéles génératifs : création de nouveaux points de données similaires
aux donneées d'entrainement. Exemples : synthese d'images et de discours,
traduction de langues, augmentation de données

e Apprentissage de régles d'association : découverte de relations ou de
dépendances entre les variables d'un ensemble de données. Exemples :
analyse du panier d'achat, systétmes de recommandation, analyse du
comportement des clients

L'apprentissage non supervisé est particulierement utile dans I'analyse
exploratoire des données et pour découvrir des motifs ou des idées cachees dans les
données lorsque le résultat ou I'étiquette est inconnu [47]-[50].

3.4. Differences majeurs entre apprentissage supervisé et non-supervisé

TABLEAU 2.4 : DIFFERENCES ENTRE L’APPRENTISSAGE SUPERVISE ET NON SUPERVISE.

Apprentissage supervisé Apprentissage non supervisé

Définition | Algorithme qui utilise un ensemble de | Algorithme qui  cherche a
données étiquetées pour faire des prédictions | découvrir des structures a partir de
données non étiquetées

Objectif Prédire des résultats futurs (prédiction) Identifier des structures et des
modeles cachés (analyse)

Utilisation | Dans les situations ou la réponse est connue | Dans les situations ou la réponse
n'est pas connue

Données Des données étiquetées avec des résultats | Des données non étiquetées sans
d'entrée connus résultats connus

4. L’apprentissage profond « Deep Learning »

Dans le domaine de I'apprentissage automatique, le Deep Learning (DL) est un sous-
domaine qui se concentre sur le développement d'algorithmes inspirés par la structure et la
fonction du cerveau, en particulier les réseaux de neurones artificiels [51]. Ces concepts
sont utilisés pour apprendre aux ordinateurs a effectuer des taches qui sont naturelles pour
les humains, telles que la classification d'images, de textes ou de sons. Le DL a gagne en
popularité en raison de sa capacite a atteindre des taux de precision éleves, et il implique
I'entrainement de modeéles informatiques a lI'aide de grands ensembles de données étiquetées
et d'architectures de réseau de neurones [52].

5. La science des données « Data Science »

La Data Science (DS) désigne le processus d'analyse et d'extraction d'informations
pertinentes a partir de données, notamment en identifiant des motifs cachés. Un « Data
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Scientist » utilise souvent I'apprentissage automatique pour prédire des événements futurs
en se basant sur les données [53].

La relation entre ces disciplines peut étre représentée dans une image montrant
I'apprentissage automatique comme un sous-ensemble de [I'intelligence artificielle.
Cependant, la Data Science est une discipline distincte qui se croise avec I'lA et
I'apprentissage automatique sans en étre un sous-ensemble [54].

[ ML

\ DS

FIGURE 2.2 : RELATION ENTRE Al, ML, DL, DS.

6. Data Mining

- La fouille de données (Data Mining « DM ») désigne le processus de découverte de
connaissances, d'identification de motifs et d'extraction de régles a partir d'ensembles de
données [53]. Le modéle joue un rdle central dans le processus de fouille de données, en
tant que composant principal. Par analogie, on pourrait soutenir que la fouille de données
aurait pu étre plus précisément décrite comme “l'extraction de connaissances a partir des
données™, car son objectif principal est d'extraire des informations précieuses et des
connaissances a partir des ensembles de données disponibles [55]-[57].

- La découverte de connaissances (Knowledge discovery « KD ») est une procédure
systématique qui vise a révéler de nouvelles idées et une meilleure compréhension dans un
domaine d'application spécifique. Elle englobe plusieurs étapes, I'une d'entre elles étant
I'extraction de données (DM), chacune étant axée sur la réalisation d'un objectif de
découverte spécifique. Ces objectifs sont atteints en appliquant des méthodes de découverte
appropriées adaptées a la tche en cours [58], [59].

- La decouverte de connaissances dans les bases de données (Knowledge discovery in
databases « KDD ») fait référence au processus d'application de la procédure de découverte
de connaissances spécifiqguement aux bases de données [60].
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Yo ‘ Evaluation }j
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Modéles

Preparation }—b

Objectifs
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Données
. sur les objectifs
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FIGURE 2.3 : DATA MINING (KDD) PROCESSUS.
6.1. Types de fouille de données

La fouille de données a la capacité de s'appliquer a divers types de données. Les
bases de données, les entrep0ts de données, les données transactionnelles et d'autres formats
de données sont parmi les formes les plus couramment utilisées dans les applications de
fouille de données [61], [62].

6.1.1. Les bases de données

IIs stockent des informations structurées dans des tableaux relationnels, sont une
source de données couramment exploitée pour la fouille de données. Par exemple, dans
le domaine de la fouille de données, il est possible d'analyser les données des clients
pour prédire le risque de crédit des nouveaux clients en se basant sur leur age [63], [64].
En utilisant un systeme de fouille de données, des modéles et des algorithmes peuvent
étre appliqués aux données des clients afin d'identifier des schémas et des tendances
significatifs. En examinant I'age des clients existants et en le comparant a leur historique
de credit, il est possible de développer un modele predictif qui évalue le risque de crédit
des nouveaux clients en fonction de leur &ge. Ce modele peut étre utilisé par les
institutions financiéres et les préteurs pour prendre des décisions éclairées lors de I'octroi
de crédit aux nouveaux clients [31], [65], [66].

6.1.2. Les entrep0ts de données

Les « Data Warehouse » centralisent de vastes quantités de données provenant de
différentes sources, offrent également un terrain propice a l'exploration et a l'analyse
[61].

6.1.3. Les données transactionnelles

Elles enregistrent les interactions entre les utilisateurs et les systémes, sont
souvent utilisées pour comprendre les schémas d'achat, les habitudes de consommation
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et les préférences des clients. Dans une base de données transactionnelle, il peut exister
des tables supplémentaires qui stockent des détails supplémentaires liés aux
transactions. Ces détails peuvent inclure des descriptions d‘articles, des informations sur
le vendeur ou la succursale concernée, ainsi que d'autres informations pertinentes [61],
[62].

6.1.4. Autres formats de données

En outre, il existe d'autres formats de données tels que les données textuelles, les
données temporelles, les données géospatiales, les données multimédias, etc., qui
peuvent étre explorés et analysés a l'aide de techniques de fouille de données. L'objectif
principal de la fouille de données est d'extraire des informations pertinentes, des
tendances cachées et des motifs significatifs a partir de ces différentes formes de
données, afin de prendre des décisions éclairées, de prédire des comportements futurs ou
de générer de nouvelles connaissances.

Ainsi, la fouille de données s'avere étre une méthode essentielle pour exploiter la
richesse d'informations contenue dans ces divers types de données et pour en tirer des
avantages stratégiques dans de nombreux domaines d'application [61], [62].

6.2. Perspectives de la fouille de données

La fouille de données a intégré de nombreuses techniques provenant d'autres
domaines. En ceux que suivent plusieurs disciplines qui influencent fortement le
développement des méthodes de fouille de donnees [62], [65], [67].

6.2.1. La statistique

La statistique est le domaine qui se concentre sur la collecte, l'analyse,
I'interprétation et la présentation des données. Les modeles statistiques sont des
fonctions mathématiques utilisées pour représenter les données et comprendre les
caractéristiques des objets d'une classe spécifique. Les taches de fouille de données
peuvent intégrer des modeles statistiques. Par exemple, les statistiques peuvent étre
utilisees pour modéliser le bruit et traiter les valeurs de données manquantes. De plus,
les méthodes statistiques peuvent étre utilisées pour valider les résultats de la fouille de
données par le biais de tests d'hypotheses statistiques. Ce processus implique de prendre
des décisions statistiques basées sur des données expérimentales [68].

6.2.2. Machine Learning

Le sous-domaine de l'intelligence artificielle qui a été décrit dans la section 3.

6.2.3. Les systemes de bases de données et les entrep6ts de données

Les systemes de bases de données et les entrepdts de données servent de
référentiels de stockage pour les ensembles de données, qu'ils soient petits ou grands,
comme mentionné précédemment. Cependant, les entrep6ts de données offrent une
perspective multidimensionnelle des donnees. Par conséquent, nous pouvons exploiter
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ces deux environnements de données pour les traiter efficacement en utilisant la
technologie de la fouille de données [68].

7. Phases de la fouille de données

Le processus de découverte des connaissances (KD) comprend généralement une série
d'étapes bien définies qui guident I'ensemble du processus. Les données servent d'entrée,
tandis que la sortie souhaitée est Il'information précieuse répondant aux besoins des
utilisateurs. Le processus global de solution pour la fouille de données peut étre divisé en
trois phases principales : la définition du probleme, la fouille des données et la mise en
ceuvre des actions, qui implique le déploiement de la solution [63], [68].

7.1. ldentification du probleme

Le processus de fouille de données ne commence pas par les données, mais par
I'identification d'un probléme a résoudre. Il s'agit de formuler le probléme, de le traduire en
une ou plusieurs questions auxquelles la fouille de données peut répondre, et de comprendre
comment les résultats de la fouille de données seront utilisés pour résoudre le probleme, ce
qui nous permet de déterminer I'approche la plus appropriée pour la fouille de données. Il
est important de mentionner que la fouille de données n'est pas toujours I'outil adéquat pour
résoudre les probléemes. Par exemple, si lI'objectif est d'améliorer la productivité de I'équipe
de vente en réduisant le temps nécessaire pour recueillir certaines informations, la meilleure
suggestion pourrait étre la mise en place d'un nouveau systéeme de report basé sur des
requétes multidimensionnelles en temps réel plutdt que la fouille de données. Comprendre
le probléme nous permet de choisir I'approche analytique appropriée pour identifier la
meilleure méthode de fouille a utiliser. En réalité, il existe deux catégories d'approches de
fouille de données : les méthodes de découverte (descriptives) et les méthodes prédictives
[68].

Data Mining
h | | -,
Méthodes prédictives Meéthodes descriptives
J’ \Ir , \Ir - \ 4
Classification Regression ‘ Clustering ‘ Régles d'association

FIGURE 2.4: TACHES DU DATA MINING.
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e Méthodes preédictives : effectuer une prédiction sur les valeurs des
données en utilisant des résultats connus obtenus & partir de
différentes données (classification, régression).

e Meéthodes de découverte (descriptives) : sont des techniques de
fouille de données qui permettent de trouver des motifs dans les
données. L'objectif est de découvrir les relations qui sont inhérentes
aux donnees (clustering, résumé, regles d'association et découverte de
séquences).

e Combinaison de différentes méthodes : il existe des situations ou il
est plus approprié de combiner plusieurs techniques de fouille de
données. Par exemple, si l'objectif est d'améliorer I'efficacité d'une
campagne marketing pour une promotion de rentrée des classes a
venir, une approche pourrait consister a effectuer une segmentation
des clients en utilisant des techniques de regroupement pour identifier
un groupe spécifique de clients. Ensuite, une analyse du panier
d'achat peut étre réalisée en utilisant des techniques d'association, en
se concentrant uniquement sur les transactions du groupe cible
identifié. Cette analyse peut aider a identifier les affinités entre les
produits, qui peuvent ensuite servir de base a la stratégie
promotionnelle. Il y a aussi d’autres exemples concernant le domaine
des diagnostics medicaux [69].

7.2.  Construire et déployer le data mining

Le processus de construction et de mise en ceuvre de solutions de fouille de données
implique une série de neuf étapes importantes, qui peuvent étre hautement itératives par
nature.

7.2.1. Preéparation des donnees

La préparation des données implique de résoudre différents problemes
couramment présents dans les ensembles de données et les relations de bases de
données, tels que les incohérences, les valeurs nulles, les valeurs extrémes et le bruit.
Pour atténuer ces problémes, des routines de nettoyage des données sont utilisées pour
combler les valeurs nulles, détecter les valeurs aberrantes et résoudre les incohérences.
Ne pas nettoyer les données peut entrainer des confusions lors du processus d'analyse.
Bien que certains algorithmes puissent intégrer des routines de nettoyage, ils ne sont pas
toujours robustes, il est donc préférable de nettoyer les données en amont [59], [65].

7.2.2. Intégration de données (Collection)

La combinaison de données provenant de différentes sources peut réduire les
redondances et les incohérences dans le jeu de données final si le processus d'intégration
est réalisé avec soin. Cela peut améliorer la vitesse et la précision du processus de
fouille de données ultérieur [59], [70].
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7.2.3. Selection et exploration des données

Pendant le processus de fouille de données, il est important d'identifier les
sources de données disponibles et d'extraire et de sélectionner soigneusement les
données pertinentes pour l'analyse. Cela implique d'évaluer la quantite et la qualité des
données afin de garantir le développement de modeles robustes [70]. Les données elles-
mémes se composent d'une série d'échantillons, chacun étant décrit par un ensemble de
variables. Cette étape peut étre réalisée a travers une série d'étapes, telles que I'analyse
des métadonnées associées a chaque variable pour recueillir des informations sur les
types de données, les valeurs potentielles, la source d'origine, le format et d'autres
caractéristiques. 1l existe différents types de variables utilisées pour décrire les
échantillons [69]:

-,

Varibale

p .

Mominale Crdinale

‘ Discréte ‘ ‘ Continue ‘

- b A

FIGURE 2.5 : TYPE DE VARIABLE.
e Quantitative : Peut inclure :
* Discrete : Par exemple : nombre de personnes, nombre de véhicules...etc.

* Continue : Par exemple : salaire, longueur, avantages...etc.
e Qualitative : Peut inclure :

* Nominale : Nomme 1'objet auquel ils font référence sans pouvoir établir un
ordre (état civil, genre, couleur, race...etc).

* Ordinale : Un ordre peut étre établi dans ses valeurs (€levé, moyen, faible).

7.2.4. Nettoyage des données (Data Cleaning)

Au cours des phases précedentes, les donnees peuvent rencontrer différents
problémes tels que l'incomplétude, le bruit, les valeurs manquantes et les valeurs
aberrantes. Cette étape particuliére joue un réle crucial en abordant et en rectifiant ces
problemes, garantissant ainsi que les données sont soigneusement nettoyées et affinees
[671, [71], [72].
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7.24.1. Problemes de nettoyage des données

La présence de divers problémes de nettoyage des données pose des obstacles
importants lorsqu'il s'agit de garantir l'intégrité et la fiabilit¢ des ensembles de
données. Dans le domaine de l'exploration de données et de l'analyse, il est
primordial de faire face a de nombreux problémes, tels que des données incomplétes,
des données bruitées, des valeurs manquantes et des valeurs aberrantes [71].
Surmonter ces défis nécessite la mise en ceuvre de méthodes de nettoyage des
données résilientes et efficaces, capables de renforcer la précision et l'authenticité
des analyses ultérieures. En comprenant et en abordant de maniére efficace le large
éventail de problémes de nettoyage des données, nous pouvons établir des bases
solides pour extraire des informations précieuses et prendre des décisions éclairées
basées sur des données fiables [69].

Les valeurs manquantes se produisent lorsque de nombreuses tuples ne
comportent pas de valeurs enregistrées pour plusieurs attributs. Il existe plusieurs
techniques disponibles pour gérer ce probléeme [72] :

e Une approche consiste a ignorer les tuples avec des valeurs manquantes.

Cependant, cette méthode peut ne pas étre trés efficace lorsqu'il s'agit de

plusieurs attributs ayant des valeurs manquantes.

e Une autre option consiste a remplir manuellement les valeurs
manquantes. Cependant, cette approche peut ne pas étre réalisable lorsqu'il
s'agit d'un grand ensemble de données avec de nombreuses valeurs
manquantes.

e Utiliser une constante globale pour remplir les valeurs manquantes est une
autre méthode, mais elle n'est pas infaillible. Parfois, le programme de fouille
de données peut interpréter a tort ces constantes globales comme des
concepts intéressants.

e Alternativement, on peut utiliser une mesure de tendance centrale pour
I'attribut. La moyenne convient aux distributions de données normales
(symétriques), tandis que la médiane est plus appropriée pour les
distributions de données asymétriques.

e Les données bruitées font référence a des erreurs aléatoires ou des
variations dans une variable qui peuvent corrompre les données et entraver
I'interprétation précise par le systéeme. Cela peut avoir un effet néfaste sur les
résultats de toute analyse de données.

7.2.5. Transformation de données (Data Transformation)

A ce stade, les données sont converties ou transformées en une représentation et
un format adapté a I'exploitation miniere. Par exemple, si l'algorithme sélectionné
nécessite des données numeriques en entrée mais que les données disponibles sont
categorielles, il devient crucial de convertir ces donnees dans le format approprié, c'est-
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a-dire en données numeériques. Cela garantit la compatibilité et permet a I'algorithme de
traiter efficacement les données.

Dans le domaine de I'extraction de données, les stratégies de transformation des
données servent de boussole guide, illuminant le chemin vers des informations
précieuses [70], [73].

e Smoothing (Lissage): Eliminer ou réduire la présence de bruit dans les
données.

e Construction d'attributs: Introduire des attributs supplémentaires qui
aident dans le processus d'exploration de données.

e Agrégation: Effectuer des opérations de synthese ou d'agrégation sur les
données, comme dans la création de « data warehouses ».

e Normalisation: Ajuster les valeurs des données a une plage spécifique,
telle que [0, 1] ou [-1, 1], en utilisant des techniques telles que le
Minimum-Maximum, le score Z ou I'échelle décimale. Ces méthodes de
normalisation sont couramment utilisées pour accélérer la phase
d'apprentissage [63].

7.2.6. Choix de I'analyste de données

Durant cette phase, nous sélectionnons I'analyste de données qui sera chargé de
créer et dappliquer des techniques ou des modeles d'exploration de données pour
découvrir des motifs ou des régles. Divers algorithmes d'apprentissage automatique sont
utilisés pour construire différents modeles de prédiction. Parmi ces modéles, le plus
optimal est choisi pour étre déploye [65].

7.2.7. Phase de présentation

Pendant cette étape, le modele généré (la connaissance découverte) est
développé, sauvegardé et examiné a l'aide de visualisations appropriées choisies par
I'analyste pour évaluer la qualité du modeéle et valider sa pertinence. A cette étape,
I'analyste de données doit comprendre I'impact de I'ajustement des différents parametres
sur le modele résultant et acquérir une compréhension de la maniére d'interpréter
efficacement le modele de données [67], [70].

7.2.8. Evaluation des modéles

Avant que les modeéles puissent étre déployés et utilises pour prendre des
décisions au sein d'une organisation, il est important de les évaluer pleinement et de
prouver qu'ils conviennent a l'objectif. Cette phase englobe toutes les taches d'évaluation
nécessaires pour démontrer qu'un modele de prédiction sera en mesure de faire des
prédictions précises aprés son déploiement et qu'il ne souffre pas de surajustement
« overfitting » ou de sous-ajustement « underfitting » [36], [74], [75].
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7.2.9. Deployer la solution (Knowledge discovery)

Les modeles d'apprentissage automatique sont construits dans l'intention de
servir des objectifs spécifiques au sein d'une organisation. Les résultats obtenus grace a
I'exploration de données peuvent étre mis en ceuvre dans une série de systémes de
diverses manieres [65], [67].

8. Deep learning vs machine learning?

Le choix entre le Deep Learning et le Machine Learning dépend de la nature précise de
la tdche a accomplir, de la disponibilité des données pertinentes et des ressources
informatiques a disposition [19], [34], [54].

TABLEAU 2.5 : APPRENTISSAGE PROFOND PAR RAPPORT A APPRENTISSAGE MACHINE.

Apprentissage Profond Apprentissage Automatique
Définition Sous-domaine de I'apprentissage | Domaine plus large de
automatique I'apprentissage a partir des
données
Architecture Réseaux de neurones profonds Diverses techniques et

algorithmes d'apprentissage

Représentation Apprentissage hiérarchique des Ingénierie manuelle des
caractéristiques caractéristiques
Données requises Grandes quantités de données Peut fonctionner avec de plus
étiquetées petits ensembles de données
étiquetées
Performance Performances élevées sur des Performance dépendante de la
taches complexes qualité des caractéristiques et
des modeéles
Interprétabilité Faible interprétabilité en raison de | Plus grande interprétabilité,
modeles complexes modeles plus transparents
Exigences matérielles Calcul intensif, bénéficie des Moins exigeant en termes de
GPU matériel, peut fonctionner sur

des CPU standard

Domaines d'application Vision par ordinateur, traitement | Analyse prédictive,
du langage naturel, classification, régression, etc.
reconnaissance vocale

L'apprentissage automatique est un terme plus large englobant diverses techniques pour
I'apprentissage a partir des données, tandis que l'apprentissage profond est une approche
plus spécifique basée sur des réseaux de neurones profonds. Les deux domaines ont des
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applications étendues dans de nombreux domaines tels que la reconnaissance d'images, la
traduction automatique, la reconnaissance vocale, la recommandation personnalisée et bien
d'autres.

9. Relation entre I'apprentissage automatique « ML » et la fouille de
données « DM »

Il est évident qu'il existe de nombreux paralléles entre la fouille de données et
I'apprentissage automatique. Dans le contexte des taches de classification et de
regroupement, le domaine de l'apprentissage automatique se concentre principalement sur
I'évaluation de I'exactitude des modéles. En revanche, la recherche en fouille de données
met non seulement l'accent sur l'exactitude, mais accorde également une importance
significative a l'efficacité et a la scalabilité des techniques de fouille lorsqu'elles sont
appliquées a des ensembles de données étendus. De plus, la fouille de données aborde
également les défis liés a la gestion de types de données complexes et s'efforce d'explorer
des méthodes nouvelles et alternatives pour I'analyse [64], [76], [77].

e L'apprentissage automatique : est associé a l'examen, & la création et a
I'avancement d'algorithmes qui permettent aux ordinateurs d'acquérir des
connaissances sans avoir besoin d'une programmation explicite.

e La fouille de données : consiste a extraire des connaissances ou a découvrir des
motifs inconnus et intéressants a partir de données non structurées. Des
algorithmes d'apprentissage automatique sont utilisés dans le processus de fouille
de données.

10. L’intelligence artificielle dans la médecine

Avec autant d'argent en jeu, autant de consommateurs mécontents et la vie et la santé
humaine en jeu, il semble qu'il y ait un grand besoin de résolveurs de problemes dans le
domaine de la santé. L'une des idées pour améliorer les soins de santé est de mettre
davantage I'accent sur la prévention et moins sur le traitement. Tous les problemes de santé
ne peuvent pas étre évités, mais dans de nombreux cas, une intervention précoce peut
conduire a de meilleurs résultats en matiére de santé et a une réduction des colts. L'un des
éléments clés des soins de santé préventifs est le dépistage des maladies. Grace a ce
dépistage, les maladies peuvent étre diagnostiquées a un stade précoce et traitable [18].
Cependant, il n'est pas possible pour tout le monde de se faire dépister pour toutes les
maladies possibles. Une meilleure solution consisterait a disposer d'un moyen peu codteux,
évolutif et fiable de mesurer le risque de maladie et d'en prédire I'apparition. Les prestataires
de soins de santé ou les assureurs pourraient alors utiliser ce prédicteur pour identifier les
personnes a haut risque et leur recommander des tests ou d'autres interventions [20], [78],
[79].

Au cours des sept derniéres années, le domaine de I'AIM « Al in Medicine » a connu
une évolution spectaculaire. Avec l'avénement de la ML et de la DL, les applications de
I'AIM se sont développées de maniére exponentielle, offrant des possibilités sans précédent
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pour la médecine personnalisée par opposition aux approches basées uniquement sur des
algorithmes. Les modeles prédictifs offrent désormais une approche innovante pour le
diagnostic de diverses maladies, I'anticipation de la réponse thérapeutique et,
potentiellement, la réalisation d'une médecine préventive a l'avenir. L'intégration de I'lA
dans la médecine promet d'améliorer la précision des diagnostics, de rationaliser le flux de
travail des prestataires et les opérations cliniques, de faciliter un meilleur suivi des maladies
et des thérapies, et d'optimiser la précision des procédures, améliorant ainsi les résultats
globaux pour les patients [80]-[82].

10.1 Systémes d’intelligence artificielle en santé

L'IA a connu un regain de popularité ces dernieres années dans le secteur de la santé
en raison de sa capacité a traiter et a analyser des quantités massives de données en temps
réel. Les avantages de l'utilisation des systemes d'lA dans les soins de santé sont multiples :
aide a la décision clinique, suivi des patients, détection précoce des maladies et soins
individualisés [20]. Les applications de I'lA dans le secteur des soins de santé couvrent un
large éventail de spécialités, telles que la radiologie, la génomique, la gestion des dossiers
médicaux électroniques et I'analyse des données de surveillance de la santé publique [67],
[83]. Néanmoins, la mise en ceuvre de 1'A dans les soins de santé doit étre soigneusement
étudiée en ce qui concerne la confidentialité des données et les préoccupations

réglementaires afin de garantir une mise en ceuvre éthique et efficace de cette technologie
[82].

11. Les sources de données dans la santé

La prolifération des sources de données de santé est évidente, englobant les données
acquises et numérisées lors d'hospitalisations ou de consultations médicales, telles que les
diagnostics, les traitements, les examens médicaux et I'imagerie, les données relatives a la
consommation de soins de santé et les données provenant d'appareils connectés médicaux et
non médicaux, tels que les tensiometres, les pése-personnes, les « smartwatches » et les
téléphones intelligents. Il est évident que le potentiel de nouveauté de ces sources de
données ne provient pas uniqguement de leur volume massif, mais de la capacité d'acceder et
de croiser des données qui étaient auparavant inaccessibles, et des moyens d'analyser et de
traiter ces données grace a l'intelligence artificielle. Néanmoins, les méthodes médicales et
épidémiologiques conventionnelles peuvent également étre utilisées pour analyser ces
données [66], [68], [84].

L'utilisation de grandes quantités de données a des fins de santé publique souligne
I'importance de l'individu dans la promotion et la sauvegarde de la santé de la population.
Néanmoins, cette mobilisation comporte des risques inhérents, notamment en ce qui
concerne I'exposition d'informations personnelles relatives au comportement, a I'état de
santé et a la vie privée des individus [70].

L'industrie de la santé a toujours disposé d'une abondance de données. Avec la multitude
de composants et d'acteurs impligqués, les prestataires de soins et les compagnies d'assurance
ont une pléthore de facteurs a surveiller et a évaluer. Ces données accumulées servent
plusieurs objectifs cruciaux, tels que la surveillance et la gestion des codts et des opérations
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des établissements de santé. Plus important encore, ces données capturent et documentent
I'état de sante des individus, a la fois a petite et a grande échelle. La valeur des données dans
le domaine de la santé est inestimable, en particulier dans le contexte de I'amélioration des
systemes de santé. Bien que notre recherche se concentre sur l'utilisation de données
médicales pour la prédiction du diabete, de nombreux autres aspects de la santé pourraient
en bénéficier et subir une transformation complete grace a l'utilisation intelligente des
données [79].

Gagner l'acces aux données de santé peut étre une tache difficile, car des réglements de
confidentialité stricts et des intéréts commerciaux imposent plusieurs obstacles qui doivent
étre surmontés avant que les données ne puissent étre partagées. Cela peut entraver le
progrés des chercheurs indépendants qui n'ont pas d'affiliation avec des compagnies
d'assurance ou des institutions de santé. Etablir des partenariats académiques avec ces
organisations est une étape essentielle pour obtenir I'accés aux données. L'auteur de cet
ouvrage a vécu cela de premiére main, tout comme son superviseur. Malgre ces défis, les
avantages potentiels de comprendre et d'utiliser les données médicales pour améliorer les
soins de santé dépassent de loin les difficultés rencontrées pour accéder aux données [70].

11.1. Données sous forme d’images

La majorité des données d'imagerie médicale sont produites a partir de techniques de
radiologie telles que les radiographies, les échographies, les scanners CT, les scans PET et
les IRM, qui produisent des représentations graphiques des tissus internes. Généralement,
ces images sont examinées par un spécialiste du diagnostic visuel et ensuite transmises au
médecin et au patient. Cependant, I'utilisation de données d'images a des fins d'analyse
informatique représente un défi de taille. La création d'algorithmes capables d'extraire des
significations importantes a partir d'images numériques est un domaine de recherche actif et
en évolution dans les domaines de la vision par ordinateur et de I'apprentissage automatique.
Pour exploiter pleinement le potentiel des données d'imagerie médicale, il est impératif
d'utiliser des techniques provenant de ces domaines [66], [84].

11.2. Données en texte libre « FreeText »

Une partie importante des données médicales se trouve dans des champs de texte
non structurés. Ces données non structurées peuvent prendre la forme de notes prises par
des infirmiéres ou des médecins concernant différents aspects de la visite d'un patient. Ces
notes peuvent contenir des phrases incomplétes, des paragraphes détaillés, ou des
abréviations particuliéres a un infirmier, ainsi que des fautes de frappe et des gribouillis
illisibles. Malgré leur nature chaotique, les données médicales non structurées peuvent
contenir des informations essentielles sur la santé d'un patient et son expérience avec le
systeme de santé, en faisant une source de données cruciale. Cependant, les données non
structurées peuvent étre difficiles a utiliser sur le plan informatique. Bien que les humains
puissent interpréter et comprendre les données textuelles non structurées, la reconnaissance
de I'écriture manuscrite et I'extraction de la signification des donnees requiérent des
techniques avancées de vision par ordinateur et de traitement du langage naturel. Bien que
le travail actuel n'aborde pas cette question, le defi d'incorporer des données médicales non
structurées dans les méthodes d'apprentissage automatique est significatif [66], [69].
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11.3. Données structurées

Les données structurées en matiere de santé font référence aux données organisées
dans un format prédefini, tel qu'une base de données ou un tableur, et qui peuvent étre
analysées aisément a l'aide de techniques statistiques standard. En comparaison, les données
non structurées sont plus compliquées a traiter et a classifier, car elles sont plus complexes
et hétérogenes [66], [68], [84].

On peut trouver plusieurs types de données structurées en santé, dont voici quelques
exemples :

e Les données démographiques qui comprennent des informations sur le
nom, I'age, le genre et l'adresse du patient, les données cliniques qui
comprennent des informations sur les antécédents medicaux du patient tels
que les diagnostics antérieurs, les traitements et les procédures.

e Les signes vitaux qui incluent des données sur la fréquence cardiaque, la
pression artérielle, la fréquence respiratoire et la température.

e Les résultats des tests de laboratoire qui incluent des données sur les tests
sanguins, les tests d'urine et autres tests de diagnostic, les données sur les
médicaments qui comprennent des informations sur les médicaments
prescrits au patient, telles que la posologie, la fréquence et la durée.

e Et enfin les données de réclamation qui incluent des informations sur les
services médicaux fournis au patient et les codts correspondants.

Les données organisées ou structurées sont essentielles pour les applications
d'intelligence artificielle dans le domaine de la santé, car elles sont faciles a traiter et a
analyser a I'aide d'algorithmes d'apprentissage automatique. Les modeles d'lA peuvent ainsi
tirer parti de ces données pour prédire les résultats des patients, repérer les risques sanitaires
potentiels et recommander des plans de traitement personnalisés [66], [68], [84].

11.4. Variables simples

Une grande partie des données de santé se compose de variables numériques et
categorielles simples, qui incluent des facteurs demographiques tels que I'age, le sexe et
I'ethnicité, ainsi que des indicateurs de santé tels que la taille, le poids, la pression artérielle
et le pouls. Ces variables simples peuvent étre analysées a l'aide de techniques statistiques
conventionnelles telles que la régression linéaire ou logistique. Cependant, se limiter a
I'analyse de ces variables de base reviendrait a passer a coté d'informations précieuses
pouvant étre obtenues a partir de sources de données plus complexes [84].

11.5. Capture de donnees

Il existe plusieurs systemes pour capturer les données médicales. Dans les systemes
de santé modernes, les outils dossiers de santé électroniques (Electronic Health Record ou
« EHR ») sont utilisés pour stocker de maniere systématique et numérique une grande
variété de données, incluant les données démographiques et antécedents medicaux des
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patients, les résultats de laboratoire, les examens physiques, les images radiologiques, et
bien plus encore [20]. Les EHR facilitent également l'accés aux données et leur
visualisation, permettant aux médecins et aux patients de mieux s'informer. Bien que ces
dossiers ne captent que les événements qui se produisent dans un établissement ou un
ensemble d'établissements particuliers, ils fournissent un compte rendu vivant de I'état de
santé individuel au cours des visites a I'npital et dans d'autres établissements de soins. Les
demandes de remboursement d'assurance maladie représentent un autre réservoir riche en
données de santé [19], [32]. Les données de remboursement se concentrent sur les
personnes inscrites dans le plan d'assurance et leurs interactions avec le systeme de santé.
Ces documents comprennent généralement des informations démographiques de base sur les
patients, ainsi que des diagnostics, des procédures, des médicaments, des visites a I'ndpital
et en ambulatoire, ainsi que les colts associés. En raison de leur nature centrée sur le patient
et de leur capacité a capturer l'activité médicale d'un individu dans une variété d'hdpitaux,
de cliniques et de pharmacies, les données de remboursement « Claims Data » fournissent
un portrait plutdét complet de I'historique médical et de I'état de santé actuel. Cependant, les
données de remboursement manquent souvent de détails fins et d'informations cliniques
riches présentes dans les EHR [68], [84].

12. Conclusion

L'avenement de la révolution numérique dans le domaine de la santé a ouvert une
nouvelle ére de collecte, stockage et analyse de données massives. Ce déluge de données a
donné naissance a une multitude de techniques basées sur I'lA qui contribuent a la création
d'un écosysteme de santé plus interconnecté et érudit. La confluence de données massives et
de méthodologies liées a I'lA est profondément entrelacée et se renforce mutuellement, car
les algorithmes d'apprentissage automatique nécessitent des quantités considérables de
données pour acquérir des connaissances et sans l'aide d'analyses basées sur I'lA, les
ensembles de données massives ont une valeur limitée.

En conclusion de ce chapitre, nous anticipons avec enthousiasme le prochain chapitre
qui portera sur un état de l'art approfondi de l'utilisation des techniques d'intelligence
artificielle dans le domaine de la prédiction du diabéte. Ce panorama exhaustif des avancées
actuelles nous permettra de mieux comprendre les différentes approches existantes et de
situer notre propre recherche dans ce contexte dynamique et en constante évolution.
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Chapitre Il : Etat de I’art sur la prédiction du diabéte par I'lA

1. Introduction

L'utilisation de I'intelligence artificielle (I1A) dans le domaine de la prédiction du diabéte
a connu des progres significatifs, montrant le potentiel d'améliorer les résultats pour les
patients et de réduire les dépenses de santé. Le diabéte étant une maladie chronique qui
touche une vaste population dans le monde entier, une identification et une intervention
précoces sont necessaires pour une prise en charge efficace. Les algorithmes d'IA sont
capables de traiter des données substantielles provenant de diverses sources, telles que les
dossiers médicaux électroniques et les données de santé générées par les patients, afin de
prédire la probabilité de développer un diabéte et d'identifier les personnes a haut risque.

Le diabete est une affection persistante qui touche un nombre important de personnes
dans le monde et constitue une cause majeure de maladie et de déces. L'identification et
I'intervention précoces sont essentielles a la bonne gestion de la maladie et a la prévention
de toute complication associée. Ces derniers temps, l'intérét pour I'application de
I'intelligence artificielle (1A) dans le secteur des soins de santé, en particulier pour la
prédiction du diabéte, s'est considérablement accru. Des algorithmes d'lA ont été utilisés
dans diverses études de recherche pour prédire le risque de diabéte, identifier les personnes
a haut risque et développer des stratégies de prévention personnalisées.

La prédiction du diabete est un domaine de recherche essentiel qui vise a identifier les
facteurs prédictifs de cette maladie chronique et a développer des outils de diagnostic
précoce. Ce chapitre est un état de I'art en matiére de prédiction du diabéte par I'lA. Dans ce
chapitre, nous examinerons attentivement les études sélectionnées qui se sont penchées sur
la prédiction du diabéte. Nous nous concentrerons également sur la comparaison des
méthodologies utilisées, des ensembles de données recueillis et des résultats obtenus.
L'objectif est de mettre en évidence les forces et les faiblesses des différentes approches afin
de mieux comprendre les progres réalisés dans ce domaine. Tout ¢a pour nous aider a
identifier les lacunes et les limites des approches existantes, mettant en évidence les
domaines ou des recherches supplémentaires sont nécessaires pour améliorer la prédiction
du diabéte. Cette analyse approfondie nous permettra d'acquérir une vision globale de I'état
actuel des recherches et d'orienter les futures études dans ce domaine prometteur.

2. Methodes actuelles de prédiction du diabete avec I'lA

Le paysage actuel de la prédiction du diabéte avec l'intelligence artificielle (1A) est
caractérisé par une multitude de méthodologies sophistiquées qui exploitent des techniques
informatiques de pointe pour élucider les subtilités de ce trouble métabolique complexe. En
exploitant le potentiel de I'lA, comprenant des algorithmes d'apprentissage automatique de
pointe et des stratégies avancées d'exploration de données, il est possible d'extraire des
informations inestimables et de découvrir des schémas complexes a partir de vastes
ensembles de données hétérogenes liées au diabéte [85], [86]. Ces méthodes englobent un
large éventail d'approches innovantes, comprenant l'apprentissage en ensemble, les
architectures d'apprentissage profond, les machines a vecteurs de support, les réseaux
bayésiens et les modeles hybrides qui amalgament plusieurs algorithmes pour atteindre des
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performances predictives améliorées. L'intégration de caractéristiques diverses, telles que
les variables cliniques, les marqueurs génétiques, les données liées au mode de vie et les
données omiques, facilite le développement de modéles prédictifs complets capables de
capturer la nature multifacette de I'étiologie et de la progression du diabéte. De plus, la
fusion de sources de données disparates grace a des stratégies innovantes d'intégration de
données, telles que la fusion de donneées, l'apprentissage multi-vue et l'apprentissage par
transfert, permet d'exploiter des informations complémentaires et d'ameliorer les capacités
prédictives des modeéles [87]-[89].

3. Avancées et tendances récentes en matiére d'l1A pour la prédiction du
diabéte

3.1. L'lAexplicative (IAE) dans la prédiction du diabéte

L'intelligence artificielle explicative (Explainable Al « XAl ») dans le contexte de la
prédiction du diabéte représente un paradigme novateur qui vise a élucider les processus de
prise de décision complexes des modeles d'intelligence artificielle, permettant ainsi une
compréhension globale des facteurs sous-jacents contribuant a leurs prédictions. Dans le
domaine de la prédiction du diabete, ou une évaluation précise des risques et des
informations exploitables revét une importance primordiale, I'intégration des techniques
d'lAE joue un role essentiel dans I'amélioration de la transparence, de l'interprétabilité et de
la fiabilité [90].

En exploitant des algorithmes et des méthodologies sophistiqués, les techniques
d'lAE s'efforcent de dévoiler les relations complexes, les schémas latents et I'importance des
caractéristiques au sein des modeles d'lA, permettant ainsi aux cliniciens, aux chercheurs et
aux patients de comprendre le raisonnement derriére les prédictions. Ce changement de
paradigme, passant des modeles opaques a des systémes interprétables, offre de hombreux
avantages, notamment [l'identification de nouveaux biomarqueurs, I'élucidation des
mécanismes de la maladie, I'identification de facteurs de risque modifiables et I'amélioration
de la prise de décision clinique [91].

Les approches d'IAE englobent une gamme diverse de méthodes, notamment les
explications basées sur des regles, l'analyse de I'importance des caractéristiques, les
techniques d'interprétabilité locale et globale, ainsi que les méthodes agnostiques vis-a-vis
des modeles pouvant étre appliquées a différents modeéles d'lA. De plus, la fusion de I'lAE
avec l'expertise métier et les connaissances medicales renforce la pertinence contextuelle
des explications, garantissant ainsi leur utilité et leur applicabilité clinique [90]-[92].
Néanmoins, l'intégration de I'lAE dans la prédiction du diabéte n'est pas sans défis.

3.1.1. Les défis existants

Ces défis comprennent I'équilibre entre la complexité du modéle et son
interprétabilité, la prise en compte des biais potentiels et des limites des techniques
d'lAE elles-mémes, la conciliation entre la nécessité de transparence et les
préoccupations liées a la confidentialité des données, et I'établissement de métriques
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d'évaluation normalisées pour évaluer la qualité et la compréhensibilité des explications.
Pour surmonter ces defis, des collaborations interdisciplinaires entre les chercheurs en
IA, les professionnels de la santé et les organismes de réglementation sont nécessaires
pour développer des cadres solides, des lignes directrices et des meilleures pratiques
pour le déploiement éthique de I'lAE dans la prédiction du diabéte.

En adoptant le paradigme de I'lAE, le domaine de la prédiction du diabéte peut
favoriser une compréhension approfondie des mécanismes sous-jacents de la maladie,
permettre aux patients de prendre des décisions éclairées, faciliter les interventions
personnalisées et instaurer la confiance dans la fiabilité et la responsabilité des
prédictions basées sur I'A [92], [93].

En fin de compte, l'intégration de I'lAE dans la prédiction du diabéte ouvre la voie a
un avenir ou les systemes d'lA agissent en tant que partenaires de confiance dans le domaine
de la santé, renforcant I'expertise humaine et révolutionnant la gestion et la prévention de ce
défi mondial de santé.

3.2. Les méthodes d'apprentissage profond

Ces dernieres annees, le domaine de l'intelligence artificielle (1A) a connu des
avancées remarquables et des tendances émergentes dans le domaine de la prédiction du
diabéte. Ces avancées ont eu un impact significatif sur le paysage de la recherche et
présentent un grand potentiel pour révolutionner la gestion des maladies et améliorer les
résultats de santé. Notamment, les méthodes d'apprentissage profond, telles que les réseaux
neuronaux convolutifs (CNN) et les réseaux neuronaux récurrents (RNN), ont suscité une
attention considérable et ont démontré leur efficacité dans la capture de motifs complexes et
de dépendances temporelles dans diverses modalités de données pertinentes pour la
prédiction du diabéte, telles que les images médicales, les séries temporelles et les dossiers
de santé électroniques [94]-[97].

3.3. L'intégration de sources de données multimodales

Une autre tendance marquante est l'intégration de sources de données multimodales,
ou la convergence de différents types de données, notamment les données cliniques, les
informations génétiques, les facteurs liés au mode de vie et les mesures physiologiques, est
devenue de plus en plus répandue [98], [99]. En exploitant la puissance synergique de ces
sources de données multimodales, des modeles d'IlA complets peuvent capturer I'étiologie
multifacette et la progression du diabéte, permettant ainsi des évaluations de risques plus
précises et des interventions personnaliseées [100], [101].

3.4. L'apprentissage fédéré

De plus, le déploiement de I'apprentissage fedéré (Federated Learning « FL ») et des
techniques de préservation de la vie privée a gagné une importance dans le contexte de la
prédiction du diabete. L'apprentissage fédéré offre une approche distribuée pour
I'entrainement des modeles d'lA, permettant un apprentissage collaboratif entre plusieurs
institutions sans partage de données, préservant ainsi la confidentialité des patients [102],
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[103]. Cette approche revét une grande importance dans les établissements de santé ou la
sécurité et la confidentialité des données sont primordiales. En agrégeant les connaissances
a partir de sources de données décentralisées, l'apprentissage fédéré facilite le
développement de modeéles de prédiction du diabéte robustes et généralisables [104], [105].

3.5. Lasurveillance en temps réel

En outre, on observe une évolution vers une prédiction en temps réel et
personnalisée du diabéte, en combinant les modeles d'lA avec des applications mobiles et
des dispositifs portables. Cette tendance permet une surveillance continue des parametres de
santé des individus, facilitant des interventions rapides, une surveillance a distance et des
stratégies de soins adaptées. La combinaison des prédictions basées sur I'lA avec des
données en temps réel donne aux individus a risque de diabete ou déja diagnostiqués la
possibilité de prendre des décisions éclairées et d'adopter des interventions personnalisées,
améliorant ainsi les résultats en matiére de santé [106].

Donc, les récentes avancées et tendances émergentes dans I'lA pour la prédiction du
diabete démontrent le potentiel transformateur de ces méthodologies dans la gestion des
maladies, les interventions personnalisées et les stratégies de santé publique. L'intégration
de I'apprentissage profond, des données multimodales, de I'lA explicative, des techniques de
préservation de la vie privée et de la surveillance en temps réel représentent un changement
de paradigme dans le domaine de la santé, favorisant des modeles de prédiction du diabéte
plus précis, interprétables et centrés sur le patient. Ces avancées promettent d'alléger le
fardeau du diabéte, d'améliorer les résultats en matiere de santé et, en fin de compte,
d'améliorer la qualité de vie globale des personnes atteintes de ce trouble métabolique
chronique [107], [108].

4. Application de I'apprentissage automatique a la prédiction du diabete

Ces derniéres années, I'application des techniques d'apprentissage automatique dans le
domaine de la prédiction du diabéte a suscité une attention considérable. Les algorithmes
d'apprentissage automatique ont démontré des capacités remarquables a exploiter des
ensembles de données a grande échelle pour extraire des informations précieuses et
développer des modeles prédictifs précis. Dans cette section, nous explorons les différentes
applications de l'apprentissage automatique dans la prédiction du diabéte, en examinant
différentes méthodologies tous en abordant les métriques de performance.

4.1. Prétraitement des données (Data Preprocessing)

Avant d'appliquer des algorithmes d'apprentissage automatique, il est crucial de
prétraiter et d'ingénierie les données pour garantir leur qualité et leur pertinence. Il existe
différentes techniques de prétraitement des données, notamment le nettoyage des données,
la normalisation, la gestion des valeurs manquantes, la gestion du déséquilibre des classes,
la détection des valeurs aberrantes et 1’encodage des variables [109].
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4.1.1. Nettoyage des données

Le nettoyage des données vise a identifier et & corriger les erreurs, les
incohérences et les valeurs aberrantes dans les données avant de les utiliser pour former
un modele. Voici quelques étapes courantes de nettoyage des données® :

4.1.1.1. Gestion des valeurs manquantes

Les données peuvent contenir des valeurs manguantes, ce qui peut affecter la
performance du modele. Vous pouvez choisir de supprimer les lignes ou les colonnes
contenant des valeurs manquantes, ou bien les remplacer par des valeurs appropriées
comme la moyenne, la médiane ou une valeur prédéfinie.

41.1.2. Détection et traitement des valeurs aberrantes

Les valeurs aberrantes sont des valeurs qui different considérablement du
reste des données. Elles peuvent résulter d'erreurs de saisie ou d'autres anomalies. Il
est important de les détecter et de décider si elles doivent étre corrigées ou
supprimées.

41.1.3. Correction des erreurs de saisie

Les erreurs de saisie sont courantes dans les données. Par exemple, des
valeurs mal formatées ou des unités incorrectes. Il est important de les corriger pour
garantir I'exactitude des données.

4.1.1.4. Normalisation des noms de catégories

Si vos données contiennent des catégories similaires écrites de différentes
maniéres, vous pouvez normaliser ces noms pour les regrouper correctement.

4.1.15. Elimination des doublons

Les données peuvent contenir des enregistrements en double, ce qui peut
biaiser les résultats. Il est recommandé de les supprimer pour éviter toute répétition
inutile.

4.1.2. Normalisation

La normalisation” est le processus de mise a I'échelle des données afin qu'elles se
situent dans une plage spécifique. Cela peut aider les algorithmes d'apprentissage
automatique a converger plus rapidement et a eviter que certaines fonctionnalités ne
dominent les autres en raison de leur echelle différente.

3 https://datascience.eu/fr/apprentissage-automatique/nettoyage-des-donnees/(accés:08/08/2023)
4 https://dataaspirant.com/data-normalization-techniques/(acces:08/08/2023)
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4.1.2.1. Normalisation Min-Max

Cette méthode met les données a I'échelle dans une plage spécifique,
généralement entre O et 1. Elle se calcule en soustrayant la valeur minimale et en
divisant par la différence entre la valeur maximale et la valeur minimale.

4.1.2.2. Normalisation Z-score (Standardisation)

Cette méthode transforme les données pour avoir une moyenne de O et un
écart type de 1. Elle se calcule en soustrayant la moyenne et en divisant par I'écart

type.
4.1.2.3. Normalisation par décimale

Dans cette meéthode, vous normalisez les données pour qu'elles aient un
nombre fixe de décimales.

4.1.2.4. Normalisation par plage

Cette méthode met les données a I'échelle dans une plage spécifique en
utilisant une formule particuliere pour ajuster les valeurs.

4.1.3. L’encodage des variables

En apprentissage automatique, les variables catégoriques sont des
caractéristiques non numériques qui représentent différents groupes ou catégories. Ces
variables ne peuvent pas étre utilisées directement dans la plupart des algorithmes
d'apprentissage automatique car elles nécessitent des entrées numériques. Par
conséquent, I'encodage des variables catégoriques est une étape de prétraitement
cruciale pour convertir ces variables en un format numérique pouvant étre efficacement
utilisé par les modeles d'apprentissage automatique. Il existe plusieurs méthodes
courantes pour I'encodage des variables catégoriques® (le choix de la méthode
d'encodage dépend de la nature des données, du probléme a résoudre et de l'algorithme
prévoyé d'étre utilisé):

4.1.3.1. Encodage par étiquetage « Label Encoding »

« LabelEncoder » est une classe de la bibliothéque scikit-learn en Python qui
est utilisée pour encoder des étiquettes catégoriques (étiquettes textuelles) en valeurs
numériques. « LabelEncoder » attribue un entier unique a chaque étiquette unique,

convertissant ainsi les données catégoriques en un format numérique pouvant étre
utilisé par les algorithmes d'apprentissage automatique.

4.1.3.2. Encodage one-hot (OneHotEncoder)

> https://towardsdatascience.com/6-ways-to-encode-features-for-machine-learning-algorithms-21593f6238h0
(acces:08/08/2023)
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Cette technique est utilisée pour convertir des variables catégorielles en
vecteurs binaires. Chaque catégorie est transformée en une colonne binaire distincte.
Cela est utile lorsque la variable catégorielle n'a pas de relation d'ordre.
(get_dummies : Cette fonction de la bibliotheque Pandas est utilisée pour effectuer
un encodage one-hot. Elle crée un nouveau tableau de données « DataFrame » avec
des colonnes binaires pour chaque catégorie, en se basant sur une colonne
catégorielle dans le « DataFrame » d'origine.).

4.1.3.3. OrdinalEncoder

Similaire a « LabelEncoder », il est utilisé pour encoder des variables
catégorielles, mais il est spécifiquement concu pour les catégories ordinales
(catégories avec un ordre significatif).

4.1.3.4. Encodage cible (Target Encoding)

Cette technique consiste a remplacer les valeurs catégorielles par la moyenne
(ou une autre agrégation) de la variable cible pour chaque catégorie. Elle est utile
lorsque vous souhaitez intégrer des informations sur la cible dans I'encodage.

4.1.3.5. Encodage par fréquence (Frequency Encoding)

L'encodage par fréquence remplace chaque catégorie par la fréquence de
cette catégorie dans I'ensemble de données. Il peut étre utile lorsque la fréquence des
catégories est liée a la variable cible.

4.1.3.6. Encodage binaire (Binary Encoding)

L'encodage binaire est un compromis entre le codage par étiquetage et
I'encodage one-hot. Il convertit d'abord les catégories en entiers ordinaux, puis
représente ces entiers au format binaire. Cette méthode réduit la dimensionnalité par
rapport a I'encodage one-hot tout en préservant certains avantages de I'encodage one-
hot.

4.1.3.7. Embedding

Couramment utilisées en traitement du langage naturel et en apprentissage
profond, les techniques d'embedding représentent des variables catégorielles sous
forme de vecteurs denses dans un espace continu, permettant aux modéles
d'apprendre des relations entre les catégories.

4.1.3.8. DictVectorizer

Il s'agit d'une autre technique de scikit-learn pour convertir des variables
categorielles représentées sous forme de dictionnaires (telles que des structures de
type JSON) en une matrice creuse de caracteristiques.

4.1.4. La gestion du déséquilibre des classes
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La gestion du déséquilibre des classes est un aspect crucial lors de la création de
modeles d'apprentissage automatique pour des problémes ou les classes ne sont pas
représentées de maniére équilibrée dans I'ensemble de données. Dans de tels cas, le
modéle peut avoir tendance a favoriser la classe majoritaire, ce qui peut entrainer une
performance médiocre pour la classe minoritaire. Pour surmonter ce probleme, diverses
méthodes de prétraitement peuvent étre utilisées pour équilibrer les classes avant
I'entrainement du modeéle (Il est important de noter que le choix de la méthode dépend
du probleme spécifique et des données en question. Il peut étre nécessaire
d'expérimenter plusieurs approches pour déterminer celle qui fonctionne le mieux pour
un cas d'utilisation spécifique).

4.14.1. Sous-échantillonnage « Undersampling »

Cette méthode implique la réduction du nombre d'échantillons dans la classe
majoritaire afin de I'équilibrer avec la classe minoritaire. Cela peut aider a éviter la
prédominance de la classe majoritaire. Cependant, le sous-échantillonnage® peut
entrainer une perte d'informations potentiellement importantes.

4.14.2. Sur-échantillonnage « Oversampling »

Dans cette méthode, de nouveaux échantillons sont générés pour la classe
minoritaire afin d'augmenter sa taille et de I'équilibrer avec la classe majoritaire.
Cela peut se faire en dupliquant des échantillons existants ou en générant de
nouvelles données synthétiques a l'aide de techniques comme SMOTE (Synthetic
Minority Over-sampling Technique).

Le module imblearn.over_sampling de la bibliothéque imbalanced-learn de
Python fournit diverses techniques de suréchantillonnage’ de la classe minoritaire
dans les ensembles de données déséquilibrés. Certaines des techniques de
suréchantillonnage couramment utilisées et disponibles dans
imblearn.over_sampling sont les suivantes® :

e RandomOverSampler : Cette technique duplique aléatoirement les
instances de la classe minoritaire jusqu'a ce qu'elle atteigne un
équilibre avec la classe majoritaire.

e SMOTE (Synthetic Minority Over-sampling Technique) : SMOTE
génere des échantillons synthétiques pour la classe minoritaire en
interpolant les vecteurs de caractéristiques entre les instances
existantes de la classe minoritaire. Cette méthode crée des points de
données synthétiques en considérant les k plus proches voisins de
chaque instance de la classe minoritaire.

& https://www.kdnuggets.com/2017/06/7-techniques-handle-imbalanced-data.html(accés:08/08/2023)
7 https://towardsdatascience.com/class-imbalance-strategies-a-visual-guide-with-code-8bc8fae71ela
8 https://imbalanced-learn.org/stable/references/generated/imblearn.over_sampling.SMOTE.html
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e ADASYN (échantillonnage synthétique adaptatif) : ADASYN est une
extension de SMOTE qui introduit une approche basée sur la densité
pour générer des échantillons synthétiques. Il s'agit de générer
davantage d'echantillons synthétiques dans les régions de I'espace des
caractéristiques ou le désequilibre entre les classes est le plus
important.

e SVMSMOTE (Support Vector Machine SMOTE) : SVMSMOTE
combine SMOTE avec un classifieur SVM pour générer des
échantillons synthétiques. Il sélectionne les échantillons proches de la
limite de décision pour créer des instances synthétiques plus
informatives.

e KMeansSMOTE : KMeansSMOTE combine le regroupement K-
means et SMOTE pour générer des échantillons synthétiques. Il
regroupe les instances des classes minoritaires et applique SMOTE
indépendamment dans chaque groupe.

e SMOTE-Tomek : SMOTE-Tomek est une combinaison de SMOTE et
de liens Tomek. Il applique d'abord SMOTE pour suréchantillonner la
classe minoritaire et supprime ensuite les liens Tomek, qui sont des
paires d'instances de différentes classes proches les unes des autres et
considérées comme bruyantes.

Le choix de la méthode de suréchantillonnage appropriée dépend de
I'ensemble de données spécifique et des caractéristiques du probléme a résoudre.

4143. Pondération des classes

L'ajout de poids aux classes lors de I'entrainement du modeéle peut aider a
mettre davantage I'accent sur la classe minoritaire. Cela peut étre réalisé en attribuant
des poids différents aux différentes classes dans la fonction de perte du modele.

4.1.4.4. Ensemble d'ensembles

Cette approche combine plusieurs modeles formés sur différents sous-
ensembles de données, chacun équilibré différemment. Les prédictions de chaque
modeéle sont ensuite combinées pour produire une prédiction finale.

4.1.45. Meéthodes basées sur les codts

Ces méthodes ajustent les codts associés aux erreurs de classification des
différentes classes, de maniere a pénaliser davantage les erreurs sur la classe
minoritaire.

4.1.4.6. Utilisation de metriques d'évaluation appropriées
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Plutét que de se concentrer uniquement sur l'exactitude, il est souvent
préférable d'utiliser des métriques telles que la précision, le rappel (taux de vrais
positifs) et le F1-score qui tiennent compte du désequilibre des classes.

4.1.47. Approches de transfert d'apprentissage

Dans certaines situations, il peut étre bénéfique d'entrainer un modele sur une
tache similaire avec des classes équilibrées, puis de transférer ce modéle sur le
probleme de déséquilibre des classes.

4.2. Sélection des caractéristiques « Feature Selection» et réduction de
la dimensionnalité

Les techniques de sélection des caractéristiques et de réduction de la dimensionnalité
jouent un réle crucial dans l'identification des caractéristiques les plus informatives et
pertinentes pour les modeéles de prédiction du diabéte. Des méthodes telles que I'analyse en
composantes principales (Principal Component Analysis « PCA»), I'élimination récursive
des caractéristiques (Recursive Feature Elimination « RFE ») et la régularisation lasso, qui
permettent de réduire la dimensionnalité de I'espace d'entrée et d'améliorer les performances
et l'interprétabilité du modéle [110], [111].

421 LaPCA

L'Analyse en Composantes Principales, également connue sous le nom de
(Principal Component Analysis « PCA») en anglais, est une technique statistique
sophistiquée largement utilisée dans le domaine de lintelligence artificielle et de
I'analyse de données. Elle représente un outil puissant de réduction de dimensionnalité
en identifiant les combinaisons linéaires optimales, appelées composantes principales,
au sein d'un ensemble de données donné. La PCA s'appuie sur des principes
mathématiques avancés tels que l'algebre linéaire, la théorie des valeurs propres et la
décomposition en valeurs singulieres [112].

Le processus de PCA consiste & transformer un ensemble de variables corrélées
en un ensemble de variables non corrélées, représentees par les composantes principales.
Ces composantes principales sont classées par ordre d'importance décroissante, la
premiére composante capturant la variance la plus élevée des données, suivie de la
deuxieme composante, et ainsi de suite. Ainsi, la PCA permet de réduire la
dimensionnalité des données tout en préservant les informations essentielles contenues
dans I'ensemble initial de variables [110].

La PCA s‘appuie sur des concepts mathématiques complexes, tels que les
vecteurs propres et les valeurs propres. Les vecteurs propres représentent des directions
dans l'espace des variables qui maximisent la variance des données, tandis que les
valeurs propres correspondent aux quantités d'informations expliquées par chaque
composante principale. En sélectionnant un sous-ensemble de composantes principales,
il est possible de réduire efficacement la dimensionnalité des données tout en conservant
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une partie substantielle de la variance et des motifs structurels présents dans I'ensemble
de données d'origine [110], [113].

4.2.1.1. Avantages de la PCA

L'application de la PCA présente de nombreux avantages dans le contexte de
la prédiction du diabete. En réduisant la dimensionnalité des données, la PCA permet
de surmonter le fléau de la dimensionnalité, ou un grand nombre de variables peut
entrainer un surajustement et une capacité de généralisation réduite. De plus, la PCA
peut identifier les combinaisons linéaires de variables les plus informatives pour la
prédiction du diabéte, facilitant ainsi la sélection de caractéristiques pertinentes. De
plus, elle permet la visualisation des données dans un espace de dimension réduite,
améliorant ainsi l'interprétation et la compréhension des relations entre les variables
[113].

Cependant, il est important de noter que I'application de la PCA nécessite une
préparation minutieuse des données, notamment la gestion des valeurs manquantes,
la normalisation des variables et la prise en compte des corrélations non linéaires. De
plus, l'interprétation des composantes principales peut parfois étre complexe,
notamment lorsque les variables d'origine présentent des corrélations fortes ou
lorsque les contributions des variables a chague composante principale sont
équilibrées.

422. RFE

Recursive Feature Elimination (RFE), également connue sous le nom
d'Elimination de Caractéristiques Récursive en francais, est une technique avancée de
sélection de caractéristiques qui a suscité beaucoup d'attention dans le domaine de
I'apprentissage automatique et de l'analyse de données. RFE est une approche
algorithmique puissante qui élimine systématiquement les caractéristiques non
pertinentes ou redondantes d'un ensemble de données donné, dans le but d'améliorer les
performances et I'interprétabilité du modéle [114].

RFE fonctionne selon un processus récursif en ajustant itérativement des
modeles et en éliminant les caractéristiques ayant la plus faible importance ou
contribution a la tache de prédiction. Cette procédure itérative consiste a entrainer un
modele, évaluer l'importance de chaque caractéristique selon un critére prédéfini et
éliminer la caracteristique la moins importante. Le processus est répété jusqu'a ce qu'un
nombre spécifié de caractéristiques ou un seuil prédéterminé soit atteint [115].

Au cceur de RFE se trouve le concept de classement des caractéristiques, ou les
caractéristiques se voient attribuer des scores ou des classements d'importance en
fonction de leur contribution aux performances du modeéle. Ce classement est
géneralement derive des coefficients, des poids ou des mesures d'importance obtenus a
partir de [l'algorithme d'apprentissage automatique sous-jacent. En éliminant
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itérativement les caractéristiques ayant des classements inférieurs, RFE se concentre
progressivement sur les caractéristiques les plus informatives et discriminantes,
réduisant ainsi la dimensionnalité des donneées tout en préservant les informations
cruciales nécessaires aux prédictions précises [116], [117].

4.2.2.1. Avantage de RFE

L'utilisation de RFE présente plusieurs avantages dans le contexte de la
sélection de caractéristiques pour la prédiction du diabete. En évaluant
systématiquement I'importance des caractéristiques, RFE permet d'identifier les
biomarqueurs pertinents, les variables cliniques ou les marqueurs génétiques qui
contribuent significativement a la prédiction du diabete. De plus, RFE aide a réduire
la dimensionnalité des données, a aborder le probléme de la dimensionnalité et a
atténuer le risque de surajustement. En se concentrant sur les caractéristiques les plus
informatives, RFE améliore [l'interprétabilitt du modeéle et sa capacité de
généralisation, facilitant ainsi une meilleure compréhension des mécanismes sous-
jacents au diabéte [118].

Il est crucial de prendre en compte plusieurs facteurs pour une application
réussie de RFE. Cela inclut la sélection soignée du critere d'évaluation, du modele
d'apprentissage automatique sous-jacent et du nombre optimal de caractéristiques a
conserver. De plus, la présence de caractéristiques corrélées peut affecter la
performance de RFE, car I'élimination d'une caractéristique peut impacter la capacité
prédictive des autres caractéristiques associées. Une attention particuliére doit donc
étre accordée a ces considérations pour garantir les meilleurs résultats lors de
I'utilisation de la technique RFE.

4.2.3. Larégularisation Lasso

La régularisation Lasso, également connue sous le nom de (Least Absolute
Shrinkage and Selection Operator), est une technique avancée de régularisation qui a
acquis une grande popularité dans le domaine de l'apprentissage automatique et de
I'analyse des données. Elle offre une approche élégante pour gérer le probléme de la
sélection de variables dans les modéles prédictifs, en introduisant une pénalité qui
favorise la sparsite et la parcimonie des coefficients [119].

La régularisation Lasso repose sur des principes mathématiques sophistiqués, tels
que la norme L1 « L1 Regularization », qui mesure la somme des valeurs absolues des
coefficients du modeéle. Cette pénalité L1 contraint les coefficients a étre nuls pour
certaines variables, ce qui a pour effet d'effectuer une sélection automatique des
caractéristiques les plus importantes [115]. Ainsi, la régularisation Lasso permet
d'obtenir des modeles plus simples et plus interprétables en éliminant les caractéristiques
moins significatives et en se concentrant sur les caractéristiques les plus prédictives
[120].

4.2.3.1. Avantages de la régularisation Lasso
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L'avantage majeur de la régularisation Lasso réside dans sa capacité a realiser
une sélection de variables automatique et a gérer efficacement les problémes de
surajustement « overfitting » et de multi-collinéarité. En favorisant la parcimonie des
coefficients, la régularisation Lasso peut réduire la complexité du modéle, améliorer
la genéralisation des prédictions et faciliter I'interprétation des résultats. De plus, la
régularisation Lasso est particuliérement utile lorsque les données contiennent un
grand nombre de variables potentiellement redondantes ou non informatives.

Cependant, il est important de noter que le choix du paramétre de pénalité
(alpha) dans la régularisation Lasso est crucial pour trouver le bon équilibre entre la
réduction de la complexité du modele et la préservation de I'information prédictive.
De plus, la régularisation Lasso peut introduire un biais de sélection des variables,
ou certaines caractéristiques importantes peuvent étre négligées ou sous-estimées en
raison de la pénalité L1. Par conséquent, une analyse approfondie de I'impact de la
régularisation Lasso sur les caractéristiques sélectionnées et sur les performances
prédictives du modele est nécessaire pour garantir des résultats fiables et
interprétables [114], [115], [119].

4.2.4. D’autres techniques de sélection des caractéristiques

Le (Tableau 3.1) présente d’autres techniques couramment utilisées pour la
sélection de caractéristiques en apprentissage automatique [121], [122] :

TABLEAU 3.1 : TECHNIQUES COURAMMENT UTILISEES POUR LA SELECTION DE CARACTERISTIQUES EN ML.

Technique Description

« Score-based methods » Méthodes basées sur les scores:

o Utiliser des techniques statistiques telles
que le test du chi carré « chi-square»,
I'analyse de variance (ANOVA) ou les
coefficients de corrélation pour évaluer
I'importance de chaque caractéristique.

e Classer les caractéristiques en fonction de
leurs scores et sélectionner les meilleures.

« Model-based methods » Meéthodes basées sur les modéles :

e Entrainer un modéle d'apprentissage
automatique sur I'ensemble des données.

e Evaluer I'importance de chaque
caractéristique en utilisant les coefficients
ou poids du modeéle.

e Supprimer les caractéristiques ayant une
faible importance selon [I'évaluation du
modele.

« Tree-based feature selection » Sélection basée sur les arbres de décision :
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e Evaluer l'importance des caractéristiques
en utilisant des arbres de décision basés
sur la maniére dont ils divisent les nceuds
de l'arbre.

« Optimization-based selection » Sélection basée sur I'optimisation :

e Utiliser des algorithmes d'optimisation tels
que les algorithmes génétiques ou
I'optimisation par essaim de particules
« particle swarm optimization »  pour
trouver le sous-ensemble optimal de
caractéristiques  qui  maximise  les
performances du modéle.

« Univariate Feature Selection» Sélection univariée de caractéristiques :

e Sélectionner les caractéristiques en
fonction de tests statistiques univariés
entre chaque caractéristique et la variable
cible, tels que  SelectKBest et
SelectPercentile.

« Recursive Feature Addition » Ajout récursif de caractéristiques :

e Commencer avec un ensemble vide de
caractéristiques et ajouter itérativement
une caractéristique a la fois, en
sélectionnant celle qui apporte la meilleure
amélioration des performances.

« Stability Selection» Sélection par stabilité :

e Utiliser une approche basée sur un
ensemble en entrainant plusieurs modéles
sur des sous-ensembles d'‘échantillons
générés aléatoirement et en sélectionnant
les caractéristiques qui sont choisies de
maniére cohérente parmi ces modéles.

« Mutual Information» Information mutuelle :

e Mesurer la dépendance entre les variables
et évaluer la pertinence des
caractéristiques.

Lors de I'application des méthodes de sélection de caractéristiques, il faut tenir
compte de la nature du probleme et de la taille de I'ensemble de données. Une sélection
appropriée des caractéristiques peut considérablement améliorer [l'efficacité et les
performances des modeles d'apprentissage automatique en éliminant les informations
redondantes ou moins utiles [123], [124].

4.2.5. Envisagement de la sélection des caractéristiques
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La sélection des caractéristiques® doit étre envisagée dans les scénarios suivants :

e Données a haute dimension : Lorsque l'on traite des ensembles de données

comportant un grand nombre de caractéristiques par rapport au nombre d'instances
(données a haute dimension), la sélection des caractéristiques devient cruciale. Les
données a haute dimension peuvent conduire & un surajustement, a une augmentation
des colts de calcul et a une diminution de linterprétabilit¢ du modele. En
sélectionnant les caractéristiques pertinentes, nous pouvons réduire

dimensionnalité et améliorer I'efficacité du modéle.

la

e Caractéristiques non pertinentes ou redondantes : Si I'ensemble de données

contient des caractéristiques non pertinentes ou redondantes pour la tache de
prédiction, leur inclusion peut avoir un impact négatif sur les performances du
modele. La sélection des caractéristiques permet d'exclure ces caractéristiques moins

utiles, ce qui permet d'obtenir un modeéle plus concis et plus informatif.

o Efficacité informatique : Dans les environnements & grande échelle ou a ressources

limitées, la sélection des caractéristiques peut étre utilisée pour réduire la charge de

calcul. Moins de caractéristiques signifie des temps de formation et d'inférence plus

rapides.

e Interprétabilit¢t du modele : Dans certaines applications, l'interprétabilité du

modele est cruciale. En sélectionnant un ensemble plus restreint de caractéristiques,

le modéle obtenu devient plus facile a interpréter et a expliquer aux parties

prenantes.

e Réduction du bruit : Certaines caractéristiques peuvent contenir du bruit ou des
erreurs susceptibles d'affecter négativement les performances du modele. La
sélection des caractéristiques peut contribuer a réduire I'impact des caractéristiques

bruyantes.

e Multicollinéarité : Lorsque les caractéristiques sont fortement corrélées
« multicollinearity », les coefficients du modéle peuvent étre instables et il est

difficile d'interpréter les contributions individuelles des caractéristiques. La sélection

des caractéristiques peut contribuer a résoudre ce probleme en ne conservant qu'une

caractéristique représentative des groupes corrélés.

Toutefois, dans certains cas, la sélection des caractéristiques peut ne pas étre

nécessaire, voire bénéfique :

e Petit ensemble de donneées : Si nous disposons d'un petit ensemble de donnees, la
suppression de caractéristiques peut entrainer une perte d'informations et le risque de

9 https://www.simplilearn.com/tutorials/machine-learning-tutorial/feature-selection-in-machine-learning

(acces: 08/08/2023)
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surajustement peut étre moins important. Dans ce cas, la sélection des
caractéristiques doit étre abordée avec prudence.

e Importance des caractéristiques : Certains algorithmes d'apprentissage
automatique, tels que les modeles basés sur des arbres (par exemple, Random Forest,
Gradient Boosting), fournissent intrinséquement des scores d'importance des
caractéristiques. Si l'algorithme peut gérer l'analyse de Il'importance des
caractéristiques, nous n‘aurons peut-étre pas besoin d'une étape distincte de sélection
des caractéristiques. NB : (L'importance peut également étre évaluée en examinant
les corrélations entre les caractéristiques et la variable cible)

e Connaissance du domaine : Dans certains cas, la connaissance du domaine peut
guider la sélection des caractéristiques pertinentes. Si hous somme certain que toutes
les caractéristiques sont significatives et pertinentes pour la tdche de prédiction, la
sélection des caractéristiques peut ne pas étre nécessaire.

4.3. Approches d'apprentissage supervisé

Les méthodes d'apprentissage supervisé sont largement utilisées dans les taches de
prédiction du diabéte. Ces approches consistent a entrainer un modele sur des données
étiquetées, ou chaque instance est associée a un résultat connu (par exemple, un diagnostic
de diabéte). Des algorithmes d'apprentissage supervisé populaires tels que la régression
logistique, les arbres de décision, les machines a vecteurs de support (SVM) et les foréts
aléatoires ont été utilisés pour développer des modeles prédictifs basés sur des variables
cliniques, des marqueurs génétiques, des facteurs de mode de vie et d'autres caractéristiques
pertinentes [125]-[127]. Nous verrons les performances de ces algorithmes dans le contexte
de la prédiction du diabéte.

4.4. Techniques d'apprentissage profond

L'apprentissage profond, une sous-catégorie de l'apprentissage automatique, s'est
imposé comme une approche puissante dans divers domaines, y compris la prédiction du
diabéte. Les réseaux neuronaux profonds, avec leur capacité a apprendre des schémas
complexes a partir de données de grande dimension, ont donné des résultats prometteurs
dans la capture de relations complexes et la détection d'indicateurs subtils du diabéte. Les
réseaux neuronaux convolutifs (CNN) et les réseaux neuronaux récurrents (RNN) ont été
appliqués a différentes modalités de données, telles que les images médicales, les données
de series chronologiques et les dossiers médicaux électroniques (DME) [128], [129]. Nous
explorons les applications des techniques d'apprentissage profond dans la prédiction du
diabéte et discutons des défis liés a I'interprétabilité des modéles et aux exigences en matiere
de données.

4.5. Meéthodes d'ensemble et empilement de modéles

Les méthodes d'ensemble combinent plusieurs modéles prédictifs pour améliorer les
performances globales et renforcer la robustesse de la prédiction du diabéte. Des techniques
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telles que le bagging, le boosting et le stacking sont utilisées pour créer des ensembles qui
tirent parti de la diversité et des forces complémentaires des modeles individuels. Les
méthodes d'ensemble peuvent atténuer le surajustement, réduire le biais et améliorer la
capacité de généralisation des modeles de prédiction du diabete [130], [131]. Nous verrons
de l'application des méthodes d'ensemble dans la prédiction du diabéte ainsi que leur
efficacité pour améliorer la précision et la stabilité prédictives.

45.1. Le bagging

Le bagging consiste a former plusieurs apprenants (par exemple, des arbres de
décision) indépendamment sur différents sous-ensembles des données de formation, puis
a combiner leurs prédictions par le biais d'un vote (dans la classification) ou d'un calcul
de moyenne (dans la régression).

Chaque apprenant est formé sur un sous-ensemble de données de formation
échantillonné de maniere aléatoire, avec remplacement. Cela signifie que certaines
instances peuvent apparaitre plusieurs fois dans un sous-ensemble, tandis que d'autres
peuvent ne pas apparaitre du tout.

Le bagging vise a réduire la variance et a améliorer la généralisation du modéle
en etablissant une moyenne des erreurs et en réduisant le surajustement. 1l fonctionne
bien avec les modéles instables qui peuvent étre sensibles a de petits changements dans
les données d'apprentissage [132].

4.5.2. Le boosting

Le boosting, quant a lui, est une technique d'apprentissage itératif dans laquelle
des modéles faibles successifs sont construits en accordant une attention accrue aux
échantillons mal prédits par les modeles précédents. Les modeles faibles sont ensuite
combinés pour former un modele fort capable de capturer des relations complexes dans
les données. Chaque modéle faible contribue a la prédiction finale en fonction de sa
performance et une attention particuliére est accordée aux échantillons difficiles a
prédire.

Le boosting consiste a former plusieurs apprenants (par exemple, des arbres de
décision) de maniere séquentielle, chaque apprenant corrigeant les erreurs de I'apprenant
précédent. Il attribue des poids aux instances d'apprentissage, en donnant plus de poids
aux instances qui ont été mal classées par les apprenants précédents. Cet accent mis sur
les instances difficiles a classer permet d'améliorer I’exactitude et la précision du
modele. Chaque apprenant est formé sur I'ensemble de données modifié, ou les instances
sont repondérées en fonction de leur performance de classification par les apprenants
précedents.

Le boosting vise a réduire les biais et a améliorer 1’exactitude du modele en se
concentrant sur les instances mal classées et en construisant un apprenant fort a partir
d'apprenants faibles[133], [134].
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45.3. Le stacking

Le stacking, également connu sous le nom de (stacked generalization), est une
approche qui combine les prédictions de plusieurs modeles en utilisant un modele de
niveau supeérieur, souvent appelé méta-modeéle ou modele d'agrégation. Les prédictions
des modeles de niveau inférieur sont utilisées comme caractéristiques d'entrée pour le
modele de niveau supérieur, qui apprend a agréger ces prédictions pour produire la
prédiction finale. Le stacking permet de tirer parti des forces de chaque modéle de
niveau inférieur et d'obtenir des prédictions plus précises et plus fiables [135].

Ces techniques d'ensemble, le bagging, le boosting et le stacking, offrent des
avantages significatifs en termes d'amelioration des performances de préediction et de
réduction de la variance. Elles permettent également de prendre en compte une plus grande
diversité de modéles et de capturer des relations plus complexes dans les donnees.
Cependant, elles nécessitent une attention particuliére lors de la sélection des modeles de
base, de la gestion des hyperparamétres et de I'évaluation des performances pour éviter le
surapprentissage et maximiser les bénéfices de I'ensemble [136], [137].

4.6. Meétriques d'évaluation et évaluation des performances

L'évaluation des modeles prédictifs dans la prédiction du diabéte nécessite des
métriques d'évaluation appropriées pour mesurer leurs performances. Les métriques
courantes incluent : exactitude « accuracy », sensibilité « sensitivity»,
spécificité «specificity », precision, rappel « recall », F1-score, MCC « matthews correlation
coefficient » (voir Tableau 4.6 pour les formules).

Predicted
+ =
Sensitivity (recall) False negative rate
e FN TP/® FN/®
Type Il error
Actual
™ False positive rate Specificity
FP/ TN/
Precision = False omission rate Accuracy
FN/ (TP+TN)(®+@)
FDR Negative predictive value F1 score
e/l TV 2TP/(2TP + FP + FN)
MCC

Blue and gray circles indicate casesknown to be positive (TP + FN) and negative TPxTN -FP xFN
(FP +TN), respectively, andblue and gray backgrounds/squares depict cases

predicted as positive(TP + FP) and negative (FN + TN}, respectively. \/ . X® X X

FIGURE 3.1 : LES METRIQUES D'EVALUATION LES PLUS UTILISEES DES MODELES PREDICTIFS.
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Dans la (Figure 3.1), les equations de chaque mesure sont exprimeées graphiquement
en termes de valeurs dans la matrice de confusion. Les nombres de prévisions correctes et
incorrectes effectuées a partir de données connues sont affichés dans le CM.

Ces métriques ont une grande importance pour évaluer I'efficacité des différentes
approches d'apprentissage automatique tous en n’oubliant pas I'importance des techniques
de validation et de validation croisée « cross-validation » comme la validation croisée k-
fold, pour garantir la fiabilité et la généralisabilité des modeles.

5. Analyse comparative des études existantes

Dans les sections qui suivent, nous examinerons en détail les études récentes pertinentes
sur la prédiction du diabete. Nous nous attarderons sur ces recherches afin de mieux
comprendre les avancées dans le domaine de la prédiction de cette maladie chronique. En
analysant attentivement les études sélectionnées, nous serons en mesure d'explorer les
différentes approches, méthodologies et ensembles de données utilisés pour prédire le
diabéte. En examinant ces travaux de recherche, nous pourrons identifier les facteurs
prédictifs les plus prometteurs et évaluer I'efficacité des différentes méthodes de prédiction.
En somme, cette exploration approfondie des études récentes nous permettra de mettre en
évidence les avancées significatives dans le domaine de la prédiction du diabete et de jeter
les bases pour des recherches futures visant a améliorer les outils de diagnostic précoce.

Pour faciliter une compréhension compléte, des tableaux résumant les informations clés
de chaque étude sélectionnée seront présentes, permettant une analyse systématique et
comparative.

5.1. Traveaux sur ML pour la prédiction du diabete

Nous présentons une synthese des travaux récents portant sur [l'utilisation de
I'apprentissage automatique pour la prédiction du diabete. L'objectif est de fournir un apercu
global des études menées dans ce domaine et de résumer leurs principales caractéristiques
dans un tableau. Les travaux de recherche examinés mettent en évidence l'application de
diverses techniques de ML (Tableau 3.2).

TABLEAU 3.2 : RESUME DES PAPIERS SUR LA PREDICTION DU DIABETE AVEC ML.

Papier Dataset/Nombre Algorithmes Valeurs
Prediction of gestational | 1443 femmes ont été | Random Forest 78.10%
diabetes in the first | incluses, et 86 femmes | Logistic Regression 74.00%
trimester using machine | (5,96%) ont été | Support Vector Machine 75.60%
learning-based methods | diagnostiquées comme | Deep Neural Network 74.50%
[138]. ayant un diabéte (AUC)

gestationnel avec 11

attributs.
Population-centric risk | Les  données de 909 | CatBoost Gradient | 82.00%
prediction modeling for | grossesses de I'étude de | Boosting (AUC)
gestational diabetes | cohorte mére-enfant la plus
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mellitus: A  machine

profondément  phénotypée

learning approach | de Singapour, Growing Up
[139]. in  Singapore  Towards
healthy Outcomes
(GUSTO).
(5fold stratified CV)
A comparison of | PIMA  (L'ensemble de | DT(K-fold) 74.24%
machine learning | données  contient  des | DT(Division) 73.14%
algorithms for diabetes | informations  sur 768 | RF(K-fold) 74.96%
prediction [140]. patients et leurs 9 attributs | RF(Division) 77.14%
uniques correspondants | NB(K-fold) 75.53%
avec 268 échantillons sont | NB(Division) 78.28%
classés diabétiques et 500 | LR(K-fold) 76.82%
non-diabétiques. ). LR(Division) 78.85%
(Utilisation séparée de la | KNN(K-fold) 75.10%
méthode de validation | KNN(Division) k=7 79.42%
croisée K-fold et la méthode | SVM(K-fold) 76.82%
de division train/test a 85%) | SVM(Division) 77.71%
Avrtificial Neural 88.60%
Network (2 hidden
layers) (Accuracy)
A novel hybrid machine | PIMA Modéle hybride | 80%
learning framework for | (6-fold nested cross | personnalisé de réseau | (Accuracy)
the prediction of | validation) neuronal artificiel
diabetes with context-
customized
regularization and
prediction  procedures
[141].
Machine learning based | (Deux datasets: lere | Datasetl : (Accuracy)
diabetes prediction and | PIMA+2eme (Nbr | NB 86.17%
development of smart | d'enregistrements 950, Nbr | DT 96.81%
web application [142]. dattributs  19) Division | RF 96.81%
80:20) SVM 91.49%
LR 84.04%
GB 91.00%
KNN 90.43%
Dataset? :
NB 78.95%
DT 76.32%
RF 80.26%
SVM 80.26%
LR 77.63%
GB 78.95%
KNN 75.00%
Predicting the onset of | L'ensemble de données | Wide Deep Classifier 84.28%

type 2 diabetes using

comprend les  dossiers

APPROCHE BASEE |A POUR UN SYSTEME DE PREDICTION DU DIABETE




Chapitre Il : Etat de I’art sur la prédiction du diabéte par I'lA

wide and deep learning
with electronic health
records [143].

médicaux électroniques de
9948 patients, dont 1904 ont
été diagnostiqués avec un
DT2.

(70%  entrainement &
validation apres faire 10
fold CV+30% test)

(Accuracy)

An assessment of
machine learning
models and
algorithms for early
prediction and
diagnosis of diabetes
using health
indicators [144].

L'ensemble de données
est un sous-ensemble des
données du Behavioral
Risk Factor Surveillance
System (BRFSS).
Données propres de 70
692 réponses a l'enquéte
BRFSS2015. Cet
ensemble de données
compte 253 680
enregistrements et
vingt-et-une variables de
caractéristiques non
équilibrées. (80:20
training & testing)

A Principal Component
Analysis (PCA) a été
appliquée pour réduire la
dimensionnalité de
I'ensemble de données.
Synthetic Minority
Oversampling
Techniques (SMOTE) ont
été utilisées pour
stabiliser le deséquilibre
de la variable de sortie.

RF
DT
KNN
LR
NB

82.26%
81.02%
80.55%
72.64%
70.56%
(Accuracy)

Performance Analysis
of Machine Learning
Techniques to Predict
Diabetes Mellitus
[145].

SDHD :Sylhet Diabetes
Hospital Dataset. Connais
aussi comme Early-stage
diabetes risk prediction
(520 dossiers de
patients+17 attributs)
provenant du  depdt
d'apprentissage

automatique de
I'Université de Californie,
Irvine (UCI) de I'Hopital

C45DT

73.5%
(Accuracy)
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du diabéte de Sylhet.

A Decision Support | PIMA (60 :10 apres faire | RF 83.67%

System for Diabetes | 10fold CV sur trainset) SVM 65.38%

Prediction Using DL 76.81%

Machine Learning

and Deep Learning

Techniques [146]. (Accuracy)

Voting Classification- | PIMA avec SMOTE RF 80.70%

Based Diabetes LR 76.70%

Mellitus  Prediction SVM 77.20%

Using Hypertuned KNN 77.50%

Machine-Learning GB 77.90%

Techniques [147]. NB 73.90%
Voting Classifier (3| 81.50%
meilleurs algorithmes) | (Accuracy)

A Novel Diabetes | PIMA (90 :10 train,test) LR (Hyper-parameter | 83.00%

Healthcare  Disease tuning) (Accuracy)

Prediction Framework

Using Machine

Learning Techniques

[148].

Primary Stage of | SDHD (75 :25traintest) | LR 92%

Diabetes  Prediction (Accuracy)

using Machine

Learning Approaches

Minhaz [149].

A novel stacking | Saudi Arabian dataset | Experimentl : Sans

ensemble for | 897 records sampling:

detecting three types SVM 85.84%

of diabetes mellitus K-NN 85.95%

using a Saudi Arabian | -avec et sans (SMOTE, | DT 84.50%

dataset: Pre-diabetes, | bagging , stacking)

T1DM, and T2DM Experiment2 : Avec

[146]. sampling:
SVM 90.83%
K-NN 93.11%
DT 90.56%
Experiment3 : (Bagging | Avec
ensemble) sampling:
SVM Bagging 90.70%
K-NN Bagging 94.34%
DT Bagging 94.12%
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Experiment4 : (Stacking

Avec

ensemble)
Stacking(bagging
KNN, bagging
KNN)

DT,

sampling:
94.48%

(Accuracy)

5.2.

prédiction du diabéte

Nous abordons

Traveaux sur les avanceées et tendances récentes d'lA pour la

les avancées et les tendances récentes dans le domaine de

I'intelligence artificielle (IA) pour la prédiction du diabéte. L'objectif est de fournir un
apercu des travaux de recherche les plus récents et de résumer leurs principales

caractéristiques dans le (Tableau 3.3) suivant :
TABLEAU 3.3 : RESUME DES PAPIERS SUR LES TENDANCES D’IA POUR LA PREDICTION DU DIABETE.

Papier Dataset/Nombre Algorithmes Valeurs
An  Ensemble Deep PIMA Esemble Multi-layer 92.30%
Learning Method for perceptron (EB-MLP) | (Accuracy)
Diabetes Mellitus [150]. hybrid classifier
Diabetes Mellitus PIMA NB + RF 82.50%
Prediction Using NB + RF + XGBOOST 85.60%
Ensemble Learning (Accuracy)
Approach with Hyper
parameterization [151].
An Improved Ridge PIMA Ridge Extreme learning 93.44%
Regression-Based machine (RELM) with | (Accuracy)
Extreme Learning Fire Fly (FF) Algorithm
Machine for the
Prediction of Diabetes
[152].
Diabetes Prediction PIMA KNN 92.60%
Using Ensembling of DT 91.20%
Different Machine RF 93.90%
Learning Classifiers NB 87.90%
[153]. AdaBoost 94.10%
XGBoost 94.60%
MLP 90.20%
AdaBoost + XGBoost | 95.00%
(Accuracy)
Deep  learning  for | 3 jeux de données: PIMA, Wide and Deep 85.34%
predicting the onset of Polarity(2000), et Algorithm (Accuracy)
type 2 diabetes: Luzhou(6000)
enhanced ensemble Avec t-SNE embedding
classifier using modified technique.

t-SNE [154].
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A hybrid super 3 jeux de données : Super Learner Model | lér:
ensemble learning | 1)Early-stage diabetes risk avec 4 base-learners 99.60%
model for the early- | prediction(520 patients+17 (logistic regression, 2eme:
stage  prediction  of | attributs) decision tree, random | 92.00%
diabetes risk [155]. 2)PIMA forest, gradient boosting) | 3eme:
3)Diabetes 130-US hospitals | & meta learner (SVM) | 98.00%
dataset(100,000 patients+50 (Accuracy)
attributs)
(70:30 train test sur la base
de la technique d'exclusion.
Ensuite, la technique de
validation croisée 10-fold
sur trainset)
Feature selection technique
(Chi-square)
Hyper-parameter settings
(GridSearch)
Type-2 Diabetes | King Abdul- lah Long Short-Term 97.00%
Mellitus Diagnosis from | International Research Memory (LSTM) & (Accuracy)
Time Series Clinical | Centre Diabetes Gated-Recurrent Unit
Data  Using Deep | (KAIMRCD) qui comprend (GRU)
Learning Models [156]. | plus de 14 000 données de
patients.
Exploratory Study on | Retinal images (comprend | Deep Residual Network 75.80%
Direct Prediction of | 8924 images de bonne (F1-score)
Diabetes Using Deep | qualité des yeux gauche et
Residual Networks | droit de 2336  sujets)
[157]. Division 80:20%
Deep learning based big | Les données sont collectées Deep Belief Network 80.99%
medical data analytic | a partir de différents (Accuracy)
model  for  diabetes | référentiels diabétiques. Le
complication prediction | référentiel diabétique
[94]. comprend 50 000 ensembles
de données.
Prediction of gestational | Les données ont été RNN-LSTM with 98.00%
diabetes using deep | collectées de  maniére | Bayesian optimization (AUC)
learning and Bayesian | prospective par trois
optimization and | médecins spécialistes de la
traditional machine | santé publique (489 patients
learning techniques | & 73 variables)
[158].
A novel solution of deep | L'ensemble de données de la | Support Vector Machine | 86.31%
learning for enhanced | Federazione Italiana Medici (SVM) algorithm+ (Accuracy)
support vector machine | DI Medicina Generale Radial Base Function 82.70%
for predicting the onset | (FIMMG) est obtenu aupreés (RBF) along + Long (AUC)

of type 2 diabetes [159].

de Metmedica Italia (NMI).

Short-term Memory
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1862 features (Division Layer (LSTM)

70 :30)
Deep convolutional | PIMA (SMOTE utilisée) DCNN classifier 86.29%
neural  network  for (Accuracy)
diabetes mellitus
prediction [160].

5.3. Défis actuels dans la prédiction du diabéte avec I'l A

Le domaine de la prédiction du diabete avec l'intelligence artificielle (I1A) englobe
une pléthore de méthodes actuelles et présente une multitude de défis qui exigent une
attention meéticuleuse. L'utilisation des techniques d'lA, telles que I'apprentissage
automatique et l'exploration de données, offre une immense promesse en révélant des
informations précieuses et des schémas a partir de vastes ensembles de données liées au
diabete. Ces méthodes facilitent le développement de modéles prédictifs capables de
discerner des relations complexes et d'identifier des facteurs de risque significatifs qui
contribuent a I'apparition et a la progression de ce trouble métabolique chronique.
Cependant, malgré les avancées considérables réalisées jusqu'a présent, plusieurs défis
redoutables persistent dans le domaine de la prédiction du diabéte avec I'lA. Ces défis
englobent :

- des dimensions complexes, notamment la sélection et la curation de jeux de données
diversifiés et représentatifs, (comme PIMA a que les données des femmes aussi il existe des
jeux de données qui ne prennent pas en considération « lifestyle » du patient).

- l'optimisation des techniques de sélection de caractéristiques et de réduction de la
dimensionnalité

- I'établissement de modeles prédictifs robustes et interprétables

- l'intégration de sources de données hétérogénes

- I'atténuation des biais algorithmiques

- ainsi que la validation et la généralisabilité des modéles proposes.

Pour relever ces défis, il est nécessaire de comprendre de maniere exhaustive les
interactions complexes entre les différentes subtilités méthodologiques, les avancées
technologiques et les connaissances propres au domaine. De plus, la nature dynamique du
diabete, caractérisée par son étiologie multifactorielle et ses manifestations cliniques
évolutives, exige le raffinement et I'adaptation continus des approches prédictives basées sur
I'lA pour prendre en compte de nouveaux facteurs de risque, les comorbidités émergentes et
les évolutions du paysage des soins de santé.
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6. Conclusion

Contemplez, une ére nouvelle de la médecine pointe a I'horizon, ou la suprématie de I'lA
et des données massives pourrait conduire a une efficacité accrue des traitements, une
rentabilité accrue grace a l'automatisation de certaines taches, ainsi qu'a la découverte de
nouveaux chemins pour la prestation de soins et la prévention. Dans cette optique, des
algorithmes autonomes traitant des problemes de plus en plus complexes peuvent offrir un
soutien précieux a la prise de décision des professionnels de la santé, y compris ceux liés au
diagnostic et au pronostic. De plus, lorsqu'ils sont intégrés a des robots de soins ou d'autres
outils tels que des applications mobiles, ces algorithmes peuvent méme établir un "rapport"
direct avec les patients.

Néanmoins, l'avenement de ces technologies est accompagné de changements qui
semblent rompre avec le systeme de soins et de recherche en santé traditionnel. Cette
transformation dans le domaine de la santé présente alors des défis sur lesquels il est
nécessaire de se pencher dedans. Les prochains chapitres nous permettront d'observer
comment I'apprentissage automatique peut générer des résultats efficaces.
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Chapitre IV : Propositions et évaluation (partie 1)

1. Introduction

Le domaine de ML est en constante évolution, avec de nouvelles avancées et
propositions qui voient le jour régulierement. Ce chapitre, intitulé "Propositions et
évaluation (partie 1)", se penche sur la plateforme et le langage de programmation avec les
bibliotheques qui sous-tendent nos travaux. Ainsi que nous explorerons en detail deux
contributions majeures menees sur le jeu de donneées PIMA, chacune apportant une
contribution significative a 1’état de 1’art sur ce jeu de données et par rapport a la prédiction
de diabete.

2. Plateforme et langage de programmation
2.1. Google Colab

Nous avons décideé de tirer parti des potentialités de calcul en infonuagique grace a la
plateforme "Google Colab". Cette plateforme se présente comme une ouverture vers des
calculs accélérés via des unités de traitement graphique (GPU), des unités de traitement
tensoriel (TPU) et méme des unités centrales de traitement (CPU). L'un de ses avantages
prépondérants réside dans sa gratuité, bien qu'elle propose des sessions en ligne de durée
limitée. "Google Colab" s'intégre harmonieusement dans I'écosystéeme de I'environnement
"Jupyter Notebook", offrant ainsi une facilité accrue pour la mise en ceuvre de diverses
routines de programmation au moyen du langage Python.

2.2. Bibliotheques Python

Des modeles de détection précis et efficaces sont possibles grace a I'environnement
de configuration pour I'apprentissage automatique de la prédiction du diabete a I'aide de
Python. Les chercheurs et les praticiens peuvent créer un cadre fiable pour la prédiction du
diabete en utilisant Python, un langage de programmation flexible, et son énorme
écosystéeme de progiciels d'apprentissage automatique. L'installation de Python est la
premiére étape, suivie de l'installation des paquets nécessaires tels que scikit-learn, pandas
et matplotlib, qui offrent des fonctions cruciales pour la manipulation, l'analyse et la
visualisation des données. La création d'un environnement virtuel garantit une configuration
réglementée et isolée, ce qui permet une meilleure gestion des dépendances. Pour assurer la
qualité des données et améliorer les performances du modele, le jeu de données doit étre
correctement préparé, y compris les procédures de prétraitement telles que la gestion des
valeurs manquantes et la mise a I'échelle des caractéristiques « features ». Le (Tableau 4.1)
présente les librairies utilisées™ :

TABLEAU 4.1 : LIBRAIRIES UTILISEES.

Librairie Description Caractéristiques Avantages

Scikit Learn | Pour développement | -Aide & I'exploration de | -Une documentation

10 https://mobiskill.fr/blog/conseils-emploi-tech/les-bibliotheque-python-a-utiliser-pour-le-machine-
learning/(acces: 20/08/2023)
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ML en python.

données et a leurs analyses.

-1l fournit des modeéles et des
algorithmes pour la
classification, la régression,
le clustering, la réduction
dimensionnelle, et le
prétraitement.

facilement compréhensible
est fournie.

-Les parametres de tout
algorithme specifique
peuvent étre modifiés lors
de l'appel d'objets.

NumPy

Une bibliotheque
Python pour le calcul
scientifique largement

utilisée dans
domaine de ML.

le

-1l fournit un objet tableau
(array)  multidimensionnel
hautes performances, ainsi
que des outils pour travailler
avec ces tableaux.

-Utilisé  pour stocker et
manipuler de grandes
quantités de données utilisées
comme entrées dans des
modéles d'apprentissage
automatique.

-Ainsi que pour effectuer des
opérations  mathématiques
sur ces données afin de les
préparer a étre utilisées dans
des algorithmes de ML.

-L'utilisation de NumPy
offre :

-Des performances
optimisées.
-Des fonctionnalités

mathématiques avancées.

-Une  intégration  avec
d'autres bibliothéques
scientifiques et facilite le
traitement des données en
Python.

Matplotlib

Bibliothéque

compléte pour créer
des visualisations
statiques, animées et

interactives
Python.

en

-Offre une excellente
visualisation des données
statiques : diagrammes a
barres, diagrammes
dispersés, graphiques, etc.

-Construit des modéles ML
fiables : plusieurs tracés
permettent  une  analyse
approfondie des données, ce
qui garantit en outre que les
développeurs disposent de
suffisamment de données
pertinentes pour créer des
modéles ML fiables.

- Ne nécessite que
quelques lignes de code
pour générer un tracé pour
les ensembles de données.

-Personnalisable et
extensible grace a de
nombreuses fonctionnalités
et options de configuration.

-Large gamme d'outils de
tracage : a l'aide de la
bibliothéque Matplotlib, il
est possible de tracer
divers  graphiques 2D,
diagrammes 3D,
histogrammes, graphiques
d'erreurs, histogrammes et
graphiques. Il permet aux
experts  d'effectuer une
analyse  détaillée  des
données.
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Pandas Pandas est un outil | Aider & de multiples taches | -Puissant, flexible et facile
danalyse et  de | de traitement de données : | a utiliser (Manipulation
manipulation de | regroupement par syntaxe, | facile des ensembles de
données open source | combinaison de données | données utile aux
rapide, construit sur | avec d'autres blocs de | professionnels qui
Python. données, calcul de la | souhaitent gérer

corrélation des colonnes, | (structurer, trier,

fourniture de calculs de | remodeler,  filtrer) de

fenétre glissante, etc. grands  ensembles  de
données avec facilité.)
--Il est considéré comme
I'une des normes modernes
de représentation  des
données
multidimensionnelles.
-Capacités d'exploration de
données : c'est un bon outil
pour vérifier les
corrélations  dans  les
données et peut étre utilisé
pour nettoyer les données
avant  dappliquer un
modéle.

Seaborn -Basée sur Matplotlib | -1l offre des fonctionnalités | -Facile.

(qui se concentre sur
le tracage et Ila

visualisation des
données) mais
présente les structures
de données de
Pandas.

-Graphiques plus

esthétiques.

intégrées pour tracer des
graphiques de distribution,
des graphiques de densité &
de régression, des
diagrammes en boite, des
matrices de corrélation, etc.

-Ces fonctionnalités
permettent  d'explorer et
d'analyser les données.

-Offre des fonctionnalités
avancées de visualisation
de données statistiques.

-Personnalisation des

graphiques.

-Visualisation des modeles
statistiques.

-Documentation et
communauté active.

3. Contribution -1- (Modéle d’ensemble : Stacking)

La démarche proposée est la suivante :

« Etape I : Rassemblez I'ensemble de données sur le diabéte et analysez-le.

« Etape II : Prétraiter les données.

« Etape 111 : Divisez les données en deux ensembles : formation et test.

« Etape IV : Développer un modéle d'ensemble
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— Niveau 0 : Stack KNN, SVM et Decision Tree dans la couche de base.

— Niveau 1 : Créer un modele de régression logistique dans la méta-couche en fonction des
résultats de la couche de base.

« Etape V : A l'aide des équations (1) et (2), trouvez le résultat prédictif & l'aide de
I'ensemble de tests sur le modéle.

Ensemble_Model.fit(train_x_data,train_y_data)...(1)
Predictive_Outcome=model.predict(test x_data)...(2)

« Etape VI : déterminer I’exactitude (accuracy) du modéle.
3.1. Spécification du jeu de données

Sur le site Web de Kaggle, I'ensemble de données PIMA sur le diabéte peut étre
trouvé!!. Cet ensemble de données Pima Indian Diabetes Database (PIDD), qui provient de
I'Institut national du diabete et des maladies digestives et rénales, peut étre utilisé pour
prédire de maniére diagnostique si un patient est diabétique ou non sur la base de certaines
mesures de diagnostic fournies dans la collection. Il se compose de nombreux paramétres
médicaux et d'un paramétre dépendant a valeur binaire (Résultat). Une chose a noter est que
tous les patients ici sont des femmes d'au moins 21 ans d'origine indienne Pima. 1l y a 768
lignes et 9 colonnes dans cet ensemble de données, nous avons "Résultat” comme variable
cible. 1l y a neuf attributs dans chaque ligne, tels que :

TABLEAU 4.2 : DESCRIPTION ET TYPE DES ATTRIBUTS DU JEU DE DONNEES.

N° Description d’attribut Type de
d’attribut variable

1 Grossesses (Nombre de fois enceinte). Entier

2 Glucose (Concentration de glucose plasmatique aprés une durée de 2 Réel

heures lors d'un test de tolérance au glucose oral).

3 Pression artérielle (Pression artérielle diastolique/systolique (mm Hg)). Réel
4 Epaisseur du pli cutané du triceps®? Réel
5 Insuline (Insuline sérique aprés une durée de 2 heures (mu U/ml)). Reel
6 IMC (indice de masse corporelle : poids en kg/(taille en m)"2). Reel
7 Fonction de pedigree du diabéte. Reel
8 Age (années). Entier
9 Résultat (avec diabéte (1) ou non (0)). Binaire

1 https://www.kaggle.com/datasets/uciml/pima-indians-diabetes-database (accessed Jul. 20, 2023)
12| a mesure normale est compris entre 3 et 5mm, au-dela il y a trop de graisse.
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Ces colonnes représentent des conditions médicales spécifiques, et voici un apergu
du jeu de données :

Pregnancies Glucose BloodPressure SkinThickness Insulin BMI DiabetesPedigreeFunction Age Outcome

0 6 145 72 35 0 336 0627 50 1
1 1 85 & 29 0 266 0351 3 0
2 = 183 64 0 o 233 0672 32 1
3 1 89 b 23 94 281 0167 21 0
4 0 137 40 35 188 431 2288 33 1
763 10 101 76 48 180 329 0171 63 0
764 2 122 70 27 0 368 0340 27 0
765 5 121 72 23 112 262 .24z 20 0
766 1 126 &0 0 0 304 0340 47 1
o7 1 93 70 31 0 304 0313 23 0

768 rows = @ columns

FIGURE 4.1 : CAPTURE DE PIMA [161].

3.2.  Visualisation des données

Nos données sont enregistrées dans un fichier CSV, qui doit étre importé dans le
notebook sous forme de tableau de données a I'aide du module Python Pandas. Aprés avoir
importé les données, nous pouvons effectuer de nombreuses analyses. Pour tracer différents
graphiques, nous devons charger le module Matplotlib, qui inclut toutes les techniques de
tracé de graphiques.

Diabetes Outcome Count Diabetes Outcome Percentages
500

300

count

200

100

outcome

FIGURE 4.2 : NOMBRE ET POURCENTAGE DE L’ATTRIBUT « OUTCOME » DANS PIMA [161].

La (Figure 4.2) montre la répartition de la variable de résultat : il y a 500 cas de non-
diabétiques et 286 cas de diabétiques. Au total, il y a 786 cas. Les non-diabétiques sont
presque deux fois plus nombreux que les patients diabétiques.
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Pregnancies | Glucose BloodPressure | SkinThickness | Insulin BMI DiabetesPedigresFunction | Age Qutcome
count|768.000000 |768.000000 | 768.000000 768.000000 768.000000 | 768.000000 | 768.000000 768.000000 | 768.000000
mean | 3.845052 120.69453169.105469 20.236436 79.799479 | 31.992575 |0.471876 33.240685 |0.348938
std |3.369578 31.972618 |19.355807 15.952218 115244002 | 7.884160 | 0.331329 11.760232 | 0.476991
min | 0.000000 0.000000 |0.000000 0.000000 (0.000000 |0.000000 |0.078000 21.000000 (0.000000
25% |1.000000 99.000000 (62.000000 0.000000 (0.000000 |27.300000 |0.243730 24.000000 (0.000000
50% |3.000000 117.000000 | 72.000000 23.000000 30.500000 |32.000000 |0.372500 29.000000 (0.000000
75% |6.000000 140.250000|80.000000 32.000000 127.250000 | 36.600000 |0.626250 41.000000 |1.000000
max |17.000000 |(199.000000 | 122.000000 99.000000 446.000000| 67.100000 |2.420000 §1.000000 |(1.000000

FIGURE 4.3 : DESCRIPTION DE PIMA [161].

Sur la (Figure 4.3), tous les paramétres sont calculés a l'aide de la méthode
"df.describe()" afin d'obtenir la tendance centrale des différents champs du jeu de données,
notamment la moyenne, la médiane et le mode.

La fonction describe( ) liste : le nombre total d'observations, la moyenne, I'écart-type,
la valeur minimale, le premier quartile (Q1), la médiane (Q2), le troisieme quartile (Q3) et
la valeur maximale.

Le décompte (count) nous indique combien de lignes non vides il y a dans une
caractéristique, la valeur de I'écart-type (std) indique I'écart type de la caractéristique. Et
grace aux percentiles/quartiles pour chaque caractéristique, nous pouvons identifier les
valeurs aberrantes. Il est normal de trouver O grossesse et nous remarquons qu'il n'y a pas de
valeurs nulles pour I'age et la DiabetesPedigreeFunction.

Comme nous avons un nombre treés restreint de variables, nous pouvons avoir une
compréhension globale de nos variables et de leur relation. Nous pouvons voir la
distribution des données sous forme d'histogrammes et méme tracer une courbe de
distribution de probabilité [161].

Pregnancy density distribution
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FIGURE 4.4 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE « PREGNANCIES» [161].
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Glucose density distribution
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FIGURE 4.5 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE «GLUCOSE» [161].

BloodPressure density distribution
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FIGURE 4.6 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE « BLOODPRESSURE» [161].

SkinThickness density distribution
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FIGURE 4.7 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE «SKINTHICKNESS» [161].

Insulin density distribution
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FIGURE 4.8 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE «INSULIN» [161].
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BMI density distribution
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FIGURE 4.9 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE «BMI» [161].

DiabetesPedigreeFunction density distribution
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FIGURE 4.10 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE « DIABETESPEDIGREEFUNCTION» [161].

Age density distribution
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FIGURE 4.11 : DISTRIBUTION DE LA DENSITE ET HISTOGRAMME DE «AGE» [161].

Pour trouver la corrélation entre différents champs, nous utilisons la fonction corr()
et la représentons a l'aide de la fonction heatmap() de seaborn. Nous pouvons observer
I'association entre les champs dans la carte thermique ci-dessous.

Les corrélations sont plus fortes dans les zones plus claires et vice versa dans les
endroits plus sombres ou ayant une connexion minimale.
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Pregnancies - 014 021 011 0.01

Glucose RISE o8

BloodPressure |
SkinThickness 48 - 0.6
Insulin ARK

BMI & - 0.4

DiabetesPedigreeFunction -QURAEN

Age

- 0.2

Outcome JUPEERRIER 7 7 0o

SkinThickness -
Insulin -
Outcome -

Pregnancies -
EloodPressure |

DiabetesPedigreeFunction -

FIGURE 4.12 : CORRELATION PIMA[161].

A partir de la carte thermique « heatmap» ci-dessus, nous pouvons déduire que
"Glucose" et "Outcome™ ont un coefficient de corrélation de 0,49. Nous observons
également une corrélation marquée entre "Age" et "Grossesses”, c'est-a-dire 0,56, ce qui
s'explique par le fait que I'dge d'une femme augmente, le nombre de grossesses qu'elle a
tend a augmenter. Nous pouvons également constater que "IMC" et "épaisseur de la peau”
présentent une forte corrélation entre eux. Il existe également une corrélation entre
"insuline” et "glucose" [161].

3.3. Prétraitement des données

L'insuline compte le plus grand nombre de zéros (366 enregistrements), suivi de
I'épaisseur de la peau (220 enregistrements). La méthode la plus simple pour traiter ces
entrées de valeur zéro est de les supprimer, cependant cela supprime un pourcentage
important des enregistrements du jeu de données et rend impossible I'obtention
d'informations utiles a partir des données restantes (Figure 4.13).

Glucose 5
BloodPressure 34
SkinThickness 22@
Insulin 268
BMI 1a
DiabetesPedigreeFunction a
Age 2

FIGURE 4.13 : NOMBRE D'ENREGISTREMENTS AVEC DES VALEURS ZERO DANS CHAQUE COLONNE [161].

La science de la fouille de données rencontre un probleme avec les données
manquantes. Cela se produit lorsqu'il n'y a pas de valeurs correspondantes pour une instance
donnée, ou lorsque les valeurs sont non pertinentes ou collectées de maniére incorrecte
lorsque les données sont fournies. L'exactitude et les performances d'une base de données

APPROCHE BASEE |A POUR UN SYSTEME DE PREDICTION DU DIABETE




Chapitre IV : Propositions et évaluation (partie 1)

peuvent étre affectées par des valeurs manquantes. Dans le cas du diabete des Indiens Pima,
différentes caractéristiques ont des valeurs nulles dans les données, il n'est donc pas possible
gu'un patient ait une pression artérielle de 0 ou une concentration de glucose plasmatique de
0 dans son corps. Pour obtenir de bons résultats de classification, il est nécessaire de remplir
les valeurs manquantes, sinon des résultats de classification inexacts en decouleront.

Ainsi, les données manquantes sont un probleme qui doit étre traité avec soin. Il
existe différentes stratégies pour gérer les données manquantes, telles que : supprimer les
observations a données manquantes si nous avons assez de données, ou utiliser la
moyenne/la médiane de la distribution du méme paramétre pour compléter les données
manquantes d'un parameétre.

La technique choisie pour gérer les valeurs nulles est de les substituer par les valeurs
moyennes ou médianes du méme champ [161].

# Donlarsna +he un ac haviina 8 with Maan/Madsan hacod an Asctns hirdsan

y f { nt Fe cTr )
\WCYLULC L € VULuco ! cu cU Ll DUOtU u U

diabetes.Glucose = diabetes.Glucose.replace(@,diabetes.Glucose.mean())
diabetes.BloodPressure = diabetes.BloodPressure.replace(8,diabetes.BloodPressure.median())
diabetes.SkinThickness = diabetes.SkinThickness.replace(8,diabetes.SkinThickness.mean()
abetes.Insulin = diabetes.Insulin.replace(@,diabetes,Insulin.median())

abetes.BMI = diabetes.BMI.replace(@,diabetes.BMI.mean())

\/

FIGURE 4.14 : REMPLACEMENT DES VALEURS MANQUANTES [161].
3.4.  Approches d'apprentissage automatique utilisées

Les méthodologies les plus couramment utilisées dans I'apprentissage automatique
sont l'apprentissage supervise, qui entraine les algorithmes avec des données d'entrée et de
sortie d'instances étiquetées par I'homme, et I'apprentissage non supervisé, qui ne donne pas
de données marquées a un algorithme et lui demande de trouver un sens a ses propres
données.

Il peut étre difficile de choisir I'approche d'apprentissage optimale pour la prédiction
des maladies, car elle dépend de la taille de I'ensemble de données et de l'acces de
l'utilisateur. Dans la majorité des études, des méthodologies d'apprentissage automatique
supervisé (SML) sont utilisées, ainsi qu'une modeélisation prédictive simple et directe. La
mise en ceuvre de ces modeles dans la pratique clinique peut sans aucun doute contribuer a
la fourniture de meilleurs services de sante et ameliorer la prise de décision des spécialistes.
Nous avons choisi la méthode supervisée car nous connaissons déja les résultats de
I’ensembles de données dont nous disposons.

Le théoréeme "No Free Lunch” est un principe de I'apprentissage automatique. En un
mot, aucun algorithme d'apprentissage automatique ne fonctionne de maniére optimale pour
chaque probleme et il est d'une importance cruciale pour I'apprentissage supervisé (c'est-a-
dire la modélisation prédictive). Par exemple, on ne peut pas affirmer que les réseaux
neuronaux sont toujours meilleurs que les arbres de décision ou que les arbres de décision
sont toujours meilleurs que les réseaux neuronaux. De nombreux facteurs entrent en jeu,
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notamment la taille et la structure de votre ensemble de données. Par conséquent, vous
devez essayer plusieurs méthodes pour votre probléme tout en évaluant les performances et
en sélectionnant le vainqueur a l'aide d'un “"ensemble de test" de données.

Nous utiliserons plusieurs techniques d'apprentissage automatique supervisé pour la
prédiction (les algorithmes : NB, KNN(n=5), SVM, DT(random_state=10, max_depth=12),
RF(n_estimators = 11, criterion = 'entropy’, random_state = 42) et LR (voir section 5.3 pour
les définitions)). Dans la méthode proposée, I'ensemble de données a été divisé en deux
groupes.

Nous allons nous efforcer de rendre ces modeles plus précis. Afin d'améliorer encore
la précision, un modéle d'ensemble hybride est développé, dans lequel trois algorithmes sont
combineés avec I’exactitude (accuracy) maximale et alimentent un modéle différent [161].

3.4.1. Le modeéle hybride

Les modeéles hybrides sont une collection de divers algorithmes de ML. lls
peuvent étre utilisés pour tirer parti de l'efficacité de plusieurs modeles sur certains
ensembles de données, ce qui augmentera la préecision globale du modéle de prédiction.

L'empilement a été utilisé pour créer notre modele hybride. Le modele comporte
deux couches : la couche de base (niveau 0) et la couche méta (niveau 1). Dans la
couche de base, nous utiliserons des algorithmes qui se sont avérés précis lors des tests.

3.5. Résultats expérimentaux de la contribution -1-

Nous utilisons Jupyter Notebook, un logiciel libre pour I'apprentissage automatique.
Nous devons importer le module Sklearn, qui comprend les algorithmes et les fonctions
nécessaires a l'apprentissage automatique.

Apres avoir appliqué tous les algorithmes et leur fait une validation croisée de 10-
folds, nous avons évalué notre modéle pour en vérifier son exactitude, comme le montre le
(Tableau 4.3). 11 a été observé que 1’exactitude du modéle est de 77,27 % apres la mise en
ceuvre de la méthode Naive Bayes, et apres la mise en ceuvre de 1'algorithme Random Forest,
il a été déterminé que 1’exactitude du modéle est de 83,76 %. En outre, il a été decouvert
que I’exactitude du modeéle était de 78,57 % apres l'utilisation de la technique de régression
logistique. Apres avoir utilisé la méthode KNN, il a été déterminé que le meilleur
« accuracy » du modele est a n = 5, soit 88,31%. En ce qui concerne l'algorithme Support
Vector Machine, il a été constaté que 1’ exactitude du modele est de 87,01 % et apres
I'application de I'algorithme pour I'arbre de décision de 85,71 % [161].

Une fois toutes les techniques testées, nous avons découvert que KNN, SVM et
I'arbre de décision fournissaient la meilleure exactitude (Figure 4.15). Notre probléme étant
basé sur la classification, nous avons utilisé la régression logistique dans la métacouche,
comme indique ci-dessous :
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from sklearn.ensemble import StackingClassifier # Importing libr
def get_stacking(): # Function to make the base layer(lewvel 0} for
the model
levell list ()

levell.append(('knn', ENeighborsClassifier()})

levelD.append(('swvm", svm.3VC()}))

levell.append(('dt"', DecisionTreeClassifier(}})

levell LogisticRegression ()
mod StackingClassifier (estimators=levell, final_estimator
levell, cv=10)
return mod
HybridModel get_stacking() # Making the Hybrid Model
HybridModel.fit (¥_train,y_train) # Fitting training data to the

Nous avons ensuite obtenu un accuracy de 90,62% pour le modele hybride.

TABLEAU 4.3 : LES MESURES DES MODELES [161].

Modele Precision | Recall | F1-score | Accuracy
Modele Hybride 0.91 0.91 0.90 90.62%
NB 0.77 0.77 0.77 77.27 %
LR 0.78 0.79 0.78 78.57%
DT 0.86 0.86 0.86 85.71%
KNN (n=5) 0.88 0.88 0.88 88.31%
SVM 0.88 0.87 0.87 87.01%
RF 0.84 0.84 0.84 83.76%
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ACCURACY

90.62

I 85.71
I 38.31
I 37.01

I 77.27
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FIGURE 4.15 : L'EXACTITUDE DE CHAQUE CLASSIFIEUR.

3.6. Discussion de la contribution -1-

Les résultats ont été comparés aux travaux antérieurs et sont présentés dans le
(Tableau 4.4). L'ensemble de données sur le diabéte des Indiens Pima a été utilisé pour

toutes les évaluations.

TABLEAU 4.4 : LA COMPARAISON DES PERFORMANCES.

I 33.76

[165]

Approche Modéle Accuracy
Notre travail [161] Hybrid classifier | 90.62%
Ramezani et al. 2018 [162] Hybrid classifier | 88.05%
Harleen Kaur et al. 2019 [163] KNN 88.00%
Nonso Nnamoko et al. 2020
0,

[164] C4.5 89.50%
Shekharesh Barik et al. 2021 XGBoost method | 74.10%

4. Contribution -2-

Le développement de nos modeles prédictifs comprend les phases montrées dans la

(Figure 4.16) ci-dessous. Le jeu de donnee utilisé est PIMA (section 4.1.).
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FIGURE 4.16 : PHASES DE DEVELOPPEMENT DES MODELES PREDICTIFS [166].

4.1. Travaux connexes des techniques d'imputation

Dans notre recherche, nous avons proposé une nouvelle méthode pour traiter les
valeurs manquantes (le mélange de techniques d'imputation des valeurs manquantes). Grace
a cette approche, notre modéle a obtenu de meilleures performances que les travaux
antérieurs réalisés avec la PIDD. Nous avons donc passé en revue les techniques
d'imputation utilisées dans les études antérieures (Tableau 4.5).

Dans les travaux d'lslam & Jahan (2017) [167], seules les observations présentant
des valeurs impossibles pour plusieurs attributs ont été supprimées pour que les ensembles
de données restent gérables. Il restait 755 observations. Cependant, dans les études de Zou
et al. (2018) [168] et Lai et al. (2019) [169], les 786 enregistrements originaux de
diabétiques ont été réduits a 392 apres que les enregistrements manquants ont été supprimés.

Ramezani et al. (2018) [162] ont mis au point le classifieur hybride "Logistic
Adaptive Network Based Fuzzy Inference System™ (LANFIS). Il combine la régression
logistique avec un réseau adaptatif basé sur un cadre d'induction floue. Grace a cela, les
enregistrements contenant des valeurs manquantes dans l'ensemble de données sur le
diabéte Pima ont pu étre traités, sans s'‘appuyer sur des attributs triviaux.

Dans I'étude de Syed & Khan (2020) [170], les colonnes d'attributs de I'ensemble de
données PIMA qui avaient des valeurs manquantes ont été complétées par la valeur
moyenne ou médiane de la colonne correspondante. Toutefois, dans les recherches de Alam
et al. (2019) [171] et Arora et al. (2021) [172], la valeur médiane de l'attribut a été utilisée
pour remplacer tous les zéros. En revanche, Khanam & Foo (2021) [173]; Taz et al. (2021)
[174] et Barik et al. (2021) [165] ont examiné les valeurs d'attribut manquantes. Les valeurs
manguantes ont ensuite été imputées a la valeur moyenne de chaque attribut.
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TABLEAU 4.5 : ETUDES ANTERIEURES ET LEURS TECHNIQUES D'IMPUTATION.

Année | Etudes antérieures | Techniques d’imputation

2018 | Zou etal. [168] Les lignes avec des valeurs manquantes sont éliminées

2018 | Ramezani etal. [162] | L'utilisation d'algorithmes prenant en charge les valeurs
manguantes (LANFIS)

2019 | Alametal. [171] Imputer les valeurs manquantes pour variables continues (avec
médiane)

2019 Lai et al. [169] Les lignes avec des valeurs manquantes sont éliminées

2020 | Syed & Khan [170] Imputer les valeurs manguantes pour variables continues (avec

moyenne ou médiane)

2021 | Tazetal. [174] Imputer les valeurs manquantes pour variables continues (avec
moyenne)

2021 Khanam & Foo [173] | Imputer les valeurs manquantes pour variables continues (avec

moyenne)

2021 | Aroraetal. [172] Imputer les valeurs manquantes pour variables continues (avec
médiane)

2021 | Barik etal. [165] Imputer les valeurs manguantes pour variables continues (avec
moyenne)

4.2.  Analyse des données exploratoires et prétraitement des données
(EDA)

Il est possible que les données du monde réel contiennent des informations
incohérentes ou des valeurs manquantes. Lorsque la qualité des données est médiocre, il est
difficile de tirer des conclusions sur la qualité. Avant d'obtenir des résultats de qualite, les
données doivent étre prétraitées. Lors du prétraitement, les données sont nettoyées, intégrées,
converties, réduites et discrétisées. Il s'agit du processus de conversion des données brutes
en un format compréhensible. L'efficacité en termes de temps, de codt et de qualité doit étre
améliorée dans les processus d'exploration et d'analyse des données.

Avant dappliquer les calculs de ML a l'assortiment d'informations, les auteurs
examinent d'abord les données exploratoires. Les données incohérentes sont traitées au
cours de cette étape afin de produire des résultats plus fiables et plus précis. Dans cet
ensemble de données, certaines valeurs sont manguantes. Quelques variables, telles que le
taux de glucose, I'épaisseur de la peau, la tension artérielle et I'dge, ont donc été imputées
comme données manquantes car leurs valeurs ne peuvent pas étre nulles. En utilisant
I'analyse exploratoire des données (Exploratory Data Analysis « EDA »), une maniére de
disséquer les ensembles de données pour résumer leurs propriétés fondamentales, en
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utilisant regulierement des méthodes visuelles, nous avons effectué les taches suivantes

[166]:

.....

o0

- B | K

Recherche des types de données (Tableau 4.2).
Etudier la variable cible.

Analyser la distribution des données pour avoir une idée plus précise de
I'appropriation des avantages de chaque variable (Figure 4.17)

Identifier les données manquantes (Figure 4.18 et Figure 4.19).
Caractéristiques : Glucose, pression sanguine, épaisseur de la peau, insuline,
IMC).

Identification des valeurs aberrantes “outliers”.
Détermination de la corrélation entre les caractéristiques (Figure 4.20).

Détermination de I'importance des caractéristiques.
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FIGURE 4.17 : DISTRIBUTION DES DONNEES [166].
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diabetes.describe().T

count mean std min 25% 50% 75%  max

Pregnancies 768.0 3845052 3.369578 (0.000 1.00000 3.0000  6.00000 17.00
768.0 120.894531 31.972618 | 0.000 | 99.00000 117.0000 140.25000 199.00
BloodPressure | 768.0 60.105469 19.355807 | 0.000 | 62.00000 72.0000 80.00000 122.00
7680 20.536458 15952218 | 0.000 | 0.00000 23.0000 32.00000 99.00
768.0 79.799479 115244002 0.00000 30.5000 127.25000 846.00

768.0 31.992578  7.884160 | 0.000  27.30000 32.0000 36.60000 &7.10

DiabetesPedigreeFunction 768.0 0471876 0331329 0078 0.24375 03725 062625 242
Age 7680 33240885 11.760232 21.000 24.00000 29.0000 41.00000 81.00
has_diabetes 768.0 0348958 0476951 0.000 0.00000 0.0000 1.00000 1.00

FIGURE 4.18 : DONNEES MANQUANTES [166].
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FIGURE 4.19 : NOMBRE TOTAL DE VALEURS NULLES [166].
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FIGURE 4.20 : CORRELATION ENTRE LES ATTRIBUTS [166].

4.2.1. Prédire et imputer les valeurs manquantes

Différents attributs de I'ensemble de données sur le diabéte des Indiens Pima
contiennent des valeurs nulles, et il n'y a donc pas de patients dont la tension artérielle
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ou le taux de glucose plasmatique sont nuls. Des résultats de classification inexacts
apparaitront si les valeurs manquantes ne sont pas correctement imputées.

Il existe plusieurs techniques pour traiter les valeurs manquantes dans un
ensemble de donneées :

e Les lignes comportant des valeurs manquantes sont éliminées (cette
stratégie n'est recommandée que lorsque I'ensemble de données comporte
un nombre suffisant d'échantillons).

e Imputer les valeurs manquantes pour les variables continues.

e Imputation des valeurs manquantes pour les variables catégorielles.
e Autres méthodes d'imputation.

e Ultilisation d'algorithmes prenant en charge les valeurs manquantes.
e Prédiction des valeurs manquantes.

Dans ce travail, il y a 5 caractéristiques avec des données manquantes qui
doivent étre traitées avec soin. Dans la (Figure 4.18), les auteurs remarquent que
I'insuline contient le plus grand nombre d'enregistrements (374), suivie par I'épaisseur de
la peau (227), tandis que le glucose, la tension artérielle et I'IMC en contiennent le
moins. On propose donc une "combinaison d'imputation de données" représentée par le
mélange de deux techniques (imputation des valeurs manquantes pour les variables
continues + prédiction des valeurs manquantes). La technique choisie pour gérer les
quelques valeurs nulles est ’imputation des valeurs manquantes pour les variables
continues". Cette approche les remplace par les valeurs moyennes/médianes de la méme
colonne (champ) pour le glucose, la pression artérielle et I'lMC.

Pour les attributs Insuline et Epaisseur de la peau qui ont un nombre élevé de
zéros, un algorithme de régression ML, comme SVM, Régression linéaire,... est
nécessaire pour prédire une variable continue. D'autres caractéristiques, celles qui
n'incluent pas les zéros, peuvent étre utilisees pour prédire les données manquantes.

Les valeurs de chaque colonne sont choisies au hasard parmi les données non
manquantes. L'étape suivante consiste a essayer d'anticiper ce que les valeurs auraient
d étre si elles avaient été mesurées avec précision. Pour ce faire, on peut utiliser un
modele de régression linéaire. Ainsi, en profitant des algorithmes de régression lineaire,
il serait facile d'anticiper les valeurs nulles en utilisant des caractéristiques qui n‘ont pas
de valeurs manquantes. En utilisant d'autres caractéristiques accessibles, les auteurs
utiliseront la régression linéaire pour remplacer les valeurs nulles dans les
caractéristiques "Insulin™ et "' SkinThickness".

Lorsqu'un modele est formé avec toutes les colonnes restantes, il peut parfois
prédire les valeurs manquantes mieux qu'un modele construit avec seulement certaines
des colonnes, mais lorsque certaines des colonnes sont fortement corrélées, un modéle
formé avec seulement quelques colonnes fortement corrélées peut offrir un meilleur
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résultat. Comme le montre la (Figure 4.20), aucune corrélation forte ne peut étre utilisée
[166].

4.3. Modélisation

Cette section passe en revue les différentes méthodes de classification
d'apprentissage supervisé qui ont été utilisées dans la construction de modeles prédictifs de
diabéte. En apprentissage automatique, la division en ensembles d'entrainement et de test est
utilisée pour mesurer les performances d'un algorithme. Cela peut étre utilisé pour résoudre
des problémes de régression/classification, ainsi que pour les algorithmes d'apprentissage
supervisé mis en ceuvre. Le jeu de données est divisé en deux sous-groupes a l'aide de cette
méthode, puis réadopté. Le jeu de données d'entrainement est le composant initial utilisé
pour ajuster le modele. L'entrainement du modeéle sur le deuxieme sous-ensemble est inutile.
A la place, il est utilisé comme valeurs d'entrée pour les modéles, et des prévisions sont
créées et comparées avec les valeurs anticipées. Cela s'appelle : jeu de données de test.

Suite & la préparation des données, on peut dire que les auteurs sont confrontés a des
données déséquilibrées. Cela comprend (65,1 %) de non-diabétiques et (34,9 %) de
diabétiques. Lors du développement de modéles d'apprentissage automatique, il est
nécessaire de prendre en compte les données déséquilibrées. Un déséquilibre de classe
provoque un biais qui pousse le classifieur d'apprentissage automatique a prédire la classe
majoritaire. Personne ne souhaite que le modéle de prédiction néglige la population
minoritaire. La suréchantillonnage des instances de la classe minoritaire est l'une des
solutions. Avant d'ajuster un modele, il suffit de dupliquer les enregistrements de la classe
minoritaire dans le jeu de données d'entrainement. Cela peut équilibrer la distribution des
classes mais n'ajoute aucune nouvelle information au modele. C'est pourquoi les auteurs ont
importé et utilisé SMOTE (Synthetic Minority Oversampling Technique) de
imblearn.over_sampling qui est une forme d'augmentation de données pour la population
minoritaire. Les modéles de prédiction qui ont été construits comprenaient I'entrainement et
le test pour chacun des six algorithmes. Les données ont été utilisées pour entrainer les
modeles, qui ont ensuite été évalués pour déterminer a quel point ils prédisaient le résultat.
Chaque modele a été formé et testé en divisant le jeu de données en données d'entrainement
et données de test. Quatre-vingt-cing pour cent des données ont été utilisés pour
I'entrainement des modeles, avec 15 % conservés pour tester les modéles. Dans cette étude,
les six algorithmes suivants ont été utilisés avec les parameétres des classifieurs choisis s'ils
existent [166].

4.3.1. Random Forest

En tant que mélange de prédicteurs arborescents, la technique de la forét
aléatoire est polyvalente, rapide et simple. La plupart du temps, la forét aléatoire donne
de bons résultats. Ses performances sont difficiles a améliorer, de plus elle peut contenir
une variété de types de données (données nominales, numeriques et binaires). En
utilisant la technique RF, plusieurs arbres de décision sont construits et agrégés pour
obtenir des résultats précis. Outre la classification, elle a également été utilisée pour la
régression. En apprentissage automatique, la classification est une tache clé. Ces
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hyperparametres sont identiques a ceux d'un arbre de décision / d'un classifieur de mise
en sac. Le principe sous-jacent de la forét aléatoire est la superposition d'arbres
aléatoires, il est également facilement compréhensible. Supposons que sept arbres
aléatoires aient fourni des informations sur une variable, et que quatre d'entre eux soient
d'accord tandis que les trois autres sont en désaccord. En s'appuyant sur les probabilités,
des modeles d'apprentissage automatique sont construits, ainsi que sur un vote
majoritaire.

Dans les collections de données volumineuses en RF, un sous-ensemble aléatoire
de caracteristiques produit des résultats précis, et plus d'arbres aléatoires peuvent étre
créés en etablissant un seuil aléatoire pour toutes les caractéristiques plutdt qu'en
sélectionnant le meilleur seuil. La méthode aborde également le probléme de
surajustement.

= RandomForestClassifier (class_weight='balanced', random state=42,

stimators=450, min samples leaf=2)

4.3.2. Machine a Vecteurs de Support

Elégante, puissante et largement utilisée, la machine & vecteurs de support (SVM)
est I'un des algorithmes SML couramment utilisés. Elle est utilisée en classification ML
ainsi qu'en régression (dans un espace de dimension supérieure). Vapnick en 1995 et
1998 a posé les bases des SVM, qui est une méthode générique basée sur les limites de
risque garanties de la théorie de I'apprentissage statistique, souvent appelée principe de
minimisation du risque structurel. Selon plusieurs études récentes, les SVM sont
capables de donner une meilleure exactitude de classification que d'autres algorithmes.
Pour prédire le diabéte, les auteurs ont utilisé SVM, qui convient bien aux problemes de
classification binaire.

= SVC(class weight='balanced',K random state=42)

4.3.3. K Plus Proches Voisins

Le classifieur K Plus Proches Voisins ( K-Nearest Neighbors « KNN ») se
caractérise par sa méthode non paramétrique. Lors de l'attribution des étiquettes de
classe des exemples de test, il prend en compte la fonction de distance, les exemples
d'entrainement ainsi que le nombre de voisins les plus proches. La distance euclidienne
est une solution générique pour le calcul des distances. Le vote majoritaire des étiquettes
d'un nombre prédefini de voisins détermine les étiquettes de classe des exemples de test.
L'approche du voisin le plus proche peut étre utilisée pour trouver des points de données
anonymes en utilisant des points de données familiers. Conceptuellement simple, on
peut dire que KNN est un apprentissage paresseux, ou le voisin le plus proche est
désigné par "K". Cette méthode est congue pour identifier K exemples dans les données
d'entrainement qui ressemblent a un autre exemple nouveau avec une grande précision.

= KNeighborsClassifier (n_neighbors=4, weights='distance',
ric='euclidean', n_jobs=5)
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4.3.4. Naive Bayes

Le Naive Bayes « NB » repose sur la probabilité d'occurrence d'événements en
fonction de la connaissance de facteurs qui peuvent y étre liés. Pour les grands
ensembles de données, le Naive Bayes est I'algorithme de classification le plus rapide et
le plus simple. On peut trouver l'utilisation du classifieur NB dans de nombreuses
applications, dont I'analyse de sentiments et la classification de texte. Il est possible de
prévoir des classes inconnues a I'aide du théoréme de Bayes sur la probabilité. Le Naive
Bayes est une méthode simple et basique, facile & mettre en ceuvre. Par conséquent,
lorsque les données sont peu nombreuses, elle peut surpasser des modeéles plus
compliqués. Le modeéle de classification attribue des étiquettes de classe aux cas en
fonction des valeurs des caractéristiques, et les étiquettes de classe sont sélectionnées
dans une plage restreinte d'étiquettes disponibles. En supposant que I'élément a
catégoriser existe, on détermine que la catégorie a classer a la plus forte probabilité de se
produire. La prédiction diabétique peut bénéficier de ce type de prédiction probabiliste
de la classe la plus probable.

4.3.5. Arbre de Décision

Les approches d'apprentissage supervisé comprennent I'algorithme de I'arbre de
décision (Decision Tree « DT »). Avec cette approche, les utilisateurs peuvent traiter des
informations a la fois continues et catégorielles. Les arbres de décision divisent les
populations, et le diviseur détermine comment la population est divisée. Le diviseur peut
séparer deux ou plusieurs sous-groupes du méme type. Apres avoir terminé un travail, il
crée un arbre, et sa justesse dépend fortement des jugements. En ce qui concerne la
classification et I'application de la régression a un arbre, les méthodes sont quelque peu
différentes. Pour éviter le surajustement, des regles ou des contraintes sur la construction
et la taille des arbres peuvent étre décrites.

Comparés a certaines autres méthodes de classification supervisées, comme la
classification de maximum de vraisemblance, les arbres de décision présentent plusieurs
avantages. lls traitent également des relations non linéaires entre les caractéristiques et
les classes, et ils permettent les valeurs manquantes. Ils peuvent également traiter des
données d'entrée catégorielles et numériques.

dt = DecisionTreeClassifier(criterion = 'entropy', max depth = 28,
min samples leaf = 1, random state = 42)

4.3.6. Régression Logistique

Pour classer des données sous supervision, la régression logistique (Logistic
Regression « LR ») est une technique efficace. Seule une variable dichotomique peut
étre modélisée, ce qui reflete généralement la non-occurrence ou l'occurrence d'un
événement dans ce type de régression. La LR aide a déterminer si une nouvelle instance
est susceptible d'appartenir a une classe particuliere. Les probabilités vont de zéro a un.
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Un seuil doit étre appliqué a la LR pour l'utiliser comme classifieur binaire. Par exemple,
une instance d'entrée classée comme "classe A" a une probabilité supérieure a 0,50 ;
sinon, elle est classée comme “classe B".

lr = LogisticRegression(class weight='balanced', random state=42)

4.4. Calcul des Mesures de Performance

C'est ici que I'analyse des performances se produit. Dans cette étude, on a utilisé a la
fois la matrice de confusion (CM) pour évaluer les performances des 6 classifieurs
d'apprentissage automatique et certaines mesures d'évaluation (Tableau 4.6 et Tableau 4.7),
telles que le coefficient de corrélation de Matthews (Matthews Correlation Coefficient
MCC), le score F1 (F1-Score), la spécificité (specificity) et la sensibilité (sensitivity). Une
matrice de confusion (Confusion Matrix CM) en apprentissage automatique est utilisée pour
évaluer les performances du processus de classification. 1l y a deux colonnes dans la CM :
I'une indique la classification réelle et l'autre la prédit. L’accuracy de classification est
également I'un des mesures d'évaluation des performances. Il mesure I’exactitude des
résultats prédits en se basant sur les données d'entrainement [166]. Comme le montrent la
(Figure 4.21), la capacité de prévision du classifieur est abordée par la CM.

45. Modeles Prédictifs

Apres avoir terminé avec les classifieurs et enregistré les modéles obtenus, il
pourrait étre possible de prédire le risque futur de diabéte d'un patient en fournissant ses
informations (attributs nécessaires "entrées™). Le modele prédira si :

« Non: La personne a un faible risque de diabete (indiqué par 0).

« Oui : La personne a un risque de diabete et devrait consulter un médecin dés que
possible (indiqué par 1).

4.6. Résultats expérimentaux de la contribution -2-

Dans cette partie, les auteurs présentent les résultats expérimentaux qui ont été
obtenus apres I'entrainement des six algorithmes. Afin de trouver les meilleurs
hyperparametres pour nos modéles d'apprentissage automatique, nous avons utilisé
GridSearchCV 10 folds pour obtenir des performances optimales. GridSearchCV effectue
une recherche exhaustive dans une grille d'hyperparamétres spécifiée, évaluant les
performances du modele pour chaque combinaison a l'aide d'une validation croisée. Ces
résultats d'expérimentation visent a évaluer les performances des classifieurs.
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Truth data
Class 1 Class 2 Classification
overall
Class1 | | 450 3 [ ] 43
Classifier

results Class2 | | 5] | a7 | 52|

Truth | 50| | 50‘

overall

Overall
accuracy (OA):

FIGURE 4.21 : MATRICE DE CONFUSION DU RF [166)].

Les performances des modeles sont évaluées en termes de MCC, de score F1,
d’accuracy, de taux de faux négatifs, de taux de fausse découverte, de taux de faux positifs,
de valeur prédictive négative, de précision, de spécificité et de sensibilité. Toutes les
formules de calcul sont présentées dans le (Tableau 4.6). Les termes "faux positif" (FP),
"vrai positif* (TP), "faux négatif" (FN) et "vrai négatif" (TN) sont utilisés pour calculer ces
facteurs de mesure de la classification.

TABLEAU 4.6 : MESURE AVEC SA DERIVATION [166].

Formules de calcul

Mesures
Sensitivity TPR=TP / (TP+EN)
Specificity SPC=TN / (FP+TN)
Precision PPV=TP / (TP+FP)

Negative Predictive Value

NPV=TN / (TN+FN)

False Positive Rate

FPR=FP / (FP+TN)

False Discovery Rate

FDR=FP / (FP+TP)

False Negative Rate

FNR=FN / (FN+TP)

Accuracy

ACC=(TP+TN) / (P+N)

F1 Score

F1=2TP / (2TP+FP+FN)

Matthews Correlation
Coefficient

TN*TP — FN*FP / sqrt ((FP+TP)*(FN+TP)*(FP+TN)*(FN+TN))

Le (Tableau 4.7) compare toutes les techniques de classification en fonction d'un
grand nombre de mesures. Le modéle RF est manifestement le meilleur pour anticiper le

risque de diabete.
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TABLEAU 4.7 : PERFORMANCES DES MODELES [166].

Modéle TPR | SPC | PPV | NPV | FPR | FDR | FNR | ACC F1 | MCC

LR 88.00 | 82.00 | 83.02 | 87.23 | 18.00 | 16.98 | 12.00 | 85.00% | 85.44 | 70.13

DT 80.00 | 82.00 | 81.63 | 80.39 | 18.00 | 18.37 | 20.00 | 81.00% | 80.81 | 62.01

NB 86.00 | 88.00 | 87.76 | 86.27 | 12.00 | 12.24 | 14.00 | 87.00% | 87.00 | 74.01

KNN(n=4) | 82.00 | 92.00 | 91.11 | 83.64 | 08.00 | 08.89 | 18.00 | 87.00% | 86.32 | 74.37

SVM 84.00 | 90.00 | 89.36 | 84.91 | 10.00 | 10.64 | 16.00 | 87.00% | 86.60 | 74.13

RF 90.00 | 94.00 | 93.75 | 90.38 | 06.00 | 06.25 | 10.00 | 92.00% | 91.84 | 84.07

La (Figure 4.22) montre un examen de divers classifieurs ML selon leur taux
d’exactitude:

Model's Accuracy

95%

90%

85%
80% I
75%

RF SVM KNN NB DT LR

FIGURE 4.22 : EXACTITUDE DE SIX MODELES IMIL SUPERVISES [166].
4.7. Discussion de la contribution -2-

Dans cette étude, I'ensemble de données des Indiens PIMA a été exploré. Dans le
cadre de cette recherche, le jeu de données contenait huit attributs indépendants et une
classe d'attribut dépendant, qui ont été entraines pour prédire les maladies diabétiques.

Il arrive parfois qu'un certain élément manque aux données du monde réel pour
diverses raisons, notamment des données défectueuses, l'incapacité de charger les
informations ou une extraction insuffisante. L'une des taches les plus difficiles pour les
analystes est de gérer les valeurs manquantes, car prendre la décision appropriée sur la
maniere de les gerer conduit a des modéles de données plus robustes. Pour garantir la
précision du modele, il est nécessaire de prendre soin du prétraitement des données. Par
conséquent, avant de modéliser la tache de prédiction, il est conseillé de rechercher et de
remplacer les valeurs manquantes pour chaque colonne dans les données d'entrée. Cela
s'appelle I'imputation des données manquantes, ou simplement I'imputation. Calculer une
valeur statistique pour chaque colonne (comme une moyenne) et remplacer toutes les
valeurs manquantes de cette colonne par la statistique est une stratégie courante pour
I'imputation des données. C'est une méthode courante car la statistique est simple a calculer
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a l'aide du jeu de données d'entrainement, et elle donne souvent de bons résultats. Une
technique d'apprentissage automatique peut également étre utilisée pour prévoir les valeurs
manguantes. Nous avons proposé une nouvelle maniére de traiter les valeurs manquantes
(mélange de techniques d'imputation des données manquantes). Avec cette approche, notre
modele a obtenu une meilleure précision que les travaux précédents réalisés avec les
données sur le diabete de Pima.

Contrairement a la plupart des études dans ce domaine comme Taz et al. (2021)
[174], Khanam & Foo (2021) [173], Arora et al. (2021) [172] et Barik et al. (2021) [165],
nous n’avons pas utilisé l'approche de remplacement des données manquantes par la
moyenne ou la médiane pour toutes les caractéristiques, car cela n'est pas recommandé
lorsque le nombre de valeurs manquantes est élevé. Nous n’avons pas non plus supprimé les
lignes ayant des valeurs mangquantes comme Zou et al. (2018) [168] et Lai et al. (2019)
[169], car cela n'est pas recommandé lorsque I'ensemble de données a un nombre insuffisant
d'échantillons. Ainsi, selon notre conceptualisation, on peut en déduire que le nombre de
valeurs manquantes pour chaque attribut est un facteur important pour déterminer quelle
technique utiliser pour résoudre le probléeme. Et la combinaison de techniques d'imputation
permettrait d'obtenir un ensemble de données bien préparé avant d'utiliser des algorithmes
d'apprentissage automatique.

Pour améliorer la prédiction du diabéte chez les patients, les auteurs ont utilisé six
algorithmes d'apprentissage automatique : RF, SVM, KNN, NB, DT et LR. Et ils les ont
utilisés apres un bref résumé de I'importance du diagnostic précoce des patients diabétiques
pour réduire les déceés. Lors de I'évaluation des algorithmes, les auteurs ont utilisé
différentes mesures.

La (Figure 4.22) représente les performances des six méthodes d'apprentissage
automatique supervisé pour la prédiction du diabéte. Les scores d’exactitudes moyens pour
la classification PIDD se situaient entre 81 et 92 pour cent. Dans ce cas, la forét aléatoire a
surpassé les autres approches de catégorisation, avec une exactitude de 92%. Les autres
classifieurs ont également pu atteindre des exactitudes élevées de plus de 80%. En revanche,
DT a eu les moins bonnes performances parmi les algorithmes de classification. Le
classifieur RF a obtenu les résultats suivants : exactitude de 92 %, precision de 93,75 %,
spécificité de 94 %, rappel de 90 %, score F1 de 91,84 % et MCC de 84,07 %. Le classifieur
DT a obtenu les moins bonnes performances, avec les résultats suivants : exactitude de 81 %,
précision de 81,63 %, spécificité de 82 %, rappel de 80 %, score F1 de 80,81 % et MCC de
62,01 %. SVM, KNN et NB ont obtenu la méme précision de 87 %. Le classifieur LR a
obtenu les résultats suivants : exactitude de 85 %, précision de 83,02 %, spécificité de 82 %,
rappel de 88 %, score F1 de 85,44 % et MCC de 70,13 %. Le (Tableau 4.7) fournit des
informations détaillées sur chaque statistique qui a été utilisée dans notre étude, ou une
comparaison a été realisée pour déterminer quel algorithme d'apprentissage automatique fait
les prédictions les plus précises [166].

Les résultats ont été comparés a d'autres études, comme le montre le (Tableau 4.8)
ci-dessous, et il semble que la plupart des « accuracies » obtenues pour nos classifieurs
étaient meilleures que les précisions des autres études.
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TABLEAU 4.8 : COMPARAISON DES PERFORMANCES DES METHODES IMPLEMENTEES [166].

Travail Modéle Accuracy
Random Forest 74.83%
Islam and Jahan (2017) Naive Bayes 75.76%
Logistic Regression 78.01%

Support Vector Machine 77.08%

Zou et al. (2018) Random Forest 76.04%
Random Forest 72.00%
Mujumdar and Vaidehi (2019) Gaussian Naive Bayes 67.00%
Logistic Regression 76.00%
Random Forest 75.00%
Naive Bayes 68.90%
Tigga and Garg (2020) Logistic Regression 74.40%

Support Vector Machine 74.40%

Decision Tree 69.70%
KNN 70.80%
Random Forest 75.50%
Nnamoko and Korkontzelos (2020) Naive Bayes 77.00%
Support Vector Machine 77.70%
-RBF
Random Forest 77.34%
Naive Bayes 78.28%
Logistic Regression 78.85%

Khanam and Foo (2021)
Support Vector Machine 771.71%

Decision Tree 73.14%
KNN 79.42%
Naive Bayes 75.50%
Logistic Regression 76.40%
Ramesh et al. (2021) Support Vector Machine 83.20%
KNN 79.80%
Barik et al. (2021) Random Forest 71.90%
Arora et al. (2021) Random Forest 73.85%
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5. Conclusion

En conclusion de ce chapitre, nous avons parcouru un voyage captivant a travers les
différents aspects de notre recherche axée sur le jeu de données PIMA. Les deux
experimentations que nous avons menées ont représenté des jalons importants de notre
recherche. Chacune d'entre elles a apporté sa contribution unique. En exploitant de
nouvelles approches, en testant des hypotheses novatrices et en fournissant des résultats
significatifs. Ces expériences ont contribué a enrichir la littérature existante et a ouvrir de
nouvelles perspectives de recherche dans ce domaine crucial.

Dans la pratique clinique, les modeles prédictifs d'apprentissage automatique
peuvent mettre l'accent sur de meilleures lignes directrices pour la prise de décisions
concernant le traitement individuel des patients. La détection précoce et les thérapies
appropriées sont les seuls moyens de réduire les taux de mortalité causés par les maladies
chroniques. En utilisant les modeles de prédiction par apprentissage automatique présentés
dans la contribution -1- , nous avons pu détecter une plus grande précision en utilisant un
modele hybride qui a atteint un accuracy de 90,62 %.

De plus dans la contribution -2-, les résultats ont démontré I'efficacité du systéme,
avec une exactitude de 92% en utilisant le classifieur Random Forest. L'amélioration de la
classification a été obtenue comme un effet immédiat de la "Combinaison d'Imputation de
Données"”. Selon les modeles de préediction, parmi les recherches antérieures dans le
domaine, la forét aléatoire est plus précise. Dans cette optique, nous espérons intégrer ce
modele dans un systéme capable de prédire d'autres maladies dangereuses. Il y a de la place
pour le progres a l'avenir en ce qui concerne l'automatisation de I'analyse du diabéte ou de
toute autre maladie.

Dans les chapitres suivants, nous approfondirons davantage nos découvertes, tout en
continuant a explorer de nouvelles opportunités de recherche dans ce domaine passionnant a
I’aide d’autres jeux de données et techniques.
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Chapitre V : Propositions et évaluation (partie 2)

1. Introduction

Dans ce chapitre nous allons travailler avec 2 autres jeux de données tous en présentant
3 contributions majors. Chacune de ces contributions contribuera & notre compréhension des
meilleures pratiques en matiere de prédiction du diabete grace a I'apprentissage automatique.
En fin de compte, elles renforceront notre confiance dans la création de modeéles prédictifs
du diabéte hautement performants pour améliorer les soins de santé et la qualité de vie des
patients.

2. Jeux de données additionnels

2.1. Ensemble de données pour la prédiction du risque de diabéte a un
stade précoce

L’ensemble de données pour la prédiction du risque de diabete a un stade précoce
« Early stage diabetes risk prediction dataset » a été obtenu aupres du référentiel de « UC
Irvine Machine Learning Repository » et est disponible en libre accés'®, donné le 7/11/2020.
Cet ensemble de données contient des informations sur les signes et symptémes des patients
nouvellement diabétiques ou en passe de le devenir. Preuve de la méticulosité des processus
de collecte de données utilisés dans la recherche scientifique, les données ont été recueillies
de maniére experte grace a l'utilisation habile de questionnaires directs auprés de patients de
I'népital du diabéte de Sylhet, au Bangladesh, et de résultats de diagnostic qui ont été
approuvées par un médecin.

L'ensemble de données comporte (cing cent vingt lignes sur dix-sept colonnes) 16
caractéristiques uniques a valeur numérique et une seule variable d'objectif « target»
appelée “classe", qui est soigneusement étiquetée comme "testé négatif" ou "testé positif”
pour le diabete (Figure 5.1).

df.info()

<class 'pandas.core.frame.DataFrame'>
Rangelndex: 520 entries, @ to 519

Data columns (total 17 columns):
#  Column Non-Null Count Diype
8 Age 52@ non-null
1 Gender 528 non-null
2 Polyuria 520 non-null
3 Polydipsia 528 non-null
4 sudden weight loss 528 mon-null
5 weakness 520 non-null
[ Polyphagia 528 non-null
7 Genital thrush 52@ non-null
& wisual blurring 520 non-null
g Ttching 528 non-null
180 Irritability 528 non-null
11 delayed healing 528 non-null
12 partial paresis 528 non-null
13 muscle stiffness 528 non-null
14 Alopecia 520 non-null
15 528 non-null
528 non-null

: int64(1), object(ls)
memory usage: 69.2+ KB

No null values are found

FIGURE 5.1 : INFORMATIONS SUR L'ENSEMBLE DE DONNEES DE L'HOPITAL POUR DIABETIQUES DE SYLHET.

13 https://archive.ics.uci.edu/dataset/529/early+stage+diabetes+risk+prediction+dataset#.
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2.2.

maladies U.S.

L'ensemble de données provient d'une enquéte téléphonique annuelle sur la santé

Ensemble de donneées des Centres de contrdle et de prévention des

réalisée par les Centers for Disease Control and Prevention* (CDC) afin de découvrir divers

facteurs de risque. Cette enquéte recueille des données sur les citoyens ameéricains
concernant leurs comportements a risque en matiére de santé, les problemes de santé

chroniques et I'utilisation de services préventifs.

D'apres la (Figure 5.2), I'ensemble de données comporte 253680 entrées et les
colonnes de données sont au nombre de 22 au total. L'attribut diabetes_binary est la cible

qui signifie étre diabétique ou non.

#

Woed sl @ P W k=@
1

R I e I e e T e R ]
(e = B s T v R B VR W (RN - W N N R

Column
Diabetes_binary
HighBP

HighChol
CholCheck

EMI

Smoker

Stroke
HeartDiseazesordttack
Physactivity
Fruits

Veggies
HuyAlcoholConsump
AnyHealthcare
MoDocbcCost
GenHlth
MentHlth
PhysH1th
Ditflalk

Sex

Age

Education
Income

Data columns (total 22 columns):

Mon-Mull Count

253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688
253688

non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null

floated
floated
floated
floated
floated
floated
floated
floated
floated
floated
tloatsed
tloatsed
tloatsed
tloatsed
floatsd
floatsd
floatsd
floatsd
floated
floated
floated
floated

FIGURE 5.2 : INFORMATIONS SUR L'ENSEMBLE DES DONNEES DE CDC.

3. Contribution -3-

Le « Early stage diabetes risk prediction dataset » est utilisé dans cette contribution (voir

section 2.1).

14 https://www.kaggle.com/datasets/cdc/behavioral-risk-factor-surveillance-system)
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Dataset Division

® Non-Diabetic ® Diabetic

dass

FIGURE 5.3 : NOMBRE ET POURCENTAGES DES DIABETIQUES ET NON-DIABETIQUES [21].

L'ensemble de données, qui contient un total de 16 caractéristiques et une variable cible
nommee classe, comprend les attributs suivants :

. L'age « Age » : Age en années allant de (20 ans ~ 65 ans) ;

. Sexe « Gender » : Homme / Femme ;

. polyurie « Polyuria » : Oui / Non ;

. Polydipsie « Polydipsia » : Oui / Non ;

. Perte de poids soudaine « Sudden weight loss » : Oui / Non ;
. Faiblesse « Weakness » : Oui/ Non ;

. polyphagie « Polyphagia » : Oui/ Non ;

. Muguet génital « Genital thrush » : Oui/ Non ;

© 0O N o o B~ O w NP

. Trouble de la vision « Visual blurring » : Oui/ Non ;

10. Démangeaisons « Itching » : Oui/Non ;

11. Irritabilité « Irritability » : Oui/Non ;

12. Retard de cicatrisation « Delayed healing » : Oui/Non ;
13. Parésie partielle « Parésie partielle » : Oui/ Non ;

14. Raideur musculaire « Muscle stiffness » : Oui/ Non ;
15. Alopécie « Alopecia » : Oui/ Non ;

16. Obésité « Obesity » : Oui/ Non ;

Classe « Class » : Positive / Négative ;

3.1. Prétraitement des données

Avant d'utiliser les algorithmes de ML sur la collection de données, nous devons
utiliser Pandas et NumPy pour analyser les données exploratoires. Cette phase traite les
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données incohérentes afin de fournir des résultats plus fiables et plus précis. L'analyse des
données exploratoires nous a permis d'effectuer les opérations suivantes :

3.1.1. Nettoyage des données

Nous allons améliorer la casse et le formatage des noms de colonnes. Pour
effectuer des manipulations dans les « data frames », il est préférable d'avoir des 1 et des
0 au lieu de Oui et Non. Nous remplagons donc toutes les chaines "Oui" par 1 et toutes
les chaines "Non" par "0". Cette étape est cruciale pour permettre a l'algorithme
d'apprentissage de comprendre les étiquettes et de les utiliser dans le processus
d'apprentissage. LabelEncoder est utilise pour convertir I'ensemble de données au format
numérique [21].

-Sexe : Femme(0), Homme(1)
-tous : Non(0), Oui(1)

3.1.2. Veérification des valeurs manquantes
Comme le montre la (Figure 5.4), il n'y a pas de valeurs manquantes:

Age

Gender

Polyuria
Polydipsia
sudden weight loss
weakness
Polyphagia
Genital thrush
visual blurring
Itching
Irritability
delayed healing
partial paresis
muscle stiffness
Alopecia

Obesity

class

DO ODOD 000000000000

FIGURE 5.4 : NOMBRE DE VALEURS MANQUANTES POUR CHAQUE ATTRIBUT [21].

3.1.3. Distribution des données

3.1.3.1. Distribution de fréquence en utilisant la tranche d'age

Frequency Count of Age

140

120

100

Counts

ol
Less than 10 10-20 20-30 30-40 40-50 50-60 60-70 70-80 80 and more

FIGURE 5.5 : NOMBRE DE FREQUENCES DE L'AGE [21].
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On constate que la tranche d'age des 40-50 ans a la plus forte prévalence de
diabeéte, suivie par les 50-60 ans et les 30-40 ans. De méme, les individus de moins
de 20 ans ont les revenus les plus faibles, suivis par les personnes agéees de plus de
80 ans (Figure 5.5).

3.1.3.2. Sexe

Notre ensemble de données compte 328 points de données pour la classe 1
(hommes) et 192 points de données pour la classe 0 (femmes). Il y a plus d'hommes
que de femmes (Figure 5.6).

dass
s - Positive
. Negative

Gender

FIGURE 5.6 : DISTRIBUTION PAR SEXE [21].

3.1.3.3. Distribution de la polyurie

La polyurie se définit comme I'émission fréquente de grandes quantités
d'urine (plus de 3 litres par jour, alors que la production quotidienne normale d'urine
est de 1 a 2 litres chez I'adulte). La polyurie est le plus souvent due a un diabéte
sucré non contrdlé, qui provoque une diurése osmotique, c'est-a-dire lorsque les
niveaux de glucose sont si élevés que le glucose est excrété dans l'urine. L'eau suit
passivement les concentrations de glucose, ce qui entraine un débit urinaire
anormalement élevé. Les causes les plus courantes en l'absence de diabete sucré sont
une diminution de la sécrétion d'aldostérone due a une tumeur corticosurrénalienne
et une polydipsie primaire (consommation excessive de liquides) [21].
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FIGURE 5.7 : DISTRIBUTION DE LA POLYURIE [21].

3.1.34. Distribution de la polydipsie

La polydipsie est un terme désignant une soif excessive, qui est I'un des
premiers signes du diabéte. Elle s'accompagne fréquemment d'une sécheresse
buccale temporaire ou durable. Cependant, si vous avez constamment soif ou si votre
soif est plus forte que d'habitude et persiste méme aprées avoir bu, cela peut indiquer
que quelque chose ne va pas dans votre corps. La soif excessive est I'un des "trois
grands" signes du diabéte sucré (polyurie, polydipsie, polyphagie) et peut étre causée
par un taux élevé de sucre dans le sang (hyperglycémie) [21].

La polydipsie (soif accrue) et la polyurie (besoin accru d'uriner) sont souvent
associees.
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FIGURE 5.8 : DISTRIBUTION DE LA POLYDIPSIE [21].

3.1.35. Distribution de la perte de poids soudaine
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FIGURE 5.9 : DISTRIBUTION DE LA PERTE DE POIDS SOUDAINE [21].

3.1.3.6. Distribution de la faiblesse

weakness

FIGURE 5.10 : DISTRIBUTION DE LA FAIBLESSE [21].

3.1.3.7. Répartition de la polyphagie

Le terme médical désignant une faim excessive ou extréme est la polyphagie,
également connue sous le nom d'hyperphagie. Ce n'est pas la méme chose que
d'avoir un appétit accru aprés avoir fait de I'exercice ou d'autres formes d'activité
physique. La polyphagie ne disparaitra pas si vous mangez plus, méme si votre
niveau de faim revient a la normale apres avoir mangé [21].

Polyphagia

FIGURE 5.11 : DISTRIBUTION DE LA POLYPHAGIE [21].
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3.1.3.8. Distribution du muguet génital

Le muguet (également connu sous le nom de candidose) est une infection a
levures courante causée par Candida. Elle affecte principalement la zone vaginale,
mais peut également toucher le pénis, et peut étre irritante et douloureuse. De
nombreux types de levures et de bactéries vivent naturellement dans la zone vaginale
et causent rarement des problémes. Le Candida est un champignon ressemblant a
une levure qui se développe dans des environnements chauds et humides comme la
bouche, les intestins, la zone vaginale et le prépuce du pénis. Le muguet est causé
par une surabondance de Candida [21].
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Genital thrush

FIGURE 5.12 : REPARTITION DU MUGUET GENITAL [21].

3.1.3.9. Répartition des troubles visuels
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FIGURE 5.13 : DISTRIBUTION DU FLOU VISUEL [21].

3.1.3.10. Démangeaisons
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Rehing

FIGURE 5.14 : DISTRIBUTION DES DEMANGEAISONS [21].

3.1.3.11. Irritabilité

diass
E Positree
. Megative

Irritability
FIGURE 5.15 : DISTRIBUTION DE L'IRRITABILITE [21].

3.1.3.12. Retard de cicatrisation

detayed healing

FIGURE 5.16 : DISTRIBUTION DE RETARD DE CICATRISATION [21].

3.1.3.13. Parésie partielle

L'affaiblissement d'un muscle ou d'un groupe de muscles est appelé parésie.
On parle aussi de paralysie partielle ou légere. Contrairement a la paralysie, la
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parésie permet de bouger les muscles. Ces mouvements sont simplement moins
puissants que d'habitude [21].

200
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125
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partial paresis
FIGURE 5.17 : DISTRIBUTION DE LA PARESIE PARTIELLE [21].

3.1.3.14. Raideur musculaire
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FIGURE 5.18 : DISTRIBUTION DE LA RAIDEUR MUSCULAIRE [21].

3.1.3.15. Alopécie

Plaques chauves soudaines qui peuvent se chevaucher. L'alopécie areata est
une maladie dans laquelle le systeme immunitaire attaque les follicules pileux, ce qui
peut étre déclenché par un stress extréme. La perte de cheveux est le symptome le
plus courant [21].

250

Mopetia

FIGURE 5.19 : DISTRIBUTION DE L'ALOPECIE [21].
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3.1.3.16. Obésité
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FIGURE 5.20 : DISTRIBUTION DE L'OBESITE [21].

3.1.4. Analyse de correélation des caractéristiques par rapport a la
classe cible

Nous aimerions examiner les données pour voir s'il existe un lien entre les
caractéristiques et la classe d'étiquettes que nous recherchons. Comme le montre la
figure ci-dessous, il n'y a pas de corrélation élevée qui pourrait étre prise en
considération.
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FIGURE 5.21 : CORRELATION ENTRE LES ATTRIBUTS [21].

3.2.  Modélisation

Les modeles de prédiction du risque de diabéte sont développés sur la base des
données disponibles afin de prévenir I'apparition du diabéte a l'avenir.
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e Random Forest (n_estimators = 10, criterion = ‘'entropy',

random_ state = 0),

e Support Vector Machine (c=1.0, break ties=False, cache size=200,
class_weight=None, coef0=0.0, decision function shape='ovr',
degree=3, gamma="'scale', kernel='linear',max iter=-1,
probability=True, random state=0, shrinking=True,

tol=0.00l,verbose=False)

e K-Nearest rddghbors (algorithm="'auto', leaf size=30,
metric="minkowski', metric params=None, n_jobs=None,

n neighbors=5, p=2, weights='uniform'),
e Naive Bayes (priors=None, var smoothing=1e-09),

e Decision Tree (criterion = ‘entropy’, max_depth = 5, random_state = 0),

Logbﬁc Regre&ﬂon (C=1.0, class_weight=None, dual=False,
fit intercept=True, intercept scaling=1, L1 ratio=None,
max_ iter=100, multi class='auto', n_ jobs=None, penalty='L2"',
random_state=None, solver="'newton-cg', tol=0.0001,

verbose=0,warm_start=False) (Moir section 5.3 du chapitre 4 pour les
définitions)

° )«3BOOﬁ(base_score:O.5,booster:'gbtree', colsample bylevel=1l,

colsample bynode=1, colsample bytree=1, gamma=0,
importance type='gain', learning rate=0.300000012,
max delta step=0, max depth=6, min child weight=1,
missing=nan, monotone constraints='()"', n_estimators=100,

n_jobs=8§, num parallel tree=1, objective='binary:logistic',
random state=0, reg alpha=0, reg lambda=1l, scale pos weight=1,
subsample=1)

ont tous été utilisés pour modéliser le diabéte [21].

3.2.1. XGBoost (Extreme Gradient Boosting)

Extreme Gradient Boosting est I'un des algorithmes de boosting qui a une vitesse
d'execution plus rapide et une meilleure performance du modele par rapport aux autres
algorithmes de boosting. Il utilise une approche dans laquelle de nouveaux modeles sont
créés pour prédire les erreurs des modeles précédents, aprés quoi ils sont ajoutés les uns
aux autres pour obtenir le modeéle final. Un algorithme de descente de gradient est utilisé
pour minimiser la perte lors de I'ajout de nouveaux modeles. Cet algorithme est utilisé
pour les problémes de classification et de regression [74].

Le test d'entrainement divise est une meéthode permettant de déterminer les
performances d'un algorithme d'apprentissage automatique. Il peut étre utilisé pour les
problémes de classification et de régression, ainsi que pour toute approche
d'apprentissage supervisé. Dans le cadre de cette procédure, un ensemble de données est
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adopté et divisé en deux sous-ensembles. L'ensemble de données de formation est le
composant initial, qui est utilisé pour ajuster le modele. Le second sous-ensemble n'est
pas utilisé pour former le modele ; il est alimenté par I'élément d'entrée de I'ensemble de
données et les prédictions sont générées et comparées aux valeurs attendues. L'ensemble

de données de test est la deuxieme collection de données. Ici, la formation représente 80 %

et le test 20 % [21].

3.3. Résultats expérimentaux et discussion de la contribution -3-

Aprés avoir entrainé nos sept algorithmes sur un ensemble de données de patients,
nous présentons les resultats expérimentaux. Ces résultats sont destinés a évaluer les
performances du classifieur. Ici nous avons utilisé une matrice de confusion ainsi que
plusieurs mesures d'évaluation telles que la précision, la sensibilité, la spécificité, le score
F1 et le MCC pour évaluer les performances des algorithmes d'apprentissage automatique
aussi nous avons utilisé GridSearchCV 10-folds qui est un outil polyvalent pour I'ajustement
des hyperparamétres dans scikit-learn.

L’exactitude (accuracy) d'un classifieur est une mesure de I'efficacité avec laquelle il
prédit des événements sur la base de données d'apprentissage. Comme le montrent la figure
22, la capacité de prédiction du classifieur est représentée par la matrice de confusion [21].

Truth data

Classification

Class 1 Class 2
overall

Class 1 | | 36) | | 2] | | 38
Classifier
results Class 2 | 2| ‘ E'4| | 55|

Truth |
overall

Overall 5
accuracy (0A):
FIGURE 5.22 : MATRICE DE CONFUSION DE XGBOOST [21].

Le (Tableau 5.1) présente une comparaison de toutes les méthodes de catégorisation
sur la base de divers paramétres. Selon ce tableau, XGBoost est la méthode la plus précise,
suivie de RF. Par conséquent, le classifieur d'apprentissage automatique XGBoost est plus
précis que les autres classifieurs pour prédire le risque de diabéte. Les performances de
chaque classifieur sont représentées sur un graphique a la (Figure 5.23) a l'aide de
différentes mesures [21].

TABLEAU 5.1 : COMPARAISON DES PERFORMANCES DES METHODES MISES EN CEUVRE [21].

Modéle TPR SPC PPV | ACC F1 MCC

RF 0.9231 | 0.9692 | 0.9474 | 0.9519 | 0.9351 | 0.8971

SVM 0.8750 | 0.9531 | 0.9211 | 0.9231 | 0.8974 | 0.8367

KNN(n=5) | 0.7600 | 1.0000 | 1.0000 | 0.8846 | 0.8636 | 0.7886
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NB 0.8649 | 0.9104 | 0.8421 | 0.8942 | 0.8533 | 0.7708

DT 0.8372 | 0.9672 | 0.9474 | 0.9135 | 0.8889 | 0.8227

XGBoost | 0.9474 | 0.9697 | 0.9474 | 0.9615 | 0.9474 | 0.9171

LR 0.8974 | 0.9538 | 0.9211 | 0.9327 | 0.9091 | 0.8559

L'algorithme XGBoost produit les meilleurs resultats, comme le montrent la (Figure
22 et 23). Par conseéquent, le classifieur d'apprentissage automatique RF est plus performant
que les autres classifieurs pour prédire la probabilité d'une maladie diabétique [21].
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FIGURE 5.23 : PERFORMANCES DES TECHNIQUES DE CLASSIFICATION EN TERMES DE SENSIBILITE, DE SPECIFICITE, DE PRECISION, DE
F1 & DE Mcc [21].

La visualisation de ces «accuracies » dans la (Figure 5.24), qui présente une
comparaison des algorithmes d'apprentissage automatique basée sur leurs exactitudes, nous
aide a mieux comprendre les variations entre eux :

Model's Accuracy

98%

96%
94%
92%
90%
88%
86%
84%
RF SVM KNN NB

DT XGBoost LR

FIGURE 5.24 : EXACTITUDE DE CLASSIFICATION DE CHAQUE MODELE D'APPRENTISSAGE AUTOMATIQUE UTILISE [21].
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Les résultats ont été comparés aux travaux existants et I'on constate que I’exactitude
trouvée pour la régression logistique (93,27 %) est meilleure que celle de I'étude 2021 de
Minhaz Uddin Emon et al. [175] (LR ~92 %), et que toutes les exactitudes trouveées sont
également plus élevées que celles de Md. Faisal Faruque et al [145].

4. Experimentation -4-

Cette expérience utilise le « Early stage diabetes risk prediction dataset » (voir section
2.1). Cet ensemble de données assemblé comporte une bonne quantité de points de données
pour les classifications positives et négatives, ce qui en fait un ensemble équilibré.

Cet équilibre garantit non seulement la validité de nos résultats, mais inspire également
confiance dans la fiabilité de nos analyses, ce qui favorise la recherche de conclusions
perspicaces et d'idées fondées sur des données probantes.

La méthodologie suivie est présentée dans la (Figure 5.25) :

Diabetes Dataset

Best suitable model Preprocessing dataset
2
sS4

Proposed
methodology

Data Cleaning
andling Imbalanced Data
Feature scaling & encoding
Feature Selection
Splitting the Data

Model Performance
Evaluation
10-Folds Cross Validatio

)

Building Models
(Traditional algorithms,
Bagging & Boosting ones),

©

FIGURE 5.25 : METHODOLOGIE DE LA CONTRIBUTION 4 [176].

4.1. Visualisation des données

Nous avons visualisé tous les attributs et voici un instantané de la distribution de
I'dge (Figure 5.26).
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Frequency Distribution of Age
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FIGURE 5.26 : DISTRIBUTION DE L'AGE [176].

Sur la base de nos observations, nous avons constaté que la tranche d'age comprise
entre 40 et 50 ans présente la prévalence la plus élevée de diabéte. Cette information vitale
met en lumiére une fenétre démographique critique dans laquelle l'incidence du diabete est
plus prononcée.

4.2. Gestion du déesequilibre des classes et mise a I'échelle/encodage des
caractéristiques

Lorsque I'on travaille avec des ensembles de données ou une classe est nettement
plus abondante que les autres, la gestion du déséquilibre des classes est un facteur crucial a
prendre en compte.

Apres avoir réalisé les diagrammes de comptage « countplots » pour chaque attribut
(voir section 3.1.3), nous avons découvert que les caractéristiques variaient fortement entre
les classes positives et négatives. A I'exception du sexe, ol les femmes de la classe positive
sont plus nombreuses que celles de la classe négative (Figure 5.6). Selon I'étude, les femmes
ne sont pas plus susceptibles que les hommes de contracter le diabéte. Cette situation
semble donc déséquilibrée en faveur de la classe des femmes. Lorsque les femmes sont
sous-représentées dans un ensemble de données par rapport aux hommes, les prédictions du
modele peuvent étre faussées et les classes sous-représentées peuvent obtenir de moins bons
résultats.

Différentes méthodes de suréchantillonnage de la classe minoritaire dans les
ensembles de données déséquilibrés sont fournies par le module imblearn.over_sampling du
paquet Python imbalanced-learn. Comme le montre la (Figure 5.27), nous avons choisi la
méthode RandomOverSampler dans laquelle les instances de la classe minoritaire sont
dupliguées de maniére aléatoire jusqu'a ce qu'elles soient equilibrées avec celles de la classe
majoritaire.

-Codage des variables catégorielles

La majorité des algorithmes d'apprentissage automatique ne peuvent pas utiliser ces
variables directement car ils ont besoin d'entrées numériques.
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Par conséquent, le codage des variables catégorielles constitue une étape essentielle
du prétraitement. On utilise le codage par étiquette, qui est une approche simple dans
laquelle une étiquette entiere distincte est attribuée a chaque catégorie distincte [176].

from imblearn.over_sampling import RandomdverSampler
from collections import Counter

os=RandomOversampler(@.2)

1:
print{"The number of classes before fit {}".format({Counter(y_train_ns)})
Sses

print{"The number of cla gfter fit {}".format{Counter(y_train_os)))

The number of classes before fit Counter({l: 139, @: 14})
The number of classes after fit Counter({l: 139, B: 125})

FIGURE 5.27 : SUR-ECHANTILLONNAGE DE LA CLASSE MINORITAIRE FEMININE.

Le nombre d'échantillons dans la classe minoritaire sera augmenté jusqu'a ce qu'il
atteigne 90% du nombre d'échantillons dans la classe majoritaire dans ce cas, ou le ratio est
fixé a RandomOverSampler(0.9).

4.3. Sélection des caractéristiques « Feature selection »

Lorsque les caractéristiques sont fortement corrélées, les coefficients du modele
peuvent étre instables et il est difficile de comprendre les contributions relatives des
differentes caractéristiques. Ce probléme peut étre résolu par la sélection des
caractéristiques en conservant une seule caractéristique représentative des groupements
associes. Nous avons decouvert qu'il y avait une multicolinéarité, I'étape suivante est donc la
sélection des caractéristiques (Figure 5.28).
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Polyuria class @.663922
class Polyuria @.665922

Polydipsia B, 648734
Polydipsia class B.648734
Polyuria Polydipsia @.593609
Polydipsia Polyuria @.593609
Itching delayed healing ®.453318
delayed healing Itching @.453315
Gender class @.449233
class Gender @.448233
sudden weight loss Polyuria B.447267
Polyuria zudden weight loss 8.447267
Polydipsia partial paresis @,442249
partial paresis Polydipsia @.442249

Polyuria @, 441664

FIGURE 5.28 : CARACTERISTIQUES PRESENTANT LE COEFFICIENT DE CORRELATION LE PLUS ELEVE.
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FIGURE 5.29 : LES 12 CARACTERISTIQUES LES PLUS IMPORTANTES EN UTILISANT SELECTKBEST.

Afin d'améliorer les performances du modele et de réduire le surajustement, la
sélection des caractéristiques est une phase cruciale de l'apprentissage automatique qui
implique le choix d'un sous-ensemble de caractéristiques pertinentes a partir de I'ensemble
de caractéristiques original, en particulier ici lorsque nous avons constaté la présence d'une
multicolinéarité.

Nous avons utilisé deux algorithmes pour cette tache. D'aprés la (Figure 5.29 et
5.30), nous constatons que les algorithmes sont plus efficaces que les algorithmes
traditionnels. Depuis la (Figure 5.30), nous constatons que les deux algorithmes sont
d'accord sur la majorité des caractéristiques, a lI'exception de I'a4ge et de la polyphagie.

Les caractéristiques les plus significatives, selon le classifieur Extra Trees, sont la
polyurie, la polydipsie, la perte de poids soudaine, la parésie partielle et I'age. SelectKBest
répertorie les symptdmes suivants : polydipsie, polyurie, perte de poids soudaine, parésie
partielle et polyphagie [176].
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Feature_Scores Feature_name
195993811 Polydipzia
195.076582 Palyuria

106234470  sudden weight loss

partial paresis

=]
n
k

100.55

72614199 Polyphagia
54.466137 Irritability
39.859810 Age
35.551460 Alopecia
14841300 Genital thrush
13.102842 muscle stiffness
12.556742 visual blurring

8921300 weakness

FIGURE 5.30 : LES 12 CARACTERISTIQUES LES PLUS IMPORTANTES A L'AIDE D'EXTRA TREES [176].

4.4. Ensemble de données Train/Test_Split

Nous avons choisi une taille de test de 0,2, ce qui signifie que 20 % des données
seront utilisées pour les tests et 80 % pour la formation.

e La matrice des caractéristiques d'apprentissage Xtrain contient 504 instances.

e La matrice des caractéristiques de test Xtest contient 127 instances.

4.5.  Approches d'apprentissage automatique

Dans de nombreux domaines, y compris celui de la santé, on observe une
augmentation de la fiabilité et de la précision des méthodes d'apprentissage automatique.
Nous examinons plusieurs de ces algorithmes dans cette section.

Pour la prédiction, nous utiliserons neuf techniques d'apprentissage automatique
supervisé. Nous avons testé certains algorithmes d'apprentissage automatique individuels
ainsi que les algorithmes de bagging et de boosting, qui sont deux techniques
d'apprentissage d'ensemble permettant d'améliorer les performances et la robustesse des
modeles d'apprentissage automatique.

45.1. Les options choisies en matiéere d'algorithme
Nous avons utilisé :

e Algorithmes ML simples (K-voisins les plus proches KNN, Decision
Tree DT et Régression Logistique LR).
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e Les algorithmes de boosting construisent une séquence d'apprenants
faibles dans laquelle chaque apprenant corrige les erreurs du précédent,
ce qui permet d'obtenir un modele final plus solide (XGBoost, Gradient
Boost, Light GBM, AdaBoost).

e Plusieurs apprenants (arbres) sont formés indépendamment et combinés
par le biais d'un vote ou d'une moyenne dans les algorithmes de
regroupement « bagging algorithms » (Random Forest RF et Extra
Trees).

Les performances de chaque classifieur sont présentées dans le (Tableau 5.2).

45.1.1. Renforcement du gradient (Gradient Boosting)

Il s'agit d'une approche d'apprentissage automatique qui permet de
transformer les apprenants faibles en apprenants forts. Breiman Leo est a I'origine du
concept de gradient boosting. 1l se compose de trois éléments : I'apprenant faible, le
modele additif et la fonction de perte. Contrairement a la méthode d'apprentissage
par bagging, qui crée des modéles séparément, le gradient boosting crée des modéles
de maniére séquentielle par itération afin de réduire I'erreur des modeles appris
précédemment [177].

45.1.2. Arbres extrémement aléatoires (Extra Trees)

Extra Trees est une extension de l'algorithme Random Forest. Il fonctionne
en construisant un grand nombre d'arbres de décision, chacun formé sur un sous-
ensemble aléatoire des données d'apprentissage et utilisant des sous-ensembles de
caractéristiques aléatoires pour diviser les nceuds. Toutefois, contrairement aux foréts
aléatoires, les arbres supplémentaires randomisent davantage le processus de
division des nceuds en choisissant les seuils de division de maniére aléatoire, sans
essayer de trouver le meilleur seuil. Ce niveau supplémentaire d'aléatoire peut
conduire a une meilleure généralisation et & une moindre sensibilité au bruit dans les
données [87].

45.1.3. LightGBM (Light Gradient Boosting Machine)

LightGBM est un cadre de renforcement du gradient qui utilise une approche
unique pour construire des arbres de décision. Il vise a optimiser l'efficacité de la
formation et les performances prédictives en utilisant des techniques basées sur
I'nistogramme pour regrouper les valeurs des caractéristiques continues. Cette
approche peut conduire a des temps de formation plus rapides et a la capacité de
traiter des ensembles de données plus importants par rapport aux méthodes
traditionnelles de renforcement du gradient [178].

45.1.4. AdaBoost (Adaptive Boosting)

AdaBoost est un algorithme de renforcement « boosting » populaire. |l
commence par former un apprenant faible (par exemple, une souche de décision) sur
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I'ensemble de données original. Les instances qui ont été mal classées recoivent des
poids plus élevés et un nouvel apprenant faible est formé sur cet ensemble de
données modifié. Ce processus est répété plusieurs fois, chaque apprenant corrigeant
les erreurs du précédent. La prédiction finale est obtenue en agrégeant les prédictions
pondérées de tous les apprenants [179], [180].

4.6. Résultats expérimentaux de la contribution -4-

Cette section présente un résumé detaillé des résultats pour prédire le diabete. Les
mesures de performance d'un algorithme d'apprentissage automatique nous montrent a quel
point il fonctionne bien sur un certain ensemble de données. Par conséquent, nous pouvons
évaluer les performances de plusieurs algorithmes en comparant leurs résultats. Divers
indicateurs de qualité, tels que la précision, le rappel, le score F1 et I'exactitude, sont
fréquemment utilisés. La matrice de confusion, qui résume les performances du modéle et
compte le nombre de prédictions exactes et inexactes, peut étre utilisée pour générer toutes
ces mesures. Dans nos expériences, nous utilisons la validation croisée interne 10 fois
(Tableau 5.2) [176].

TABLEAU 5.2 : EVALUATION DES METRIQUES DES MODELES [176].

Modele Recall | Precision | Specificity | MCC | F1 Acc Std. 10-Fold
score Deviation | Mean

Accuracy

Decision 0.9333 | 0.9825 0.9851 0.9219 | 0.9573 | 96.06% | 2.3967 96.9915%

Tree

Random 0.9655 | 0.9825 0.9855 0.9525 | 0.9739 | 97.64% | 2.0113 97.9414%

Forest

XGBoost 0.9500 | 1.0 1.0 0.9536 | 0.9744 | 97.64% | 2.5727 97.4677%

Gradient 0.9500 | 1.0 1.0 0.9536 | 0.9744 | 97.64% | 3.7638 95.8829%

Boost

Extra Tree | 0.9655 | 0.9825 0.9855 0.9525 | 0.9739 | 97.64% | 2.6335 97.9489%

Light GBM | 0.9661 | 1.0 1.0 0.9688 | 0.9828 | 98.43% | 2.3736 97.6264%

AdaBoost 0.8793 | 0.8947 0.9130 0.7935 | 0.8870 | 89.76% | 4.2412 87.4900%

K-Nearest 0.8308 | 0.9474 0.9516 0.7863 | 0.8852 | 88.98% | 7.0089 88.9236%

Neighbor

Logistic 0.8448 | 0.8596 0.8841 0.7300 | 0.8522 | 86.61% | 2.9894 89.3874%

Regression
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Accuracy

LIGHT GBM

EXTRA TREE

GRADIENT BOOST

XGBOOST

RANDOM FOREST

DECISION TREE

94.50% 95.00% 95.50% 96.00% 96.50% 97.00% 97.50% 98.00% 98.50%

FIGURE 5.31 : COMPARAISON EXPERIMENTALE DES MEILLEURS MODELES EN TERMES D’EXACTITUDE [176].

La (Figure 5.31) illustre une comparaison des performances des meilleurs modeéles
en termes d’exactitude. Extra Tree a surpassé les autres modeles avec une exactitude de
97,95%.

4.7. Discussion de la contribution -4-

Aprés avoir évalué l'efficacité de chaque algorithme. Il a été découvert que
I’exactitude du modéle Extra Tree est significativement plus élevée que celle des modeéles
de boosting et des modéles ML traditionnels. Extra Tree est donc considéré comme la
meilleure technique d'apprentissage automatique supervisé avec une supérieure exactitude
de 97,95 %.

Le (Tableau 5.3) présente les résultats des travaux antérieurs. Pour toutes les
évaluations, I'ensemble de données de prédiction du risque de diabéte au stade précoce a été
utilisé. Nos modéles ont donc amélioré la précision de la prédiction précoce du diabéte.

TABLEAU 5.3 : PERFORMANCE DES MODELES DES ARTICLES CONNEXES [176].

Travail Modele Accuracy
LR 91.81%
D.Rani et al., 2021 [181]
RF 97.82%
M. Banchhor, and P. Singh, 2021 [182] RF 96.88%

Bagging Tree 97.70%
B. Kumar Sahu, and N. Ghosh, 2022 [183] | Boosted Tree 96.20%
Fine KNN 93.10%

L.Akter, and A. Ferdib, 2022 [184] XGBoost 94.23%
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5. Contribution -5-

Nous visons a utiliser trois algorithmes d'apprentissage automatique qui, au moment de
la rédaction du présent document, sont les méthodes les plus fréquemment utilisées dans la
littérature pour construire une classification binaire capable de prédire si une personne est
atteinte de diabete ou non. Enfin, les résultats sont évalués en termes de performance et
d'évolutivité.

Les hopitaux disposent d'une grande quantité d'informations sur les patients. Ces
données peuvent offrir beaucoup plus d'informations si elles sont récupérées avec succes, ce
qui permet de prédire des maladies des mois, voire des années a l'avance. Dans
I'apprentissage automatique, des modeles sont créés sur la base des données collectées et
traitées

La (Figure 5.32) présente I'ensemble de la méthodologie proposée dans ce travail en
utilisant 1’ensemble de données des Centres de contrdle et de prévention des maladies U.S.
(voir section 2.2) :

Diabetes Dataset

Best suitable model

Decision
Making

Preprocessing dataset

Proposed
methodology

Mode! Performance
Evaluation

FIGURE 5.32 : METHODOLOGIE PROPOSEE [185].

L'ensemble de données choisi est d'abord charge et, afin d'effectuer les analyses
appropriées, un prétraitement et une analyse exploratoire des données sont nécessaires. La
phase suivante consiste a appliquer des algorithmes d'apprentissage automatique pour créer
des modéles de prédiction qui doivent étre évalues a l'aide de diverses mesures de
performance. Tout cela permet de choisir le modéle le plus approprié a la tache et de
prendre des décisions intelligentes [185].
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5.1. Prétraitement et EDA de I'ensemble des données

Pour commencer, nous avons établi un prétraitement des données qui comprend les
éléments suivants : Nettoyage des données (suppression des valeurs nulles si elles existent,
élimination des doublons, gestion des valeurs manquantes, exploration et visualisation des
données), traitement du déséquilibre par suréchantillonnage, analyse de corrélation,
normalisation des données, encodage des variables catégorielles et sélection des
fonctionnalités. Les données sont divisées en caracteristiques (X) et en cible (Y). Les
ensembles de données prétraitées sont sauvegardés dans des fichiers pour faciliter la
mémorisation des données et I'exécution du code. Les données n'étant pas équilibrées, un
suréchantillonnage a été utilisé pour les équilibrer. Et pour faciliter le traitement, une mise a
I'échelle standard est utilisée pour les X-caractéristiques [185].

Apres la suppression des doublons, nous obtenons un jeu de données de dimensions
(229474, 22) :

dataset.duplicated().sum()

242848

dataset = dataset.drop_duplicates()

dataset.shape

(229474, 22)

FIGURE 5.33 : ENSEMBLE DE DONNEES APRES ELIMINATION DES DOUBLONS [185].

Exploration & Visualisation de la distribution pour les données catégorielles (Figure
5.34) avec utilisation de graphiques a barres (Bar Charts) : qui sont utiles pour comparer les
fréquences de différentes catégories. Ceux-ci peuvent également fournir un premier apercu
de la sélection ultérieure des fonctionnalités, méme si certains liens sont déja clairement
visibles ici. Par exemple, avec « HighBP » et « HighChol », il existe une nette dépendance
entre eux et le statut diabétique.
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FIGURE 5.34 : DISTRIBUTION DES DONNEES CATEGORIELLES.

La fonction boxplot() de la bibliothéque seaborn basée sur matplotlib est utilisée ici
pour la visualisation des caractéristiques numériques selon le statut diabétique (Figure 5.35).
Aprés I’utilisation de boites a moustaches (Box Plots) qui sont utiles pour identifier les
valeurs aberrantes et comprendre la répartition des données on constate qu’il existe des
valeurs aberrantes évidentes pour les patients MentHIth, PhysHIth & IMC qui doivent étre
traitées (qui seront supprimées de I'ensemble de données). Il existe également un fort
déséquilibre dans les données concernant le statut du diabéte.
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FIGURE 5.35 : DISTRIBUTION DES DONNEES NUMERIQUES.

Le traitement des ensembles de données déséquilibrés « Handling imbalanced
datasets » par suréchantillonnage « Oversampling ». Il s'agit d'une approche d'exploration et
d'analyse des données qui permet de modifier des classes de données inégales afin de
géneérer des ensembles de données équilibrés :

from imblearn.over_sampling import RandomOverSampler

sm = RandomOverSampler()

X_over_sampled , y over_sampled = sm.fit_resample(X , y )
print(“X_balanced shape is " , X_over_sampled.shape )
print("y_balanced shape is " , y_over_sampled.shape )

X_balanced shape is (388754, 21)
y_balanced shape is (388754,)

FIGURE 5.36 : SURMONTER LES DONNEES DESEQUILIBREES [185].
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FIGURE 5.37 : GRAPHIQUE DE CORRELATION [185].

Aprés avoir Vvérifié la corrélation, nous pouvons conclure qu'il existe des faibles
corrélations entre les attributs, ils sont donc relativement indépendants.

Interprétabilité améliorée.

<

Multicolinéarité réduite.

<

Facilité de traitement et d’analyse.

<

Meilleure généralisation.

Nous avons effectuez la standardisation des données avant la sélection des
fonctionnalités pour garantir que toutes les fonctionnalités sont a une échelle comparable en
utilisant StandardScaler(). Cela permet d'éviter que certaines caractéristiques ne dominent le
modele simplement parce qu'elles ont des valeurs numériques plus élevées (Figure 5.38).

from sklearn.preprocessing import StandardScaler
scalar = StandardScaler()

X_train = scalar.fit_transform(X_train)

X_test = scalar.fit_transform(X_test)

FIGURE 5.38 : STANDARDISATION DES DONNEES.
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Ensuite le codage de variables catégorielles qui est le processus de conversion de
caractéristiques catégorielles en une représentation numérique pouvant étre utilisée par les
algorithmes d'apprentissage automatique. Il existe différentes techniques (encodage a chaud,
encodage d'étiquettes, encodage cible et encodage ordinal) ici I’encodage ordinal est
applique.

Concernant la phase de sélection de caractéristiques la téchnique (Recursive Feature
Elimination with Cross-Validation « RFECV ») est appliquée :

rfcl = RandomForestClassifier ()

rfecvl = RFECV (estimator=rfcl, cv=skf5, scoring='recall’,

min features to select=11 )

Pour effectuer RFE, nous avons d'abord besoin d'un estimateur. Ici, nous avons
choisi RF - la condition d'arrét est d'atteindre 11 entités.

La valeur 'rappel' (recall) a été choisie (joue un rdle déterminant dans la
classification des maladies) et Skf5 signifie I'utilisation de StratifiedKFold.

Dans le DataFrame (Figure 5.39), les fonctionnalités sélectionnées sont marquées
avec une « valeur sélectionnée » de « True » et une valeur « Classement » de « 1 ».

Feature_names Selected RFE_ranking

Columns

FIGURE 5.39 : LES FONCTIONNALITES LES PLUS IMPORTANTES SELECTIONNEES AVEC RFECV.
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5.2.  Modélisation

Des approches d'apprentissage automatique ont été appliquées dans ce travail pour
prédire le pronostic du diabéte précoce, et les conclusions attendues ont été obtenues. Nous
avons divise I'ensemble de données en 70 % pour la formation et 30 % pour le test, ce qui a
permis d'obtenir respectivement 272127 et 116627 enregistrements. Avec réglage des
hyperparametres par RandomizedSearchCV 5-Folds.

En raison de sa grande capacité de classification, I'arbre de décision est une approche
d'apprentissage automatique trés répandue dans la profession médicale. Les foréts aléatoires
sont également tres utilisées car elles peuvent générer un grand nombre d'arbres de décision
[185].

5.3. Résultats et discussion de la contribution -5-

Le diabete est la maladie la plus courante qui affecte les personnes. Il existe
plusieurs symptomes et indicateurs du diabéte qu'il convient de rechercher avant de
procéder a une évaluation clinique. Bien que les nouveaux indicateurs identifiés soient
faciles a repérer dans un manuel, la prédiction précise du diabéte reste une difficulté
importante. Pour résoudre ce probléeme, nous avons appliqué trois algorithmes
d'apprentissage automatique supervisé a I'ensemble des données du CDC afin d'étudier la
prédiction du diabéte. L'ensemble de données a été divisé en 70 % de formation et 30 % de
validation. Les mémes données de formation et de validation ont été fournies a tous les
algorithmes [185]. La figure suivante montre un exemple de matrice de confusion de RF:

Truth data

Classification

Class 1 Class 2
overall

Class1 || 51352 | [ 6997] | [ 58349

Classifier Class 2 {
results

Truth [
overall

719 || s7559)| [ 58278

52071||[  64558|

98.619% 89.161%
el
.384%
accuracy (OA): Sk

FIGURE 5.40 : MATRICE DE CONFUSION DE LA CLASSIFICATION BINAIRE DE RF [185].

La figure suivante montre la comparaison des performances de notre modele en
termes d'exactitude, de sensibilité, de précision et de score F1 aprés avoir fait une validation
croisée de 5-folds. Comme on peut le constater, les meilleurs résultats ont été obtenus avec
le classifieur RF, suivi du classifieur DT. LR s'est avéré le moins performant dans cette
situation [185].
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MODEL'S PERFORMANCE COMPARISON

Precision

Sensitivity

FIGURE 5.41 : GRAPHIQUE DE COMPARAISON DES PERFORMANCES DES MODELES [185].

6. Conclusion

Les approches d'apprentissage automatique et d'exploration de données sont utiles pour
le diagnostic des maladies. La capacité a détecter le diabéte a un stade précoce est
essentielle pour que le patient recoive un traitement adéquat. Le diagnostic précoce du

diabete est I'un des problémes les plus difficiles a résoudre dans le secteur des soins de santé.

Dans le cadre de nos recherches, nous avons mis au point des méthodes permettant de
prédire avec précision I'évolution du diabéte. Cette these utilise I'apprentissage automatique
pour prédire le diabete. Sept algorithmes d'apprentissage supervisé sont utilisés pour créer
des modeéles permettant de déterminer si le patient est diabétique ou non dans la contribution
-3-. Tous les algorithmes ont produit de bons résultats. L’exactitude est une mesure de la
perfection d'un algorithme. Une comparaison du modéle de prédiction XGBoost avec des
études antérieures dans le domaine montre qu'il est plus précis (96,15 %) que les études
antérieures.

Aprés un prétraitement bien réalisé et I'entrainement de plusieurs classifieurs avec toutes
ces données, ceux-ci ont été évalués a l'aide de divers critéres de performance, tels que
I'exactitude, le score F1, le rappel et la précision. Avec une exactitude de 97,95 %, la
méthode de classification Extra Trees donne de bons resultats dans la contribution -4-. Les
performances de notre modele démontrent un potentiel remarquable de prédiction du
diabete par rapport a d'autres algorithmes de ML.

Dans la contribution -5- trois algorithmes d'apprentissage automatique supervisé ont été
mis au point, et le plus performant a été retenu. 1l s'agit du RF, qui a atteint une exactitude
de 93,38 %, une sensibilité de 98,62 %, une précision de 88,01 % et un score F1 de 93,01 %
lors des expériences. La principale contribution de cette expérimentation réside dans les
stratégies utilisées pour prétraiter les donnees, ce qui nous permet de valider I'importance
cruciale du prétraitement des données. Les erreurs, les redondances, les valeurs manquantes
et les incohérences affectant toutes l'intégrité de I'ensemble, nous devons les traiter toutes
pour obtenir un résultat plus précis. En outre, un vaste ensemble de données a été choisi
pour accroitre l'efficacité globale du systéme. Enfin, les algorithmes utilisés ont permis de
créer des modeles prédictifs du diabéte tres performants.
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1. Conclusion

La prévalence du diabéte de type 2 augmente a I'échelle mondiale, principalement en
raison des processus d'urbanisation, de I'adoption de nouvelles habitudes alimentaires et des
changements dans le mode de vie. Il est donc essentiel de pouvoir identifier rapidement le
diabete, en particulier dans ses premiers stades.

Dans le diagnostic des maladies, les techniques d'apprentissage automatique (ML) et
d'exploration de données sont importantes. Le diabéte doit étre détecté tot pour que le
patient puisse recevoir un traitement adéquat. Dans cette étude de thése doctorale, les
auteurs ont construit un mécanisme permettant de prédire de maniére fiable le diabete.
Prédire une maladie a ses débuts est un probléeme typique pour les scientifiques et les
médecins, quelle que soit la nature de la maladie. Cela est principalement di au fait que les
pays défavorisés et en développement en sont peu conscients. Ignorer les conditions de
contradiction, le pronostic précoce de la maladie et un traitement efficace peuvent sauver la
vie d'une personne.

Cette these met en avant des avancées significatives dans la prédiction précoce du
diabete a travers diverses contributions utilisant des ensembles de données variés.

e Contribution -1- (Base de données des Indiens Pima) : Utilisation de six
méthodes de classification et d'un modele hybride pour détecter le diabéte a un
stade précoce. Le modéle d'ensemble atteint une exactitude de 90,62 %,
surpassant d'autres méthodes, démontrant ainsi son efficacité dans la détection
précoce du diabéte.

e Contribution -2- (Base de données des Indiens Pima) : L'utilisation de techniques
innovantes de traitement des valeurs manquantes, notamment le mélange de
techniques d'imputation, conduit a un modele Random Forest avec une
exactitude de 92%, dépassant les approches existantes.

e Contribution -3- (Ensemble de données Early stage diabetes risk prediction) :
L'évaluation de 7 techniques majeures révele les performances exceptionnelles
de XGBoost avec un score F1 de 94,74% et une exactitude de 96,15 %. Ces
résultats soulignent la pertinence et I'efficacité de I'approche dans la prédiction
du diabete.

e Contribution -4- (Ensemble de données Early stage diabetes risk prediction) :
L'algorithme Extra Trees atteint une exactitude exceptionnelle de 97,95 %,
surpassant significativement d'autres modeles. Cela ouvre des perspectives pour
des interventions médicales ciblées et préventives.

e Contribution -5- (Ensemble de données des Centres de contréle et de prévention
des maladies U.S.) : L'utilisation d'un ensemble de données plus vaste,
notamment le Behavioral Risk Factor Surveillance System, améliore I'efficacité
globale du systeme. Le modele Random Forest se distingue en anticipant presque
tous les exemples de I'ensemble de test correctement avec une exactitude de
93.38%.
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En résumé, la thése explore différentes approches, modeles, et ensembles de données,
mettant en évidence des avancées significatives dans la prédiction précoce du diabete a
I'aide de I'apprentissage automatique.

2. Perspectives futures

Pour nos perspectives futures, on vise d’ajouter et d’accentuer nos recherches sur les
aspects suivants :

e L’introduction également davantage de modeles d'apprentissage automatique et
d'apprentissage profond pour obtenir de meilleurs résultats. Nous améliorerons les
algorithmes a I'avenir pour accroitre I'efficacité et les performances du systeme.

e A l'avenir, avec l'aide d'un hdpital ou d'un institut médical, nous créerons un
ensemble de données sur le diabete et viserons de meilleurs résultats.

e Nous essaierons eégalement de travailler sur certaines fonctionnalités pour aider a
lutter contre le diabete de maniére encore plus efficace.

e FEtendre notre travail & d'autres maladies chronique en relation directe avec le
diabete comme la Maladie Rénale Chronique dont on a déja commencer le travail
sur (papier : Prédiction et Stadification de la Maladie Rénale Chronique & l'aide de
I'Algorithme de Forét Aléatoire Optimisé [189]) pour obtenir un systeme de
diagnostic complet.

L'amalgamation d'une expertise pluridisciplinaire, regroupant des professionnels de la
santé, des scientifiques des données et des spécialistes du domaine, est impérative pour
surmonter ces défis et exploiter pleinement le potentiel de I'lA dans la prédiction du diabéte.
En surmontant ces obstacles, le domaine peut exploiter le pouvoir transformateur de I'lA
pour favoriser des interventions de santé personnalisées et préventives, révolutionnant ainsi
la gestion et la prévention du diabete a I'échelle mondiale. Une enquéte ultérieure utilisant
un ensemble de données élargi ainsi que la construction d'une boite a outils automatisée
devraient permettre d'accélérer considérablement I'identification rapide du diabéte sucré, au
bénéfice des professionnels de la santé et des personnes en quéte d'une évaluation médicale.

UNE APPROCHE BASEE DEEP LEARNING POUR LA DETECTION DU CANCER DU SEIN
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Productions scientifiques

Revue Scientifique internationale

» S. Samet, M. R. Laouar, I. Bendib, and S. Eom, “Analysis and Prediction of Diabetes
Disease Using Machine Learning Methods,” International Journal of Decision Support
System Technology, vol.14, no. 1, pp. 1-19, Jan. 2022, doi: 10.4018/1JDSST.303943.

Communications internationales

» S. Samet, M. R. Laouar, and 1. Bendib, “Analysis and Prediction of Diabetes Disease using
Machine Learning,” in International Conference on Software Engineering and New
Technologies (ICSENT), July 2021.

» S. Samet, M. R. Laouar, and I. Bendib, “Diabetes mellitus early stage risk prediction using
machine learning algorithms,” in 2021 International Conference on Networking and
Advanced Systems (ICNAS), Oct. 2021, pp. 1-6, doi:10.1109/ICNAS53565.2021.9628955.

» S. Samet, M. R. Laouar, and 1. Bendib, “Use of Machine Learning Techniques to Predict
Diabetes at an Early Stage,” in 2021 International Conference on Networking and Advanced
Systems (ICNAS), Oct. 2021, pp. 1-6, doi: 10.1109/ICNAS53565.2021.9628903.

» S. Samet, M. R. Laouar, and I. Bendib, “Predicting and Staging Chronic Kidney Disease
using Optimized Random Forest Algorithm,” in International Conference on Information
Systems and Advanced Technologies (ICISAT), Dec. 2021, pp. 1-8, doi:
10.1109/ICISAT54145.2021.9678441.

» S. Samet, M. R. Laouar, and 1. Bendib, “Comparative Analysis of Diabetes Mellitus
Predictive Machine Learning Classifiers,” in International Conference on
Computing and Information Technology, 2022, pp. 302-317, doi: 10.1007/978-3-
031-25344-7_27.

» S. Samet and M. R. Laouar, “Building Risk Prediction Models for Diabetes Decision
Support System,” in International Conference on Decision Support System Technology,
2023, vol. 30, no. 4, pp. 171-181, doi: 10.1007/978-3-031-32534-2_13.

Communication nationale

» S. Samet and M. R. Laouar, “Enhancing early-stage risk prediction of diabetes mellitus
through feature selection bagging and boosting techniques,” in National Conference on
Artificial Intelligence (NCAI), 19-20 Dec.2023, pp. 1-6.

Activités scientifiques

v’ Stage de perfectionnement a ’étranger courte durée : Universita degli studi di
Milano, Février 2023.

v Atelier : SAMET Sarra. ChatGPT pour la recherche scientifique : Semaine universitaire de
I'intelligence artificielle au service de la communauté, Tébessa du 16 au 19 avril, 2023.
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