
République Algérienne Démocratique et Populaire 

Ministère de l’enseignement supérieur et de la 

recherche scientifique 

Université Larbi Tébessi – Tébessa 

Faculté des Sciences Exactes et des Sciences de la Nature et de la Vie 

Département : Mathématiques et Informatique 

 

Mémoire de fin d'étude 

Pour l'obtention du diplôme de MASTER 

Domaine : Mathématiques et Informatique 

Filière : Informatique 

Option : Systèmes d’information 

Thème 

Présenté Par : 

Guedri marouane 

 

Devant le jury : 

Mr. M. Amroun             MCA      Univérsité Larbi Tébessa      Président                   

Mr. I. Bendib                MCB      Univérsité Larbi Tébessa      Examinateur                              

Mr. A. Gattal               MCA       Univérsité Larbi Tébessa     Encadreur 

 

 

Date de soutenance : 22/06/2019

La reconnaissance des chiffres manuscrits 

isolés en utilisant l’apprentissage profond 



 
 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 
 

 
 

Résumé 
 

          La reconnaissance des chiffres manuscrits est le premier problème de recherche de la 

communauté de l'analyse et de la reconnaissance de documents depuis plus de trois décennies.  

          Les sous-problèmes de reconnaissance des chiffres manuscrits comprennent 

principalement la segmentation, la reconnaissance des caractères isolés et la reconnaissance des 

chaînes des chiffres et des chiffres isolés.  

          Parmi ces différentes modalités, nous nous intéresserons à la reconnaissance des chiffres 

manuscrits isolés en utilisant l'apprentissage profond pour connaître le contenu d'une image de 

la base de données non normalisé CVL basé sur le modèle de « Convolutional Neural Networks- 

CNNs ». 

          Mots clés : chiffres manuscrits isolés, binarisation, rembourrage (Padding), 

apprentissage profond, réseau de neurones convolution (CNNs). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 
 

 
 

Abstract 
 

          Handwriting recognition has been the premier research problem of the document analysis 

and recognition community for over three decades now.  

          The sub problems in handwriting recognition mainly include line, recognition of isolated 

characters, and recognition of numerical strings and isolated digits.  

          Among these different modalities of handwriting recognition, this work focuses on 

recognition of isolated handwritten digits using deep learning to know the content of the non-

normalised CVL database image based on the « Convolutional Neural Networks-CNNs » 

model. 

          Key words: isolated handwritten digits, Binarization, Padding, Deep learning, 

Convolutional neural network (CNNs). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 
 

 
 

 ملخص
 

 لأكثر بها والاعتراف المستندات تحليل مجتمع في الأولى البحثية المشكلة اليد بخط المكتوبة الأرقام على التعرف يعد          

 . عقود ثلاثة من

 والتعرف الخط مستوى تجزئة أساسي بشكل اليد بخط المكتوبة الأرقام على التعرف في الفرعية المشاكل تتضمن          

 .المعزولة والأرقام الرقمية السلاسل على والتعرف المعزول حرفالأ على

 لمعرفة العميق التعلم باستخدام المعزولة الأرقام على التعرف على نركز سوف المختلفة، الطرائق هذه بين من          

 Convolution Neural» العصبية الشبكات نموذج على بناء   الحجم موحدة غير CVL بيانات قاعدة صورة محتوى

Networks- CNNs». 

الأرقام المعزولة المكتوبة بخط اليد، الترميز الثنائي، الحشو، التعلم العميق، الشبكات العصبية،  الكلمات المفتاحية:          

 (.CNNsالشبكة العصبية التلافيفية )
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I. Introduction générale 

          La reconnaissance des chiffres manuscrits est le premier problème de recherche 

de la communauté de l'analyse et de la reconnaissance de documents depuis plus de 

trois décennies. Les sous-problèmes de reconnaissance des chiffres manuscrits 

comprennent principalement la segmentation au niveau des lignes, des mots ou des 

caractères, la reconnaissance des caractères isolés, des mots ou des lignes / paragraphes 

complets et la reconnaissance des chaînes des chiffres et des chiffres isolés. Parmi ces 

différentes modalités de reconnaissance des chiffres manuscrits, ce projet de fin d’étude 

est consacré à la reconnaissance des chiffres isolés, le problème classique de 

reconnaissance des formes qui offrant des nombreuses d’applications. Contrairement à 

l'alphabet, les dix glyphes des chiffres arabes occidentaux les plus couramment utilisés 

sont partagés par de nombreux scripts et langues à travers le monde, ce qui les rend 

universellement acceptables. Les principaux défis de la reconnaissance des chiffres 

manuscrits proviennent des variations des taille, des forme, d'inclinaison et plus 

important encore des variations dans les styles d'écriture des individus. 

          Avec les récents progrès dans l'analyse des images et la classification des formes, 

des systèmes sophistiqués de reconnaissance des chiffres ont été proposés, qui visent à 

améliorer les performances de reconnaissance globales en améliorant la génération de 

caractéristiques et / ou les techniques de classification utilisées. Certaines des études 

visent à améliorer les performances de classification en utilisant une combinaison de 

plusieurs classificateurs, tandis que d'autres visent à combiner plusieurs caractéristiques 

et à sélectionner l'ensemble des caractéristiques le plus pertinent et optimal pour ce 

problème. 

          L'apprentissage profond est une partie des algorithmes d'apprentissage 

automatisés et a donc été classé dans une section plus large de l'intelligence artificielle 

(IA). L’apprentissage profond de diverses architectures concerne les réseaux de 

neurones profond « deep neural network », les réseaux de neurones récurrents « 

Recurrent Neural Network », les réseaux de croyances profond « Deep Belief Networks 

» et ceux-ci ont été appliqués à divers domaines du monde informatique tels que la 

reconnaissance vocale, la traduction automatique, le traitement du langage naturel, le 

filtrage de réseaux sociaux, la bio-informatique et la conception de médicaments. Le 

Réseau Neuronal Convolutif « CNNs » est l'une des formes les plus importantes 

d'apprentissage profond. Le « CNNs » traite plusieurs couches d'un réseau de neurones 

simple et constitue donc l'algorithme le plus important pour classifier des images ou 

des symboles manuscrits.  

          La reconnaissance des chiffres manuscrits isolés est un problème difficile ces 

dernières années, Bien que de nombreux algorithmes de classification fondés sur 
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l'apprentissage profond soient étudiés pour cela, le taux de reconnaissance et la durée 

d'exécution doivent encore être améliorées.  

          Dans ce travail, nous nous intéresserons à la reconnaissance des chiffres 

manuscrits isolés en utilisant l'apprentissage profond pour connaître le contenu d'une 

image de la base de données non normalisé CVL, on vise à classifier les images en dix 

classes de (0 à 9).  

          Nous avons proposé une approche, basé sur le modèle de « Convolutional Neural 

Networks- CNNs » pour la classification des chiffres manuscrits isolés.  Notre CNNs à 

de trois couches de convolution de taille des filtres (5 x 5), avec trois couches de Max-

pooling chacune de taille de noyau (4 x 4) et une couche entièrement connectée qui 

donne meilleurs taux finals. 

La thèse est organisée de la façon suivante : 

          Dans le chapitre 1, nous présentons les différentes étapes pour la réalisation d'un 

système de reconnaissance des chiffres manuscrits à partir de la phase de prétraitement, 

d’extraction de descripteurs jusqu'aux approches de classification basé sur les 

techniques de Machine Learning. 

          Le deuxième chapitre se focalisera sur les méthodes et techniques neuronales de 

l`apprentissage profond, une description plus détaillée sur les réseaux de neurones 

convolutifs (CNNs) qui est la méthode choisie dans notre expérimentation. 

          Le troisième chapitre présente un état de l’art qui donne une vision générale sur 

les méthodes d’analyse utilisé dans le système de reconnaissance des chiffres 

manuscrits et les résultats obtenus dans la littérature. 

          Le dernier chapitre constitue notre contribution, il exposera les résultats obtenus 

pour la validation du système. 

          Le travail se termine par une conclusion sur les résultats obtenus par la méthode 

utilisée, et des perspectives qui montreront les évolutions possibles de ce travail.
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1 Introduction 

          Le système de reconnaissance des chiffres manuscrits isolés (SRCMI) 

est considéré comme un point initial dans le domaine de la reconnaissance des 

formes. 

          Dans ce chapitre, Nous présentons les différentes phases de 

reconnaissance des chiffres manuscrits isolés en mettant l'accent sur toutes les 

phases du système de reconnaissance des chiffres manuscrits.  

2 Le système de reconnaissance des chiffres manuscrits 

          Un système de reconnaissance des chiffres manuscrits (SRCM) est devenu un 

domaine intéressant qui attire les chercheurs en décennie années précédentes. Le 

système de reconnaissance basé sur les techniques de Machine Learning est composé 

en cinq phase importantes.  

2.1.1 Phase de prétraitement 

          Les objectifs visés par les étapes de prétraitement sont nombreux. Il est 

principalement utilisé pour réduire le bruit sur les données manuscrites, parfois pour 

corriger les défauts, et essayez de ne conserver que les informations importantes du 

formulaire de représentant. 

          Le prétraitement joue un rôle très important et peut influer directement sur les 

performances de la reconnaissance, Depuis il y a beaucoup d'étapes pour compléter la 

reconnaissance avec succès, on peut les citer ci-dessous : 

2.1.1.1 Éliminer le bruit    

          Élimination du bruit comprent principalement le décrochage, le lissage et la 

correction du point sauvage, caractérisé par de grandes variations angulaires comme 

monter dans l’article de [1]. Il s'agit d'éliminer le maximum de bruit pour augmenter la 

discrimination. Voir « la figure 1.1 » : 
 

Figure 1.1 : Exemple de Suppression du bruit. 
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2.1.1.2 Binarisation 

          Le but de la binarisation d’une image est affecter le niveau 1 aux pixels dont la 

valeur est supérieure à un seuil S et le niveau 0 aux autres « Inferieur » en utilisant le 

seuillage. 

          Le document numérisé est une image qui peut être binarisé ou à niveaux de gris, 

à l’aide d’une méthode de seuillage. La détermination du seuil peut être globale, c'est-

à-dire que le seuil a la même valeur pour tous les pixels du document [4], ou locale pour 

laquelle le seuil varie d’une position à une autre.  

 Les méthodes de seuillage global ne sont pas trop consommatrices en termes de 

temps de calcul, par contre, elles ne donnent de bons résultats que si le document 

est uniformément éclairé.  

 Les méthodes de seuillage local sont plus robustes à de telles dégradations mais 

leur temps de calcul est plus important [8].  

 

Figure 1.2 : Exemple de la binarisation. 

2.1.1.3 Squelettisation 

          Il s'agit d'une représentation compacte intuitive formée de lignes d'épaisseur 

égale à un, centrée sur la figure, homotopique à la forme de départ « même nombre de 

composantes connexes » et ayant les mêmes formes et topologie que celle-ci [6]. 

          Le processus de squelettisation permet de réduire et de compacter la taille de 

l'image, garder la forme générale de la particule et trouver un axe médian, définit 

comme l'ensemble de pixels S qui possèdent une égalité de distance par rapport aux 

pixels de frontière qui les entourent [7]. 

La représentation squelettique possède les avantages suivants [7] :  

➢ Une bonne manière pour représenter au mieux les relations structurelles entre les 

composants de modèle. 

➢ Très utilisée dans les systèmes de reconnaissance de caractères, mot, signature et 

empreinte. 

 

Remarque : Selon la qualité du document à traiter, des variations des taille, des formes, 

la méthode d’analyse adoptée et plus important encore des différences dans les styles 

d'écriture des individus, une ou plusieurs techniques de prétraitement sont utilisées.  
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Figure 1.3 : Exemple de squelettisation 

 

2.1.1.4 Normalisation de la taille 

          Pour faciliter la phase de reconnaissance, les chiffres nécessitent d’être 

standardisées à une taille fixée en utilisant des techniques des échantillonnages. 

La contrainte primordiale réside dans le choix de cette taille. La taille exagérément 

petite a un risque d'une perte d'information. Trop grande, la phase de reconnaissance va 

opérer lentement [9]. 

Figure 1.4 : Exemple d’un chiffre manuscrit normalisé 

2.1.1.5 Zonage 

          Le zonage est l’une des fonctionnalités les plus populaires et la plus simple à 

mettre en œuvre. Voir « la figure 1.5) 

 

 

 

 

 

 

 

 

Figure 1.5 : Exemple d’un chiffre zoné de taille (3 * 3) 
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          Lorsque redimensionnée une image individuelle de taille « n * n », les pixels sont 

divisés en (x) zones ou blocs égaux, chacun d’eux ayant la même taille. Les 

caractéristiques sont extraites en comptant le nombre de pixels noirs dans chaque zone. 

Cette procédure est répétée séquentiellement pour toutes les zones (x) qui sont stockées 

sous la forme d'un tableau de signatures pour chaque caractère. Ainsi, pour chaque 

caractère, nous obtenons un tableau de signatures de longueur (x) calculé à partir de 

chaque zone [21]. 

2.1.2 Phase de segmentation 

          La segmentation d'images ainsi définie est un domaine vaste où l'on retrouve de 

très nombreuses approches [10]. 

          La segmentation permet de diviser le texte manuscrit en plusieurs entités telles 

que les mots et les chiffres. Pour la segmentation du chiffre numérique, cela consiste à 

diviser la chaine des chiffres en plusieurs images comportant chacune un chiffre isolé. 

De même, pour les images littérales. 

Il existe deux grandes catégories de segmentations : 

❖ La Segmentation explicite 

❖ La Segmentation implicite 

2.1.2.1 Segmentation explicite 

          Dans cette approche, la séparation des chiffres consiste à diviser la chaine des 

chiffres en plusieurs images parfaitement que possible, Voir « la figure 1.6 ». 

Les chemins de segmentation sont généralement obtenus par des points caractéristiques, 

tels que [5] : 

✓ Des minima locaux du contour supérieur. 

✓ Des espaces entre les caractères ou bien les sous-mots. 

✓ Des points d’intersection les plus probables par une analyse des composantes 

dans le mot. 

 
Figure 1.6 : Exemple de segmentions des chiffres manuscrits (explicite). 

2.1.2.2 Segmentation implicite 

          La Segmentation implicite consiste à segmenter le mot en parties inférieures aux 

lettres appelées graphèmes et à retrouver les lettres puis les mots par combinaison de 

ces graphèmes [14], Voir « la figure 1.7 ». 

Cette segmentation présente des avantages et des inconvénients ce qui fait que cette 

approche est insuffisante pour une modélisation optimale de l'écriture [11] : 
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➢ L'avantage de cette segmentation c'est que l'information est localisée par les 

modèles des lettres et la validation se fait par ses modèles. Il n'y aura pas d'erreur 

de segmentation et enfin on contourne le dilemme de Sayre car en connaissant 

les lettres, on n'engendre pas d'erreur de segmentation. 

➢ Les défauts de cette segmentation viennent du fait que l'espace de recherche des 

limites se trouve très augmenté et le problème est ramené à un problème de 

recherche de zones où se trouvent ces limites. 

 

 

 

 

 

 

 

Figure 1.7 : Exemple de segmentions des chiffres manuscrits « implicite » [78] 

2.1.3 Phase d'extraction des caractéristiques 

          L’objectif de l’extraction des caractéristiques dans le domaine de la 

reconnaissance consiste à exprimer les primitives sous une forme numérique ou 

symbolique appelée codage. Selon le cas, les valeurs de ces primitives peuvent être 

réelles, entières ou binaires [12]. 

          La difficulté ici est de trouver de bonnes caractéristiques. De « bonnes » 

caractéristiques permettent aux classifieurs de reconnaître facilement les différentes 

classes d’objets ; on dit alors qu’elles sont discriminantes. Elles doivent aussi être 

invariantes à certaines transformations « le chiffre 1 appartient à la même classe quelle 

que soit sa taille et la structure » [13]. 

2.1.3.1 caractéristiques structurelles 

          Les caractéristiques structurelles de l’image qui peut considérer la forme de 

caractère exemple « contour, point final, points de branchement, boucles » directions 

caractéristiques et autres [15].  

          Une description structurale d’une texture implique la recherche des motifs 

élémentaires, leur description, puis, la détermination des règles conditionnant leur 

position [16]. En générale, Les caractéristiques structurelles utilisées dépendent de la 

forme à classifier. 

2.1.3.2   caractéristiques texturale 

          L'analyse de la texture fait référence à la caractérisation des régions d'une image 

par leur contenu de texture. L'analyse de texture tente de quantifier les qualités intuitives 

décrites par des termes tels que rugueux, lisse, soyeux ou cahoteux, en fonction de la 

variation spatiale de l'intensité des pixels. En ce sens, la rugosité ou les bosses font 

référence aux variations des valeurs d'intensité, ou niveaux de gris. 
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2.1.3.3 caractéristiques globale 

          Les caractéristiques globales combinent les informations de modèle à longue 

portée en une valeur de caractéristique unique [17]. À représenter au mieux la forme 

générale d'un caractère [18], dépendre de la totalité des pixels d'une image ces 

primitives sont donc dérivées de la distribution des pixels [9]. 

          Les primitives globales cherchent à représenter au mieux la forme générale d’un 

caractère et sont donc calculées sur des images relativement grandes « ex : transformé 

de Fourier et transformé de Hough » [7]. 

2.1.3.4 caractéristiques morphologique 

          La morphologie mathématique permettent d’extraire un squelette pixellique qui 

garantit la connexité de l’image initiale [19]. 

          La morphologie mathématique constitue une Technique d’analyse d’images à 

part entière et peut être utilisée pour résoudre un grand nombre de problèmes de 

traitement d’images tels que [20] : 

 Le filtrage non linéaire d’images : Pour conserver ou supprimer des structures 

d’une image possédant certaines caractéristiques, notamment de forme 

« morphologiques ». 

 Mesure : Pour obtenir des valeurs numériques caractérisant certaines 

propriétés des objets de l’image « exemple : granulométrie, analyse de textures, 

... ». 

 Segmentation : Pour obtenir une partition de l’image en ses différentes régions 

d’intérêt. Généralement, on cherche à séparer les objets de l’image du fond. Le 

paradigme de segmentation morphologique s’appuie sur l’opérateur de ligne de 

partage des eaux. 

2.1.4 Phase de classification 

          La classification est l’élaboration d’une règle de décision qui transforme les 

attributs caractérisant les formes en appartenance à une classe « passage de l’espace de 

codage vers l’espace de décision » [22].  

Selon [23], La processus de classification est réalisé en deux phases : 

2.1.4.1 l’apprentissage 

          Cette étape permet de construire un dictionnaire de prototype. Il s’agit de 

regrouper en classes plusieurs prototypes dont les caractéristiques se rapprochent.  

D’après [24], On distingue ainsi trois types d’apprentissage : 

 

2.1.4.1.1 Apprentissage supervisé « Classification »  

          L'apprentissage supervisé « ou classification » consiste à construire un modèle 

basé sur un base d'apprentissage et des Étiquettes « labels nom des catégories ou des 

classes » et à l'utiliser pour classer des données nouvelles [25] [26]. 

Il existe plusieurs algorithmes et techniques utilisés pour la classification supervisée 

telles que : 



 

 
 

18 Chapitre 01 : Un système de reconnaissance des chiffres manuscrits isolé 

• K-Nearest Neighbors (KNN) 

• Classification Bayésienne. 

• Machine à vecteurs de support (SVM). 

• Réseau neuronal artificiel. 

• Arbres de décision. 

• … 

2.1.4.1.2 Apprentissage non supervisé 

          L’apprentissage non supervisé ou sans professeur consiste à doter le système d’un 

mécanisme automatique qui s’appuie sur des règles précises de regroupement pour 

trouver les classes de référence avec une assistance minimale. Dans ce cas les 

échantillons sont introduits en un grand nombre par l’utilisateur sans indiquer leur 

classe [28].  

On distingue plusieurs algorithmes de clustering, exemple : 

• Artificial Neural Networks « ANN ».  

• K-moyennes « KMeans ». 

• Fuzzy KMeans 

• Espérance-Maximisation (EM)  

• Regroupement hiérarchique 

• … 

2.1.4.1.3 Apprentissage semi-supervisé 

          L'apprentissage semi-supervisé utilise un ensemble de données étiquetées et non-

étiquetés. Il se situe ainsi entre l'apprentissage supervisé qui n'utilise que des données 

étiquetées et l'apprentissage non-supervisé qui n'utilise que des données non-étiquetées. 

L'utilisation de données non-étiquetées, en combinaison avec des données étiquetées, 

permet d'améliorer de façon significative la qualité de l'apprentissage. Un autre 

avantage vient du fait que l'étiquette de données nécessite l'intervention d'un utilisateur 

humain. Lorsque les jeux de données deviennent très grands, cette opération peut 

s'avérer fastidieuse. Dans ce cas, l'apprentissage semi-supervisé, qui ne nécessite que 

quelques étiquettes, revêt un intérêt pratique évident et indiscutable [29]. Dans le cas 

au la reconnaissance des chiffres manuscrits, la classification supervisée a été adoptée 

car elle simplifie considérablement le problème [27]. 

2.1.4.2 la reconnaissance et décision 

          La reconnaissance peut conduire à un succès si la réponse est unique « un seul 

modèle répond à la description de la forme du caractère ». Elle peut conduire à une 

confusion si la réponse est multiple « plusieurs modèles correspondent à la 

description ». Enfin elle peut conduire à un rejet de la forme si aucun modèle ne 

correspond à sa description. Dans les deux premiers cas, la décision peut être 

accompagnée d’une mesure de vraisemblance, appelée aussi score ou taux de 

reconnaissance [28]. Selon [30], Il existe trois approches principales et une approche 

hybride : 
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2.1.4.2.1 Approche statistique 

          Elle est fondée sur l’étude statistique des mesures que l’on effectue sur les formes 

à reconnaître. L’étude de leur répartition dans un espace métrique et la caractérisation 

statistique des classes, permettent de prendre une décision de reconnaissance du type « 

plus forte probabilité d’appartenance à une classe » [28] [31]. Mais elle a besoin d’un 

nombre élevé d’exemples pour effectue un apprentissage correct des lois de probabilité 

des différentes classes. L’étude de leur répartition dans un espace métrique et la 

caractérisation statistique des classes permet de prendre une décision du type : plus forte 

probabilité d’appartenance à une classe. Cette approche bénéficie des méthodes 

d’apprentissage automatique qui s’appuient sur des bases théoriques connues telles que 

: 

 Les méthodes non paramétriques « méthode des k plus proches voisins, … » [34 

[32]. 

Parmi ces nombreuses théories et méthodes on peut citer à titre d'exemple :  

• L’approche bayésienne. 

• La méthode du plus proche voisin. 

• Les réseaux de neurones artificiels. 

• Méthode du plus proche voisin. 

• … 

2.1.4.2.2 Approche structurelle ou syntaxique  

          Les méthodes structurelles reposent sur l’extraction de primitives en prenant 

compte de l’information structurelle [35], et sur la structure physique des caractères. 

Elles cherchent à trouver des éléments simples ou primitives, et à décrire leurs relations. 

Les primitives sont de type topologique telles que : une boucle, un arc… et une relation 

peut être la position relative d’une primitive par rapport à une autre [35] [36].  

          La différence principale entre ces méthodes et les méthodes statistiques est que 

ces caractéristiques sont des formes élémentaires « les primitives sont de type 

topologiques » et non pas des mesures [31]. 

Cette approche Contient plusieurs méthodes telles que : 

• Les structures de graphes. 

• Les structures syntaxiques. 

• Le calcul de distance d’édition entre deux chaînes. 

• La programmation dynamique. 

• Les méthodes de tests. 

• La comparaison de chaînes. 

• … 

2.1.4.2.3 Approche stochastique 

          L’approche stochastique utilise un modèle pour la reconnaissance, prenant en 

compte la grande variabilité de la forme. Dans ce type d’approche, les modèles sont 

souvent discrets et de nombreux travaux reposent sur la théorie des chaines de Markov 

et l'estimation bayésienne [28]. 
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L'approche stochastique considère la forme comme un signal continu dans le temps, 

observable à différents endroits constituant les états d'observation « elle n'est donc 

utilisable que sur des objets comportant une information temporelle ». Le modèle décrit 

ces états à l'aide de probabilités, de transition d'état à état, et d'observation d'états [37] 

[38]. 

2.1.4.2.4 Approche hybride 

          Pour améliorer les performances de reconnaissance, la tendance aujourd’hui est 

de construire des systèmes hybrides qui utilisent différents types de caractéristiques, et 

qui combinent plusieurs classifieurs en couches [37] [40].  

          L’Approche hybride, Est une approche intègre deux ou plusieurs des approches 

qui ont été précédemment rapportés pour surmonter les faiblesses de chaque approche 

et obtenir des résultats plus précis, plus meilleure que les résultats qui auraient été 

obtenus si l’application de chaque approche séparément, comme les approche qui ont 

été fusionnés pour former celui intégré [39].  

Un exemple de cette approche une approche hybride qui combine les approches 

statistiques et structurelles voir (Figure 1.8)0 

 

 

 

 

 

 

 

 

 

Figure 1.8 : Exemple d’hybridation entre deux approches. 

3 Conclusion  

          Dans ce chapitre, nous avons présenté d’une manière générale les différentes 

phases de système de reconnaissance des chiffres manuscrits (SRCM), à partir de la 

phase de prétraitement jusqu'aux approches de classification basé sur les techniques de 

Machine Learning.  

          Dans le deuxième chapitre, nous aurons abordé les principaux méthodes et 

techniques de l`apprentissage profond « Deep Learning ». 
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1 Introduction 

          L’apprentissage profond est l’un des domaines d’apprentissage les plus difficiles 

et les plus novateurs, car il permet un apprentissage automatique à plusieurs niveaux 

pour représenter la distribution de base des données à concevoir. 

          Dans ce chapitre, nous nous concentrons principalement sur les modèles de 

réseau de neurones et les types d'apprentissage profond.  

2 Système de reconnaissance basé sur l'apprentissage profond « Deep Learning » 

          L'apprentissage profond est un sous-ensemble d'apprentissage automatique 

« Machine Learning » qui prend les données en entrée et prend des décisions intuitives 

et intelligentes à l'aide d'un réseau de neurones artificiels « RNA » superposés et 

contenant des couches cachées. D'autre part, est nécessité le module de prétraitement 

« a été expliqué dans le chapitre 1 » pour améliorer et réglé l'image entrée. 

2.1 Réseaux de neurones artificiels 

          Les réseaux de neurones artificiels « RNA » sont des réseaux fortement connectés 

de processeurs élémentaires fonctionnant en parallèle. Chaque processeur élémentaire 

calcule une sortie unique sur la base des informations qu'il reçoit. Toute structure 

hiérarchique de réseaux est évidemment un réseau [34]. D’autre part, chaque processeur 

utilise des perceptrons ou bien des neurones pour faire une seule sortie. 

          Le principe est de regarder la sortie par rapport à ce qui était attendu et de mettre 

à jour les liaisons entre les neurones « les renforcer ou les inhiber » pour améliorer le 

résultat final, qui sera une prédiction de la part du réseau. 

2.1.1 C'est quoi un perceptron ? 

          Le perceptron « un seul neurone » est un modèle de réseau de neurones artificiels 

avec algorithme d'apprentissage [8]. 

2.1.1.1 perceptron linéaire à seuil 

 

 

 

 

 

Figure 2. 1 : Le perceptron avec seuil 

          Un perceptron linéaire à seuil « voire figure 2.1 » prend en entrée n valeurs 

«  𝑥1, … ,  𝑥𝑛 » et calcule une sortie o Un perceptron est défini par la donnée de « 𝑛 +

Chapitre 02 : L'apprentissage profond (Deep Learning)
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1 » constantes : les coefficients synaptiques « 𝑤1, … , 𝑤𝑛 » et le seuil « ou le biais » (𝜃) 

[8] [34].  

2.1.1.2 Perceptron avec entrée supplémentaire 

          On doit remplacer le seuil par une entrée supplémentaire x0 qui prend toujours 

comme valeur d'entrée la valeur « x0 = 1 ». À cette entrée est associée un coefficient 

synaptique 𝑤0. Le modèle correspondant est décrit dans « la figure 2.2 ». On peut 

décomposer le calcul de la sortie o en un premier calcul de la quantité « ∑ 𝑤𝑖
0 𝑖

 »       

appelée « potentiel post-synaptique ou l'entrée totale » suivi d'une application 

d'une fonction d'activation (H) sur cette entrée totale. La fonction d'activation est la 

fonction de Heaviside définie par [8] :  

𝑓(𝑥) = {
1 𝑥 > 0
0 𝑆𝑖𝑛𝑜𝑛.

.................... (1) 

 

 

 

 

 

 

Figure 2. 2 : Le perceptron avec entrée supplémentaire 

2.1.1.3 Perceptrons qui calculent le OÙ 

          Un perceptron qui calcule le OU logique avec les deux versions : seuil ou entrée 

supplémentaire est présenté dans « la figure 2.3 » [8][34]. 

 

 

 

 

 

Figure 2. 3 : perceptrons qui calculent le OÙ 

2.1.1.4 Fonction d’activations 

          La fonction d'activation est une fonction qui appliquée à un signal en sortie d'un 

neurone artificiel. L'activation a pour but de transformer le signal de manière à obtenir 

une valeur de sortie à partir de transformations complexes entre les entrées. 

          A titre illustratif voici quelques fonctions couramment utilisées dans le domaine 

des réseaux de neurones : 

✓ La fonction de Heaviside (1), qui renvoie 1 si le signal en entrée est positif, ou 

0 s'il est négatif. 

http://www.grappa.univ-lille3.fr/polys/apprentissage/sortie005.html#fig:perceptron
http://www.grappa.univ-lille3.fr/polys/apprentissage/sortie005.html#fig:perceptronou
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✓ La fonction de Signe doux (2), qui renvoie 1 si le nombre est strictement positif, 

0 si le nombre est nul, et -1 si le nombre est strictement négatif [75]. 

 

∀𝑥 ∈ 𝑅, 𝑠𝑔𝑛(𝑥) =  {
−1 𝑠𝑖 𝑥 < 0

0 𝑠𝑖𝑥 = 0
1 𝑠𝑖 𝑥 > 0

 …………………………………. (2) 

 

✓ La fonction sigmoïde (3) est utilisée pour le calcul de la valeur de sortie (x) d'un 

neurone artificiel. Celle-ci est de forme [76] : 

 

𝑓(𝑥) =  
1

1+𝑒−𝑥  ………. (3) 

 

✓ La fonction linéaire c'est une fonction simple de la forme [77] :  

 

{
𝑓(𝑥) = 𝑎𝑥

ou 
𝑓(𝑥) = 𝑥

 ……………….. (4) 

 

En gros, l'entrée passe à la sortie sans une très grande modification ou alors sans 

aucune modification. 

2.1.2 perceptrons multicouche 

          Le perceptron multicouche « Multilayer perceptron-MLP en anglais » est un type 

de réseau organisé en plusieurs couches au sein desquelles une information circule. Un 

MLP comprend au moins trois couches de nœuds voire la « Figure : 2.4 » [72] [73] : 

• Une couche d’entrée (n) entrées « pas neurones ». 

• Une couche de sortie de (m) neurones. 

• Plusieurs couches intermédiaires « cachées » avec plusieurs neurones. 

 

 

 

 

 

 

 

 

 

Figure 2. 4 : Example d’un perceptron multicouche 

          À l'exception des nœuds d'entrée, chaque nœud est un neurone utilisant une 

fonction d'activation non linéaire. MLP utilise une technique d'apprentissage supervisée 

appelée rétropropagation pour la formation. Ses multiples couches et son activation non 

linéaire distinguent MLP d'un perceptron linéaire. Il peut distinguer des données qui ne 

sont pas séparables linéairement [74]. 
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2.1.3 Structure d'interconnexion 

          Les connexions entre les neurones qui composent le réseau décrivent la topologie 

du modèle. Elle peut être quelconque, mais le plus souvent il est possible de distinguer 

une certaine régularité [34].  

Dons les Réseau multicouche « RMC », les neurones sont arragés par couche. Il n'y a 

pas de connexion entre neurones d'une même couche et les connexions ne se font 

qu'avec les neurones des couches avales « figure 2.5 ». Habituellement, chaque neurone 

d'une couche est connecté à tous les neurones de la couche suivante et celle-ci 

seulement. Ceci nous permet de soumission la notion de sens de parcours de 

l'information « de l'activation » au sein d'un réseau et donc définir les concepts de 

neurone d'entrée, neurone de sortie.  

          Par extension, on appelle couche d'entrée l'ensemble des « neurones d'entrée », 

couche de sortie l'ensemble des « neurones de sortie » et les couches intermédiaires 

sont appelés « les couches cachée » [8] [34]. 

 

Figure 2. 5 : Définition des couches d'un réseau multicouche 

2.1.3.1 Réseau à connexions locales : 

          Il s'agit d'une structure multicouche, mais qui à l'image de la rétine, conserve une 

certaine topologie. Chaque neurone entretien des relations avec un nombre réduit et 

localisé de neurones de la couche avale « figure 2.6 ». Les connexions sont donc moins 

nombreuses que dans le cas d'un réseau multicouche classique [34]. 

 

 

 

 

 

 

Figure 2. 6 : Réseau à connexions locales 

2.1.3.2 Réseau à connexions récurrentes : 

          Les connexions récurrentes rebroussent l'information en arrière par rapport au 

sens de propagation défini dans un réseau multicouche. Ces connexions sont le plus 

souvent locales « figure 2.7 » [34]. 
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Figure 2. 7 : Réseau à connexions récurrentes 

2.1.3.3 Réseau à connexion complète : 

          C’est la structure d'interconnexion la plus générale « figure 2.8 ». Chaque 

neurone est connecté à tous les neurones du réseau « et à lui-même » [34]. 

 

  

 

 

 

 

 

 

Figure 2. 8 : Réseau à connexions complète 

Il existe de nombreuses autres topologies possibles, mais elles n'ont pas eu à ce jour la 

notoriété des quelques-unes que nous avons décrites ici. 

3 Réseaux de neurone profond  

          Les réseaux de neurones dits « profond » « Deep Neural Networks en anglais » 

sont des perceptrons multicouches-PMC « Multilayer perceptrons-MLP en anglais » 

avec un nombre de couches supérieur à trois. Pendant longtemps les méthodes 

d’apprentissage pour ce type de réseaux de neurones acycliques ne permettaient pas de 

converger vers un réseau de neurones performant. Des avancées majeures sur les 

méthodes d’entraînement et le choix de la fonction de transfert Rectified Linear Unit 

« ReLU » qui minimise l’impact de la dilution du gradient dans les couches basses du 

réseau ont permis d’utiliser des réseaux de neurones de plus en plus gros [63]. 

4 Les types d’apprentissage profond « Deep Learning » 

          Il existe différentes méthodes conçues pour appliquer l'apprentissage profond. 

Chaque méthode proposée à un cas d'utilisation spécifique, comme le type de données. 
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Donc, Sur la base de ces facteurs, voici quelques-unes des méthodes d’apprentissage 

profond : 

4.1 Réseau de neurones convolutifs « CNNs » 

          Le terme réseau convolutifs « CNNs-Convolutional neural networks en anglais » 

est utilisé pour décrire une architecture permettant d'appliquer des réseaux de neurones 

à des réseaux bidimensionnels « généralement des images », basée sur une entrée 

neurale localisée dans l'espace [71]. Cette architecture a également été décrite comme 

la technique des poids partagés ou des champs récepteurs locaux [41] [42]. Le but de 

« CNNs » est d'utiliser des informations spatiales entre les pixels d'une image [43]. Les 

« CNNs » sont particulièrement utiles pour extraire des caractéristiques dans les images 

afin de reconnaître des chiffres manuscrits. Ils apprennent directement à partir de 

données d'images, en utilisant des modèles pour classer les images et en éliminant le 

besoin de module d'extraction de caractéristique ordiner, voir la « figure 2.9 ». 

 

Figure 2. 9 : Schéma fonctionnel typique d'un CNNs [47] 

En empilant plusieurs couches différentes dans un « CNNs », des architectures 

complexes sont construites pour résoudre les problèmes de classification. Les quatre 

types de couches les plus courants sont les suivantes : 

4.1.1 Couche de convolution « CONV » :  

          L'opération de convolution extrait différentes caractéristiques de l'entrée. La 

première couche de convolution extrait les caractéristiques de bas niveau telles que les 

arêtes, les lignes et les angles. Les couches de niveau supérieur extraient des 

caractéristiques de niveau supérieur. « La figure 2.10 » illustre le processus de 

convolution utilisé dans les « CNNs » [43] [44] [45]. 
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Figure 2. 10 : Représentation de convolution sur un image de taille « 4*4 » pixels et 

un convolution filtre 

          Au niveau d’une couche de convolution, les mappes d’entités de la couche 

précédente sont convolutionnées avec des noyaux pouvant être appris et transmises à la 

fonction d’activation pour former la mappe d’entités en sortie. Chaque carte en sortie 

peut combiner des convolutions avec plusieurs cartes en entrée [44]. 

4.1.2 Couches de regroupement (Pooling) 

          Un autre outil très puissant utilisé par les « CNNs » s’appelle le Pooling 

« Subsampling en anglais ou sous-échantillonnage en français ». Le Pooling est une 

méthode permettant de prendre une large image et d’en réduire la taille tout en 

préservant les informations les plus importantes qu’elle contient. 

La couche de regroupement réduit la résolution des fonctionnalités. Il rend les 

fonctionnalités robustes contre le bruit et la distorsion. Il y a deux façons de mettre en 

commun [43] [45] : 

• Max pooling. 

• Mise en commun moyenne. 

Dans les deux cas, l'entrée est divisée en espaces bidimensionnels ne se chevauchant 

pas. Par exemple, sur la « figure 2.8 », la couche « 2 » est la couche de regroupement. 

Chaque entité en entrée mesure « 28 x 28 » et est divisée en régions « 14 x 14 » de taille 

« 2 x 2 ». Pour le regroupement moyen, la moyenne des quatre valeurs de la région est 

calculée. Pour la mise en pool maximale, la valeur maximale des quatre valeurs est 

sélectionnée. 

« La figure 2.11 » explique plus en détail le processus de mise en commun. L'entrée est 

de taille « 4 x 4 ». Pour le sous-échantillonnage « 2 x 2 », une image « 4 x 4 » est divisée 

en quatre matrices non superposées de taille « 2 x 2 ». Dans le cas d'une mise en pool 

maximale, la valeur maximale des quatre valeurs de la matrice « 2 x 2 » est la sortie. En 

cas de regroupement moyen, la moyenne des quatre valeurs est la sortie. 

 

Remarque : pour la sortie avec le filtre « 2, 2 », le résultat de la moyenne est une 

fraction qui a été arrondie à l'entier le plus proche. 
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Figure 2. 11 : Représentation graphique de « max pooling » Et « average pooling » 

[45] 

4.1.3 Couches non linéaires « Non-linear layers » 

          Les réseaux de neurones en général et les « CNNs » en particulier s'appuient sur 

une fonction de « déclenchement » non linéaire pour signaler une identification distincte 

des caractéristiques probables sur chaque couche masquée. Les « CNNs » peuvent 

utiliser diverses fonctions spécifiques, telles que des unités linéaires rectifiées « ReLU » 

et des fonctions de déclenchement continues « non linéaires », pour mettre en œuvre 

efficacement ce déclenchement non linéaire [43] [44] [45]. 

          Un ReLU implémente la fonction « y = max (x, 0) », de sorte que les tailles 

d'entrée et de sortie de cette couche sont identiques. Il augmente les propriétés non 

linéaires de la fonction de décision et du réseau global sans affecter les champs 

récepteurs de la couche de convolution. Par rapport aux autres fonctions non linéaires 

utilisées dans les CNNs « par exemple, tangente hyperbolique, absolue de la tangente 

hyperbolique et sigmoïde », l’avantage d’une ReLU est que le réseau s’entraîne 

beaucoup plus rapidement. La fonctionnalité ReLU est illustrée à « la figure 2.11 », 

avec sa fonction de transfert tracée au-dessus de la flèche [45]. 

 

 

 

 

 

 

 

 

Figure 2. 12 : Représentation graphique de la fonctionnalité ReLU [45] 

Chaque fois qu’il y a une valeur négative dans un pixel, on la remplace par un 0. Le 

résultat d’une couche « ReLU » est de la même taille que ce qui lui est passé en entrée, 

avec simplement toutes les valeurs négatives éliminées. 
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4.1.5 Couches entièrement connectées « Fully connected layers (FC) » 

          Après plusieurs couches de convolution et de max-pooling, le raisonnement de 

haut niveau dans le réseau neuronal se fait via des couches entièrement connectées [43] 

[48]. Les couches entièrement connectées sont souvent utilisées en tant que couches 

finales d'un « CNNs ». Ces couches additionnent mathématiquement une pondération 

de la couche précédente d'entités, indiquant le mélange précis d’ingrédients pour 

déterminer un résultat de sortie cible spécifique. Dans le cas d'une couche entièrement 

connectée, tous les éléments de toutes les entités de la couche précédente sont utilisés 

dans le calcul de chaque élément de chaque entité en sortie. 

4.2 Boltzmann Machines « BMs » 

          Une machine Boltzmann est un réseau d'unités neuronales connectées 

symétriquement qui prennent des décisions stochastiques quant à l'activation ou non. 

Les machines Boltzmann disposent d'un algorithme d'apprentissage simple qui leur 

permet de découvrir des caractéristiques intéressantes dans des jeux de données 

composés de vecteurs binaires. L'algorithme d'apprentissage est très lent dans les 

réseaux comportant de nombreuses couches de détecteurs de caractéristiques, mais il 

peut être rendu beaucoup plus rapide en apprenant une couche de détecteurs de 

caractéristiques à la fois [8]. 

          Les machines Boltzmann sont utilisées pour résoudre deux problèmes de calcul 

très différents. Pour un problème de recherche, les poids sur les connexions sont fixes 

et servent à représenter la fonction de coût d'un problème d'optimisation. La dynamique 

stochastique d’une machine de Boltzmann lui permet ensuite d’échantillonner des 

vecteurs d’états binaires qui représentent de bonnes solutions au problème 

d’optimisation [3] [8]. 

Pour un problème d’apprentissage, un ensemble de vecteurs de données binaires est 

présenté à la machine Boltzmann. Elle doit trouver des pondérations sur les connexions 

afin que les vecteurs de données apportent de bonnes solutions au problème 

d’optimisation défini par ces pondérations. Pour résoudre un problème d'apprentissage, 

les machines Boltzmann apportent de nombreuses modifications mineures à leurs poids, 

et chaque mise à jour les oblige à résoudre de nombreux problèmes de recherche 

différents [2] [3] [8]. 

 

 

 

 

 

 

 

 

Figure 2. 13 : Exemple de machines Boltzmann 
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4.2.1 Apprentissage dans les machines Boltzmann 

          Pour un ensemble de vecteurs d'état d'apprentissage « les données », 

l'apprentissage consiste à rechercher des poids et des biais « les paramètres » qui 

rendent ces vecteurs d'état bons. Plus spécifiquement, l’objectif est de trouver les 

« poids / biais » qui définissent une distribution de Boltzmann dans laquelle les vecteurs 

d’apprentissage ont une probabilité élevée [8] [60]. 

4.2.2 La vitesse d'apprentissage 

          L'apprentissage est généralement très lent dans les machines Boltzmann 

comportant de nombreuses couches cachées, car les grands réseaux peuvent mettre 

longtemps à se rapprocher de leur distribution d'équilibre, en particulier lorsque les 

poids sont importants et que la distribution d'équilibre est hautement multimodale, 

comme c'est généralement le cas lorsque les unités visibles ne sont pas attachées. Même 

si des échantillons de la distribution d'équilibre peuvent être obtenus, le signal 

d'apprentissage est très bruyant, car il s'agit de la différence entre deux attentes 

échantillonnées. Ces difficultés peuvent être surmontées en limitant la connectivité, en 

simplifiant l'algorithme d'apprentissage et en apprenant une couche cachée à la fois [8]. 

4.3 Réseau Hopfield 

          Le réseau Hopfield consiste en un ensemble de neurones interconnectés qui 

mettent à jour leurs valeurs d’activation de manière asynchrone. Les valeurs 

d'activation sont binaires, généralement {-1,1}. La mise à jour d'une unité dépend des 

autres unités du réseau et d'elle-même. Une unité i sera influencée par une autre unité j 

avec un certain poids et aura une valeur seuil. 

Il existe donc une contrainte À cause aux autres neurones et À cause au seuil spécifique 

de l'unité [61]. 

4.3.1 Réseaux asynchrones 

          Dans un réseau asynchrone, chaque unité calcule son excitation à des moments 

aléatoires et change son état en 1 ou -1 indépendamment des autres et en fonction du 

signe de son excitation totale. La probabilité que deux unités tirent simultanément est 

égale à zéro. Par conséquent, la même dynamique peut être obtenue en sélectionnant 

une unité de manière aléatoire, en calculant son excitation et en mettant à jour son état 

en conséquence. Il n'y aura pas de délai entre le calcul de l'excitation et la mise à jour 

de l'état [62]. 

4.3.2 Mise à jour et paramètres 

          La nouvelle valeur d'activation « état » d'un neurone est calculée, en temps 

discret, par la fonction [61] : 

 

{
𝑥𝑖(𝑡 + 1) = 𝑠𝑖𝑔𝑛(∑ 𝑥𝑗(𝑡)𝑤𝑖𝑗

𝑛
𝑗=1 −  𝜃𝑖) 

𝑂𝑢 𝑋 = 𝑠𝑖𝑔𝑛(𝑋𝑊 − 𝑇)
 ………………….. (4) 
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• Où X, W, T et la fonction de signe sont :              𝑋 =  {

𝑥1

𝑥1

⋮
𝑥𝑛

   ………….  (5)      

 

• W est la matrice de poids : 𝑊 =  (
𝑤11
𝑤21

⋮
𝑤𝑛1

𝑤12
𝑤22

⋮
⋯

⋯
⋯
⋱
⋯

𝑤1𝑛
𝑤2𝑛

⋮
𝑤𝑛𝑛

)….. (6) où 𝑤𝑖𝑗 peut être 

interprété comme l'influence du neurone i sur le neurone j « et 

réciproquement ». 

T est le seuil de chaque unité :  𝑇 =  (

𝜃1

𝜃2
⋮

𝜃𝑛

) ………………………… (7) 

• La fonction de signe est définie comme : {
 1 𝑠𝑖 𝑥 ≥ 0
−1 𝑠𝑖𝑛𝑜𝑛

  ………. (8) 

Nous pouvons facilement représenter un réseau Hopfield par un graphe non orienté 

pondéré [61] : 

✓ Chaque unité est un sommet. 

✓ L’arête pondérée entre chaque sommet est le poids, W est alors utile en tant que 

matrice adjacente. 

Par exemple, « La figure 2.14 » correspondra à : 

𝑋 =  (
𝑥1
𝑥2

𝑥3

), 𝑊 =  (
0

−1
1

−1
0

−1

1
−1
0

), 𝑇 =  (
−0.5
−0.5
−0.5

) 

 

 

 

 

 

 

 

 

Figure 2. 14 : Un réseau Hopfield de trois unités [61] [62] 

Généralement, un réseau Hopfield a une matrice de pondération symétrique, zéro 

diagonale « pas de boucle, une unité n’influence pas sur elle-même ». 

4.4 Réseau de neurones récurrent « RNR » 

          Un réseau de neurones récurrent « Recurrent Neural Network – RNN » est un 

réseau de neurones dont le graphe de connexion contient au moins un cycle [63]. 

Contrairement aux « MLP », les réseaux de neurones récurrents « Recurrent neural 
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networks ou RNN », présentés dans « la figure 2.15 », comportent des cycles au sein du 

graphe de neurones [64]. 

 

Figure 2. 15 : Représentation compacte des RNN. Toutes les flèches représentent des 

connexions complètes. La flèche en pointillée représente les connexions ayant un 

décalage temporel « t – 1 » 

           

          La motivation principale derrière ce type d’architectures est de pouvoir 

manipuler des séquences de vecteurs d’entrée, représentant chacun un événement 

temporel, et non pas seulement des données isolées n’ayant pas de signification 

temporelle. En déroulant, par rapport au temps, la modélisation compacte d’un « RNN » 

« voir la figure 2.16 », ce type de réseaux peut ainsi être considéré comme une suite 

temporelle de réseaux « MLP » reliés entre eux à travers leurs couches cachées 

respectives. Cette liaison permet aux « RNN » d’encoder des dépendances latentes entre 

les événements d’une séquence de vecteurs d’entrée [65]. 

 

 

 

 

 

 

 

 

 

Figure 2. 16 : Représentation dépliée des RNNs 
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Suivant cette modélisation, un « RNN » prend en entrée une séquence d’événements 

𝑥 = (x1, x2, … ,  x𝑡) et définit la séquence d’états cachés ℎ = (h1, ℎ2, … ,  ℎ𝑡) pour 

produire la séquence de vecteurs de sortie 𝑦 = (𝑦1, 𝑦2, … ,  𝑦𝑡)en itérant de 𝑡 = 1 à 𝑇 

[65] : 

ℎ𝑡 = 𝐻(𝑊𝑥ℎ𝑥𝑡 +  𝑊ℎℎℎ𝑡−1) ……. (9) 

𝑦𝑡 = 𝑊ℎ𝑦ℎ𝑡 + 𝑏𝑦 ……………… (10) 

Où 𝑇 est le nombre total de vecteurs d’entrée, Wαβ est la matrice de poids entre les 

couches α  et β , et 𝑏β est le vecteur de biais de la couche β . La fonction 𝐻 utilisée dans 

le cas des « RNNs » est généralement la tangente hyperbolique « tanh ». 

Étant conçu pour les réseaux non bouclés, l’algorithme de rétropropagation du gradient 

n’est pas suffisant pour la prise en compte des liaisons temporelles exprimées à travers 

les formules ( 9) et ( 10). Une solution à ce problème consiste à considérer une 

représentation dépliée « hiérarchisée » des « RNNs ». Dans la schématisation offerte 

dans « la figure 2.17 », l’échelle temporelle, représentée à travers les arcs diagonaux, 

porte maintenant une signification hiérarchique dans le sens où les couches cibles sont 

de plus haut niveau. C’est à travers cette représentation hiérarchisée que nous pouvons 

utiliser l’algorithme de rétropropagation du gradient généralisé aux réseaux de neurones 

non bouclés. Cette version est appelée rétropropagation du gradient à travers le temps 

« Backpropagation Through Time ou BPTT » [65] [66]. 

 

 

 

 

 

 

 

 

 

 

Figure 2. 17 : Représentation dépliée hiérarchisée des RNNs 
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4.5 Longue mémoire à court terme (LMCT) 

          LMCT « Long Short-Term Memory – LSTM en Anglais » est une architecture de 

réseau de neurones récurrents « RNNs » spécifique conçue pour modéliser des 

séquences temporelles [63] [67]. 

          Le LMCT a des dépendances à longue portée qui le rendent plus précis que les 

RNN conventionnels. L'algorithme de rétro-propagation dans l'architecture RNN 

provoque un problème d'erreur de retour [65] [67]. Contrairement à « RNNs, LSTMs » 

contient des unités spéciales appelées blocs de mémoire dans la couche cachée 

récurrente. Les blocs de mémoire contiennent des cellules de mémoire avec des 

connexions automatiques, stockant l'état temporel du réseau, ainsi que des unités 

multiplicatives spéciales appelées portes, destinées à contrôler le flux d'informations. 

Chaque bloc de mémoire de l'architecture d'origine contenait trois types de portes, à 

savoir [67] : 

• Porte d'entrée : la porte d'entrée contrôle le flux d'activations d'entrée dans la 

cellule de mémoire. 

• Porte de sortie : la porte de sortie contrôle le flux de sortie des activations de 

cellules dans le reste du réseau. 

• Oublier la porte : met à l’échelle l’état interne de la cellule avant de l’ajouter en 

tant qu’entrée à la cellule via la connexion auto-récurrente de la cellule, ce qui 

permet d’oublier ou de réinitialiser de manière adaptative la mémoire de la 

cellule. 

En outre, l’architecture « LMCT » moderne contient des connexions de judas de ses 

cellules internes aux portes de la même cellule pour apprendre le minutage précis de la 

sortie. 

          Afin de faciliter l'analyse, l'architecture « LSTM » est souvent déployée sur une 

dimension time « temps » qui peut être représentée par le diagramme suivant « voir la 

figure 2.17 » [67]. 

Figure 2. 18 : Architecture du modèle de mémoire à court terme et dépliée 

Un réseau « LMCT » calcule un mappage d'une séquence d'entrée 𝑥 = (𝑥1, 𝑥2, … ,  𝑥𝑡) à 

une séquence de sortie 𝑦 = (𝑦1, 𝑦2, … ,  𝑦𝑡) en calculant les activations d'unité du réseau 

à l'aide des équations suivantes de manière itérative à partir de 𝑡 = 1 à 𝑇 comme 

suit [65] [67] : 
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𝑖𝑡 =  𝜎(𝑊𝑥𝑖𝑥𝑡 +  𝑊ℎ𝑖𝑥𝑡−1 + 𝑊𝑐𝑖𝑐𝑡−1 +  𝑏𝑖) ………….. (11) 

𝑓𝑡 =  𝜎(𝑊𝑥𝑓𝑥𝑡 +  𝑊ℎ𝑓ℎ𝑡−1 +  𝑊𝑐𝑓𝑐𝑡−1 +  𝑏𝑓) ………… (12) 

𝑐𝑡 =  𝑓𝑡𝑐𝑡−1 + 𝑖𝑡 tanh (𝑊𝑥𝑐𝑥𝑡 + 𝑊ℎ𝑐𝑥𝑡−1 + 𝑏𝑐 ………. (13) 

𝑜𝑡 =  𝜎(𝑊𝑥𝑜𝑥𝑡 + 𝑊ℎ𝑜ℎ𝑡−1 +  𝑊𝑐𝑜𝑐𝑡−1 +  𝑏𝑜) …………. (14) 

ℎ𝑡 =  𝑜𝑡 tanh (𝑐𝑡) …………………………………..…… (15) 

 

          Les « LMCTs » ont montré leur efficacité dans divers domaines d’application. Ils 

sont considérés actuellement comme l’approche état de l’art dans plusieurs tâches 

traitant des données séquentielles [65]. 

4.6 réseaux de croyance profond 

          Les réseaux de croyances profond « Deep Belief Networks » sont un type 

particulier de réseaux de neurones artificiels et comprennent plusieurs couches de 

machines de Boltzmann « RBM » restreintes « voir la figure 2.19 » [69]. Les deux 

couches supérieures servent généralement de mémoire associative de l'entrée, ce qui 

permet de récupérer l'entrée dans la mémoire du réseau [68]. 

 

 

 

 

 

 

 

 

Figure 2. 19 : Réseau de croyances profondes composé de plusieurs couches de RBM 

          Le processus d'apprentissage de « DBN » diffère du processus d'apprentissage 

non supervisé utilisé pour la « RBM ». Le processus d'apprentissage comprend deux 

étapes : 

 La première étape : le réseau extrait les entités couche par couche de manière 

non supervisée et la sortie d'une couche sert d'entrée à la couche suivante [70]. 

Ainsi, le réseau apprend à extraire des entités de celles extraites de la couche 

précédente. De ce fait, il est capable de détecter des corrélations d’ordre élevé 

dans les données en extrayant des caractéristiques plus profondes couche par 

couche [68]. 

 La deuxième étape : une fois que toutes les couches ont été pré-entraînées, les 

poids entre les couches simples sont ajustés de manière supervisée. Pour 
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l’apprentissage supervisé, un algorithme d’apprentissage par rétro-propagation 

est appliqué [70]. La rétro-propagation est connue pour ses faiblesses en matière 

de recherche de solutions globalement optimales et pour son inefficacité 

informatique. Cependant, son application à un réseau pré-formé accélère le 

processus d'apprentissage car les poids ne sont ajustés que dans l'apprentissage 

par rétro-propagation. Par conséquent, les inconvénients typiques ne s'appliquent 

pas à cette application [70]. 

5 Conclusion  

          Dans ce chapitre, nous avons présenté en particulier les concepts de base du 

système d'apprentissage profond, ainsi une variété que divers les systèmes de 

reconnaissances utilisés dans ce domaine. Nous sommes également intéressés par la 

mise en œuvre de « CNNs » dans notre expérience pour fournir une décision de 

classification. 

          Dans le chapitre suivant, nous présenterons un état de l’art sur les différentes 

techniques et méthodes utilisées dans le système de reconnaissance des chiffres 

manuscrits. 
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3.1 Introduction 

          La reconnaissance des chiffres manuscrits fait l’objet d’un nombre important de 

travaux de recherche, Elle a connu ces dernières années plusieurs travaux ont 

récemment vu le jour. 

          Dans ce chapitre, nous présenterons les différents travaux de reconnaissance des 

chiffres manuscrits en fonction de la méthode d'extraction des caractéristiques proposé, 

la base de données utilisé et du résultat obtenu. 

3.2 Description de différents travaux ultérieurs 

          Plusieurs méthodes de classification ont été développées en utilisant les 

différentes techniques de reconnaissances. Dans ce qui suit, nous allons présenter des 

travaux de différents auteurs sur la reconnaissance des chiffres manuscrits. 

3.2.1 Reconnaissance des chiffres manuscrits isolés : 

3.2.1.1 F. Menasri et N. Vincent. (2008) [50] :  

          F. Menasri et N. Vincent proposent un système de reconnaissance de chiffres 

farsis isolés en utilisant une autre topologie de réseaux de neurones à convolution 

(CNNs) et similaire à celle d’un LeNet5, mais pour lequel le dernier étage (classifieur 

à base de combinaison de gaussiennes) est remplacé par un perceptron multicouche à 

sorties softmax, qui s’appliquent également bien à la reconnaissance de chiffres indiens 

et ne nécessite pas de phase d’extraction de caractéristiques. Le système prend en 

entrées des images en niveaux de gris de taille 32x32. Le réseau est entraîné par 

rétropropagation du gradient d'erreur. Il apprend sa propre extraction de caractéristiques 

conjointement à l’apprentissage de la tâche de classification. La technique de 

déformations élastiques propose pour augmenter la taille de l’ensemble d’apprentissage 

à l’aide de données pseudo-aléatoires obtenues en déformant les données 

d’entraînement. L'objectif de cette méthode consiste à entraîner le modèle sur 

davantage de données, de telle sorte que le reconnaisseur dispose d’une couverture 

d’exemples plus large, de manière à mieux prendre en compte la variabilité de 

l’écriture. Le système proposé a été testé avec succès sur la base de données MNIST 

qui constitue 60.000 images d’apprentissage et 20.000 images de test, les résultats 

expérimentaux montrent un taux de reconnaissance de 99.02 %. 

3.2.1.2 N. V. Rao et al. (2011) [51] :  

          Ce travail a proposé une technique d'extraction des caractéristiques pour 

améliorer les résultats de reconnaissance de deux chiffres de forme similaire. Cette 

technique repose sur trois Phases, la nouvelle approche en matière de prétraitement, 

d’extraction de caractéristiques et de classification. Les images d'entrées sont en 

niveaux de gris manuscrits isolés. Après le prétraitement (élimination du bruit, 

normalisation de la taille et squelettisation), une méthode d'extraction de 
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caractéristiques est appliquée pour capturer les caractéristiques les plus pertinentes du 

caractère en appliquant une grille à l'image et en calculant les valeurs en diagonale 

(Diagonal feature extraction scheme). En utilisant seulement ces caractéristiques, le 

classifieur basé sur le Réseaux de Neurones Artificiels (RNA) décide finalement 

l’appartenance de chiffre à une classe. Le taux de reconnaissance obtenus est 95.6% 

pour 20 et 30 nœuds cachés, sur la base de données MNIST qui contient un ensemble 

de 60.000 échantillons d’apprentissage et 10.000 échantillons de test.  

3.2.1.3 A. Gattal et al. (2014) [52] 

          Ce travail a été proposé une nouvelle méthodologie basée sur la combinaison de 

caractéristiques pour atteindre des taux de reconnaissance élevés sur des chiffres 

manuscrits isolés non normalisés. Sont utilisé dix caractéristiques, sept de ces 

caractéristiques sont extraites directement de l'image du chiffre (Hu’s Moment 

Invariants, Skew Angle, Zernike Moments, Projection Histograms, Profile based 

features, Background features, Skeleton based features), tandis que trois 

caractéristiques (Global features, Histogram of contour chain code, Ridgelet transform) 

sont extraites de différentes régions de l'image en appliquant la méthode de grille 

uniforme (uniform grid). L'idée de cette approche est de combiner ces différentes 

caractéristiques pour représenter au mieux les chiffres sans aucune normalisation de 

taille.  

          Le classifieur SVM proposé est basé sur une approche multiclass un-contre-tous 

(one-against-all) et évaluée sur la base de données CVL des chiffres isolés, qui contient 

un ensemble d’apprentissage de 21.780 chiffres et de 7.000 chiffres pour le test. Cette 

approche a permis d’atteindre un taux de reconnaissance estimé à 96,62%. 

3.2.1.4 L. B. Saldanha et C. Bobda. (2015) [53] 

          Ce travail a été proposé une approche pour concevoir et implémenter un système 

embarqué sur FPGA (Field Programmable Gate Arrays), « en référence à l'importance 

des solutions mixtes (matériel / logiciel) » pour la reconnaissance des chiffres 

manuscrits, basé sur un réseau profond et un vaste perceptron. Les accélérateurs 

matériels sont utilisés pour le pipeline de traitement d’images, ce qui libère le logiciel 

de la lourde tâche liée au traitement séquentiel des pixels de l’image. 

          Afin d’augmenter les performances de l’application, une méthode de 

régularisation a été utilisée lors de la phase d’apprentissage du réseau de neurones 

artificiel (RNA) pour réduire considérablement les opérations en virgule flottante, grâce 

à une combinaison de réorganisation du code et d'accélérateurs matériels dédiés.  

          Ce système appliqué à la base de données MNIST qui contient 60.000 chiffres 

pour l'apprentissage et 10.000 chiffres pour le test (chaque chiffre a 28 x 28 pixels en 

niveaux de gris et chaque pixel est représenté par 8 bits). Les résultats de ce travail 

montrent que les systèmes embarqués sont déjà capables d’atteindre des performances 

acceptables lors de l’exécution de tâches complexes (voir la table 3.1). 



 

 
 

39 Chapitre 03 : État de l'art 

 

Table 3.1 : La performance du logiciel 

3.2.1.5 A. Gattal et al. (2016) [54] 

          Ce travail a été proposé pour améliorer l'étape d'extraction des caractéristiques 

dans les systèmes de reconnaissance de chiffres isolés sans aucune normalisation de la 

taille de l’image, en utilisant les caractéristiques de texture basée sur oBIFs (oriented 

Basic Image Features). L'auteur utilise une combinaison de (oBIFs) et de 

caractéristique de fond. Les oBIFs pour capturer les informations de texture sous forme 

un vecteur, tandis que les caractéristiques de fond exploitent les propriétés 

géométriques et topologiques des chiffres pour une représentation discriminatoire. La 

classification est effectuée à l’aide de la (SVM) multi-classes, basée sur l'approche un-

contre-tous (one-against-all). 

          Les expériences ont été effectuées sur la base de données CVL (Computer Vision 

Lab). La base de données comprend 7.000 chiffres pour l'apprentissage, 21.780 pour le 

test et 7.000 pour la validation. Toutes les images sont binarisées à l’aide de la méthode 

de binarisation KittlerMet avant l’extraction de caractéristiques. La méthode proposée 

réalise un taux de reconnaissance de 95,21%. 

3.2.1.6 H. Zhan et al. (2017) [55] 

          Ce travail, proposé un nouveau réseau basé sur "Recurrent Neural Network & 

Connectionist Temporal Classification" (RNN-CTC) pour la reconnaissance des 

chiffres manuscrits. Ce système utilisé un réseau résiduel plus efficace pour extraire des 

séquences de caractéristiques plus discriminantes et prédire les résultats de la 

reconnaissance et modifier le (LSTM) bidirectionnel standard en ajoutant une couche 

entièrement connectée (fully connected layer) avant de combiner les deux directions 

pour la convergence. Au sommet de ce réseau, une CTC standard est appliquée pour 

calculer la perte et obtenir les résultats finaux. Pour évaluer l'efficacité de ce modèle, 

l'auteur a conçu deux expériences avec deux bases de données : L'une consiste à montrer 

les performances de reconnaissance sur un base de données des chiffres isolé et l'autre 

à vérifier le potentiel du modèle pour la reconnaissance de chaînes de chiffre.  

          L’expérimentation a été effectué sur la base de données CVL HDS (Computer 

Vision Lab Handwritten Digit String), qui contient un ensemble de 1.262 échantillons 

pour l'apprentissage et 6.698 échantillons pour le test. L’autre base de données appelé 

ORAND-CAR, est constitué de 11.719 échantillons divisés en deux sous-ensembles, 

ORAND-CAR-A et ORAND-CAR-B.  
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          L’expérimentation est effectué un taux de reconnaissance plus élevées sur 

ORAND-CAR-A et ORAND-CAR-B, mais cela fonctionne très mal sur la base de 

donne CVL HDS. (Voir la table 3.2) 

 

Table 3.2 : Taux de reconnaissance de différents modèles sur les ensembles de 

données. 

3.2.1.7 S. R. Kulkarni et B. Rajendran. (2018) [56] 

          Dans ce travail, l’auteur se concentre sur l’application d’un algorithme 

d’apprentissage supervisé précis basé sur le problème de la reconnaissance des chiffres 

manuscrits en utilisant un réseau optimisé en termes de nombre de paramètres 

d’apprentissage selon les contraintes d’énergie et de mémoire. Dans le but de démontrer 

un réseau de neurone d’apprentissage SNN (Spiking Neural Networks) capable 

d’obtenir une précision et une efficacité élevées, en utilisant l’algorithme de descente 

normalisée approximative (Normalized Approximate Descent-NormAD) récemment 

proposé. A également former un réseau de neurones artificiels (RNN) équivalent avec 

la même architecture, pour les comparer avec le SNN proposé. Après avoir optimisé les 

hyper-paramètres du réseau, SNN et ANN ont été formés à l’ensemble des données 

MNIST (60.000 images) pour 20 (epochs). Le SNN proposé dépasse un réseau de 

neurones artificiels (RNA) non convergents équivalent, où elle a atteint un taux de 

reconnaissance de 98,17%, contrairement à (ANN) qui a atteint un taux de 98%. 

3.2.1.8 J. Qiao et al (2018) [57] 

          Dans cet article, une stratégie (Deep Q-learning) adaptative est proposée pour 

améliorer encore la précision et réduire la durée d'exécution de la reconnaissance des 

chiffres manuscrits. En combinant l'apprentissage profond et Q-learning 

(L'apprentissage par renforcement) pour former un réseau Q-Learning adaptatif (Q-

learning Deep Belief network-Q-ADBN). L'auteur utilise cette stratégie (Q-ADBN) 

d'une part, pour extraire les principales caractéristiques des images de chiffres 

manuscrites originales en utilisant la méthode auto-encodeur profond adaptatif - AEPA 

(adaptive Deep auto-encoder-ADAE), cette méthode permettre d'ajuster de manière 

adaptative le taux d'apprentissage, ce qui réduit le temps d'exécution. D'autre part, 

l'algorithme Q-learning est utilisé comme un classifieur et les caractéristiques extraites 

sont considérées comme les états actuels de l'algorithme Q-learning, généralement 

utilisé pour renforcer la phase d’apprentissage. 

          Le système appliqué sur la base de données MNIST, qui contient 60.000 images 

pour l'apprentissage et 10.000 images pour le test. Chaque image de chiffre manuscrit 

de taille 28 × 28 pixels et la plage de chaque point de pixel est comprise entre 0 et 1. 

Les résultats expérimentaux montrent que Le taux de reconnaissance atteint 99.18%. 
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3.2.1.9 S. M. Shamim et al. (2018) [58] :  

          Ce travail compare plusieurs modèles de classifieur au niveau de la décision pour 

la reconnaissance des chiffres manuscrites basée sur la plateforme WEKA (Waikato 

Environment for Knowledge Analysis), qui contient un ensemble d’algorithmes et 

d’outils de visualisation pour la modélisation prédictive, l’analyse de données, ainsi que 

des interfaces utilisateur graphiques facilitant l’accès à cette fonctionnalité. Il prend en 

charge diverses tâches d’exploration de données standard, notamment le prétraitement, 

la classification, la sélection de caractéristiques. L’auteur utilise une base de données 

fourni par l’Institut autrichien de recherche sur l’intelligence artificielle (Austrian 

Research Institute for Artificial Intelligence). 

          Le système est évalué sur la base de 3.789 échantillons, 1.893 échantillons pour 

l'apprentissage et 1.796 échantillons pour le test. La précision globale la plus élevée de 

90,37% est obtenue dans le processus de reconnaissance par Multilayer Perceptron 

(neural network based classifier). 

3.2.2 Reconnaissance une chaine de chiffres manuscrits : 

3.2.2.1 A. Gattal et al. (2017) [59] 

          Ce travail décrit un système de reconnaissance des chiffres manuscrites sans 

contrainte par un longueur connue, avoir la possibilité de segmenter correctement les 

chiffres espacés, en pente, en chevauchement et connectés sans aucune information sur 

la longueur de la chaîne. Le système proposé, basé sur les méthodes de segmentation 

explicites en combinant trois méthodes : l'histogramme de la projection verticale dédiée 

pour les chiffres séparés, l'analyse de contour dédiée aux chiffres en chevauchement et 

la transformation de Radon effectuée sur la fenêtre glissante dédiée pour les chiffres 

connectés, en fonction du lien de configuration entre les chiffres. 

          Les résultats rapportés a travers le classifier SVM sur un base de données 

synthétiques construit en concaténant des chiffres isolés du NIST SD19.  

          L’expérimentation a effectué un taux de reconnaissance de (voir la table 3.3). 

 

Table 3.3 : Taux de reconnaissance obtenus. 
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3.2.2.2 G. Andre et al. (2018) [78] :  

          Ce travail décrit un système de reconnaissance une chaine des chiffres manuscrits 

sans contrainte par un longueur connue, de taille 2, 3 et 4 pour former des solutions 

d’end-to-end, en utilisant la stratégie sans segmentation (segmentation-free) basée sur 

le classifieur Convolutional Neural Networks (CNNs) pour prendre la décision. La 

technique a été basée sur la méthode bien connu le LeNet 5 pour effectuer une décision 

plus efficace. 

          Ce système appliqué sur un base de données synthétiques de tailles variables à 

partir de NIST SD19 (voir la table 3.4), Les résultats rapportés sur (la table 3.5). 

 

Table 3.4 : Réparation des données utilisées pour l'apprentissage et le test de 

classifieur. Les échantillons sont uniformément repartis entre les classes. 

 

Table 3.5 : Performance des approches sans segmentation sur les données 

synthétiques 

3.2.2.3 A. G. Hochuli et al. (2018) [79] :  

          Dans ce travail, l'auteur postule que la segmentation manuscrite des chiffres peut 

être remplacée avec succès par un ensemble de classificateurs formés pour prédire la 

taille de la chaîne et les classer sans aucune segmentation, à partir d'une deux tâches 
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spécifiques, la prédiction de longueur de chaîne et la classification de chiffres. Pour ce 

là, l'auteur a utilisé quatre réseaux de neurones de convolution (CNN) pour prédire la 

taille de la chaîne et classer une chaine de chiffres de taille 1,2,3 chiffres. Le système 

est validé dans deux bases de données bien connues, La base de données synthétique et 

le NIST SD19. 

          Les résultats expérimentaux montrent que les classificateurs CNN peut traiter les 

cas complexes de chiffres en contact plus efficacement que tous les algorithmes de 

segmentation disponibles dans la littérature. 

3.2.3 Compétition HDR :  

          Dans cette partie, nous avons présenté une compétition entre plusieurs membres 

dans la recherche sur le domaine de reconnaissance des chiffres manuscrits (HDR) : 

3.2.3.1 Markus Diem et al. (2013) [80] 

          Ce travail présente les résultats du concurrence HDRC 2013 pour la 

reconnaissance des chiffres manuscrits organisé conjointement avec l'ICDAR 2013. 

L'objectif de cette compétition est de reconnaître les chiffres manuscrits isolés (HDR) 

et de présenter une nouvelle base de données stimulant pour la Comparaison.  

          Dans ce qui suit, neuf méthodes de reconnaissance des chiffres manuscrits (HDR) 

proposées par les sept participants. Deux groupes ont proposé deux systèmes différents. 

3.2.3.1.1 Système de François Rabelais : 

          Ce système présente une technique pour l’extraction de vecteur de caractéristique 

basé sur la DT (Delaunay Triangulation) et le zonage. Le système a été appliqué par le 

SVM en utilisant un noyau RBF, pour la tache de classification.  

3.2.3.1.2 Système de Hannover : 

          Après la normalisation, binarisation et la correction de l’inclinaison 

(redressement) de l’image. Trois méthodes ont été appliquées pour extrait les 

caractéristiques de l’image : 

- Nombre de pixels noirs dans chaque ligne et colonne. 

- Longueurs de 12 sondes dans différentes directions à partir de différentes 

positions. 

- Moments centraux normalisés. 

Ce système exécuté à l’aide d’un classifieur K-NN (rnearest-k-neighbor). 

3.2.3.1.3 Système de Jadavpur : 

          Ce système combiner les deux techniques (Quad-Tree-Based Longest-Run) [81] 

et (Convex-Hull-Based) [82] comme méthode d’extraction des caractéristiques, basé 

sur la stratégie de (Fuzzy-Entropy-Based) avec le classifieur SVM. 
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3.2.3.1.4 Système de Orand : 

          Après le prétraitement, trois caractéristiques différentes des chiffres sont 

exploitées : 

          Premier, les orientations du trait, qui se base sur l’approche de (HOG) [83] ; 

deuxième, la relation entre le fond et la forme, qui se base sur la concavities [84] ; et 

finalement, le contour, qui se base sur l’approche de Zhang et Suen [85]. D’autre part, 

un SVM multi-classes en utilisant un noyau RBF est utilisé pour la classification.       

3.2.3.1.5 Système de Orand : 

          Ce système présente une technique pour extrait les caractéristiques d’une image 

manuscrits prétraité, basé sur l’algorithme de AdaBoost.MH. Le classifieur de base 

étaient des (Hamming trees) sur des filtres de Haar [86]. 

3.2.3.1.6 Système de Salzburg I : 

          Ce système propose une méthode de classifieur (RNA) de FIR MLP (Finite 

Impulse Response Multilayer Perceptron) partiellement connecté avec quatre couches. 

3.2.3.1.7 Système de Salzburg II : 

          Cette méthode est similaire à la précédente (Salzburg I), mais utilise un ensemble 

de quatre FIR MLP partiellement et entièrement connecté à quatre couches.  

3.2.3.1.8 Système de Tébessa I : 

          L’objectif de ce système est d’améliorer les performances de reconnaissance en 

combinant les caractéristiques fond et les caractéristiques de la forme du squelette. La 

classification est effectuée à l’aide de la (SVM) multi-classes, basée sur l’approche un-

conter-tous (One-Against-All). 

3.2.3.1.9 Système de Tébessa II : 

          Ce système a été proposé une méthode qui combiner les caractéristiques 

classiques, transformation de l’ondelette (wavelet), les caractéristiques fond, les 

caractéristiques de forme (Contour, Squelette) et Multi-Scale Run Length Features. 

          Le classifieur de ce système est un multi-classes SVM basé sur l’approche un-

conter-tous (One-Against-All). 

3.2.3.2 Résultats 

          La table au-dessous présent les différentes méthodes qui sont participées à cette 

compétition (Voir la table 3.6). 
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Méthode Normalisation Précision % Précision % 2éme 

Salzburg II Oui 97.74 % 99.33 % 

Salzburg I Oui 96.72 % 98.82 % 

Orand Non 95.44 % 98.58 % 

Jadavpur Non 94.75 % - 

Paris Sud Oui 94.24 % 94.63 % 

François Rabelais Oui 91.66 % - 

Hannover Oui 89.58 % 95.80 % 

Tébessa II Non 78.43 % - 

Tébessa I Non 77.53 % - 

Table 3.6 : Taux de reconnaissance de diffèrent méthodes de la compétition 

          La compétition est appliquée à la base de données CVL qui contient 27.780 

chiffres pour l'apprentissage et 7.000 chiffres pour le test (longueur variable). Le taux 

de reconnaissance de la compétition était basé sur la précision du premier et du second 

essai de chaque méthode. La meilleure performance pour les deux mesures de précision 

(97,74% et 99,33%, respectivement) a été réalisé par Salzburg II. 

3.3 Comparaison entre les travaux ultérieurs 

          La reconnaissance des chiffres manuscrits (RCM) apparait comme un sujet de 

recherche toujours vivace, qui fait l’objet d’un nombre important de travaux, grâce à 

ses méthodes diverses et potentielles de classification qui permette de facilité la 

classification des formes. 

          Dans ce qui suit nous allons citons les principaux systèmes de classification 

utilisés, les différant bases de données et le taux obtenus par chaque méthode de 

classification comme illustré à la table suivante : 

Auteur Année Extraction de 

caractéristiqu

e 

Classifieu

r utilisée 

Base de 

données 

utilisée 

Taux 

Obtenu 

(%) 

F. Menasri et N. 

Vincent 

2008 / CNNs MNIST 99.02% 

N. V. Rao et al 2011 Diagonal 

feature 

extraction 

scheme 

RNA MNIST 95.60% 

A. Gattal et al 2014 Grille 

uniforme 

SVM CVL 96.62 % 

L. B. Saldanha 

et C. Bobda 

2015 / RNA MNIST / 

A. Gattal et al 2016 oBIFs SVM CVL 95.21% 

H. Zhan et al 2017 / RNN-CTC CVL 95.15 % 

S. R. Kulkarni 

et B. Rajendran 

2018 / SNN MNIST 98,17% 

Qiao et al 2018 AEPA Q-learning MNIST 99.18% 

S. M. Shamim 

et al 

2018 / CNNs Fourni par 

ARI-AI 

99.37% 
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A. Gattal et al 2017 / SVM NIST SD19 / 

G. Andre et al 2018 / CNNs NIST SD19 / 

A. G. Hochuli et 

al 

2018 / CNNs NIST SD19 / 

Table 3.7 : Classifieurs utilisés dans les systèmes de reconnaissance des chiffres 

manuscrits. 

3.4 Conclusion 

          Dans ce chapitre, nous avons fait une étude comparative de plusieurs travaux 

antérieurs dans le domaine de reconnaissance des chiffres manuscrites. Le but principal 

de cette étude est de nous aider à proposer une nouvelle approche en appliquant de 

nouvelles méthodes et techniques permettant un taux de reconnaissance plus élevé. 
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4.1 Introduction 

          La reconnaissance des chiffres manuscrits n’est pas un sujet nouveau. Il remonte 

à plus d’une trentaine d’années. Ce dernier chapitre est consacré aux résultats 

expérimentaux pour la validation du système de reconnaissance des chiffres manuscrits 

isolé en utilisant l'apprentissage profond (CNNs). En commençant tout d'abord par les 

outils de développement adoptés ainsi que l'environnement utilisé pour 

l’implémentation de système et la base de données utilisé. Nous verrons ensuite 

montrons les protocoles effectuons pour présenter les résultats obtenus. Et enfin, nous 

avons comparé les résultats obtenus avec les travaux antérieurs dans le chapitre trois 

(section 3, table 3.6). 

4.2 Outils de développement 

4.2.1 Matériel 

Le matériel réalisé est deux PC personnels : 

 PC 1 :   

 

• Processeur Intel® Core ™ i7-4500U CPU @ 1.80GHs 2.40 GHz. 

• Mémoire (RAM) : 4.00 GB. 

• Type de système : Système d'exploitation Windows 10 Professionnel, 64 bits, 

processeur x64. 

• Stylet et fonction tactile : Prise en charge de la fonction tactile avec 10 points 

de contact. 

 PC 2 : 

 

• Processeur Intel® Core ™ i3-2120U CPU @ 3.30GHs 3.30 GHz. 

• Mémoire (RAM) : 4.00 GB. 

• Type de système : Système d'exploitation Windows 7 édition intégral, service 

pack 1, 32 bits. 

 

 4.2.2 Environnement de développement 

4.2.2.1 Matlab 

          Le nom MATLAB est la contraction du terme anglais « matrix laboratory », 

développé par la société « The MathWorks (http://www.mathworks.com) », est devenu 

un langage de référence pour l’analyse et la résolution de problème scientifique [87] 

(voir la figure 4.1).  Il intégré à la fois des solutions de calcul, de visualisation et un 

environnement de développement [88]. Ce logiciel est spécialement conçu pour le 

calcul scientifique et la manipulation de vecteurs, et l’objet le plus commun dans Matlab 

est la matrice. 
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Figure 4. 1 : L’interface graphique de l’environnement MATLAB (version R2018a) 

4.2.2.2 Python 

          Python est un langage de programmation open source et puissant, à la fois facile 

à apprendre et riche en possibilités, dont la première version est sortie en 1991 [89]. Il 

est un langage de programmation interprété (on ne passe pas par une étape de 

compilation avant d'exécuter son programme).  Il est, en outre, très facile d'étendre les 

fonctionnalités existantes. Ainsi, il existe ce qu'on appelle des bibliothèques qui aident 

le développeur à travailler sur des projets particuliers. Plusieurs bibliothèques peuvent 

ainsi être installées pour, par exemple, développer des interfaces graphiques. 

 

4.2.2.3 Google colab (Colaboratory) 

          Google Colaboratory ou Colab, un outil Google simple et gratuit qui ne nécessite 

aucune configuration et qui s'exécute entièrement dans le cloud, pour initier le Deep 

Learning ou collaborer sur des projets en science des données. Il permet d'écrire et 

d'exécuter du code, de sauvegarder et partager les analyses, et d'accéder à de puissantes 

ressources informatiques (voir la figure 4.2) [90]. 

Gestionnaire de fichier : 

liste les fichiers du 

répertoire de travail 

Workspace : liste les 

variables en mémoire 

Voir ou changer le 

répertoire de travail 

Invite de commandes : 

Entrer les commandes à 

exécuter 

Menu principale 

Feuille de travaille .m 
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Figure 4. 2 : L’environnement de travail de google colab 

 Les avantages de google colab : 

• Améliorer les compétences de codage en langage de programmation Python. 

• Développer des applications en Deep Learning en utilisant des bibliothèques 

Python populaires telles que Keras, TensorFlow, PyTorch et OpenCV.  

• Ne nécessite aucune configuration. 

• L’accès à un processeur graphique GPU. 

• Il fonctionne sur les serveurs Google. 

• Les documents Colab sont enregistrés directement dans le compte Google 

Drive. 

 Les inconvénients de google colab : 

• Le taux d'exécution limité. 

• Chaque exécution prendre un résultat défirent à l'autre. 

4.2.3 La bases de données utilisées 

          La base de données CVL (Computer Vision Lab) fait partie de la base de données 

CVL Handwritten Digit (CVL HDdb), qui a été collectée principalement auprès 

d'étudiants de l'Université de technologie de Vienne et d'une école secondaire 

autrichienne [80]. 

          La base de données CVL est divisé en trois groupes : une base d'apprentissage, 

une base de validation et une base de test.  Les images de chaque groupe ont été 

sélectionnées d'une manière aléatoire à partir d'un sous-ensemble de scripteurs de base 

de données CVL. La base de données CVL comprend 10 classes (0 - 9) avec 3 578 

échantillons par classe, chacune de ces classes au même nombre d’images avec une 

écriture différente, y compris les variations de taille ainsi que le style d’écriture (voir la 

figure 1). 
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Figure 4. 3 : Exemples des chiffres de la base de données CVL. 

          La base de données CVL consiste en 7.000 chiffres uniques (700 chiffres par 

classe) pour la base d'apprentissage, une base de validation de taille égale (la base de 

validation peut être utilisé pour l'estimation et la validation de paramètres mais pas pour 

l'apprentissage supervisée) et la base de test qui contient 21.780 chiffres isolés (2.178 

chiffres par classes) voir (la Table 4.1). 

Classes Test Apprentissage Validation Totale 

0 2178 700 700 3.578 

1 2178 700 700 3.578 

2 2178 700 700 3.578 

3 2178 700 700 3.578 

4 2178 700 700 3.578 

5 2178 700 700 3.578 

6 2178 700 700 3.578 

7 2178 700 700 3.578 

8 2178 700 700 3.578 

9 2178 700 700 3.578 

Totale 21780 7000 7000 35780 

Table 4. 1 : Répartition des chiffres dans la base de données CVL. 

4.3 Expérimentation 

          Dans cette expérimentation, les expériences sont réalisées sur la base de données 

CVL (voir la section 4.2.3). Les images de chiffres isolées sont prétraitées en trois 

étapes :  

Premièrement, la normalisation de la taille des images effectue selon plusieurs 

scénarios (taille de 20 × 20 à 48 × 48 pixels). Deuxièmement, conversion image en 

(RVB) ou niveau de grain (Gray Scale) des pixels de gray scale en image binaire et 

finalement nous convertissons la matrice d’images se forme des vecteurs de taille 

(n*m*1) tel que n = m. Les vecteurs sont enregistrés dans un fichier (.mat) avec les 

étiquettes, ensuit nous utilisons ce fichier pour l’expérimentation sur Google colab. 
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Dans tous les protocoles nous avons utilisé la technique de gradient désigne (Gradient 

Descent Optimizer). 

 

4.3.1 Protocole d’expérimentation 1 

          Comme l'illustre dans la (figure 4.4), nous avons conçu un réseau CNNs à deux 

couches de convolution pour la classification des chiffres manuscrits isolés de la base 

de données CVL. 

          Les images d’entrée étant de taille (x = n x m) tel que n = m, la couche d’entrée 

du réseau comporte (x) neurones et la couche de sortie comporte 10 neurones (0-9). La 

couche de convolution a des filtres de taille (5 x 5) et de stride égal à 1. Il existe aussi 

deux couches de Max-pooling utilise des noyaux de taille (2 x 2) et des différences dans 

le nombre de Feature Maps (FM) pour chaque couche de convolution.   

Pour la phase d'apprentissage, nous formons le réseau avec 100 étirassions (epoch) et 

taille de batch fixé à 7 échantillons (batch size). 

 

Figure 4. 4 : L'architecture de (CNNs1) proposée pour la classification des chiffres 

manuscrits. 

4.3.1.1 les résultats expérimentaux 

          Dans cette expérimentation, nous avons appliqué le protocole ci-dessus à 

plusieurs paramètres comme nombre des filters de la premier couche (FM1), deuxième 

coche de convolution (FM2) avec différent normalisation des images. 

Les résultats obtenus dans cette expérience illustrent dans le tableau suivant : 

 
 

Taille de 

l'image 

Feature 

Maps 1 

Feature 

Maps 2 

Epoch Taux de 

reconnaissance 

 

 

 

[20*20] 

4 8 44 93.00% 

6 12 45 93.57% 

8 16 42 94.43% 

10 20 52 94.60% 

12 24 58 95.01% 

14 28 45 94.55% 

16 32 49 83.54% 
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[24*24] 

4 8 43 93.78% 

6 12 31 94.42% 

8 16 20 94.25% 

10 20 5 94.43% 

12 24 43 92.53% 

14 28 26 95.16% 

16 32 43 92.98% 

 

 

 

[28*28] 

4 8 48 93.58% 

6 12 64 94.35% 

8 16 44 94.79% 

10 20 31 94.61% 

12 24 49 92.53% 

14 28 28 94.94% 

16 32 37 94.79% 

 

 

 

[32*32] 

 

 

4 8 45 93.83% 

6 12 49 92.00% 

8 16 25 94.66% 

10 20 26 92.12% 

12 24 42 85.63% 

14 28 26 94.61% 

16 32 30 94.68% 

 

 

 

[36*36] 

 

 

 

4 8 47 93.52% 

6 12 46 92.25% 

8 16 42 94.20% 

10 20 43 85.59% 

12 24 41 94.52% 

14 28 36 94.47% 

16 32 31 94.82% 

 

 

 

[40*40] 

 

 

4 8 82 91.66% 

6 12 34 94.42% 

8 16 38 94.41% 

10 20 32 94.38% 

12 24 32 94.42% 

14 28 34 94.57% 

16 32 33 94.77% 

 

 

 

[44*44] 

 

4 8 49 93.48% 

6 12 25 94.17% 

8 16 28 85.22% 

10 20 35 94.10% 

12 24 32 94.19% 

14 28 39 94.28% 

16 32 26 84.94% 
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[48*48] 

4 8 32 93.20% 

6 12 29 93.95% 

8 16 40 94.24% 

10 20 32 93.92% 

12 24 21 94.12% 

14 28 21 94.45% 

16 32 33 94.21% 

 

Table 4. 2 : Résultats obtenus dans le protocole un. 

4.3.1.2 Discussion 

          D'après le tableau 4.2 ci-dessus, nous notons que le taux de reconnaissance le 

plus élevée est avec la normalisation de taille fixé à [24 x 24], fournis un meilleur taux 

de reconnaissance de 95.16 % avec le FM1 = 14, FM2 = 28 et nombre d’étirassions 

égal à 26 epoch. D'autre part le plus faible taux de reconnaissance atteint un taux de 

reconnaissance de 83.54% avec la normalisation [20 x 20] à FM1 = 16, FM2 = 32 et 49 

étirassions (epoch). Car l’image perdit des informations intéressent avec cette taille 

limite.   

          Les autres normalisations donnent un taux de reconnaissance variable d'environ 

84.94% et 94.82%. 

4.3.2 Protocole d'expérimentation 2 

          Comme l'illustre dans « la figure 4.5 », nous avons conçu un réseau « CNNs » 

similaire à l'expérience précédente, la différence ici est avec les paramètres de (FM), le 

nombre de couche de convolution et le Max-pooling. Nous avons utilisé trois couches 

de convolution pour la classification, trois couches de Max-pooling en choisissant la 

taille de noyau égal à « 4 x 4 ». 

 

Figure 4. 5 : L'architecture de « CNN2 » proposée pour la classification des chiffres 

manuscrits. 

4.3.2.1 les résultats expérimentaux 

          Dans cette expérimentation, nous avons appliqué le protocole ci-dessus à 

plusieurs paramètres comme les autres protocoles. 

Les résultats obtenus dans cette expérience présenté dans le tableau suivant : 
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Taille de 

l'image 

Feature 

Maps 1 

Feature 

Maps 2 

Feature 

Maps 3 

Epoch Taux de 

reconnaissance 

 

 

 

[20-20] 

4 8 16 28 93.61 

6 12 24 34 95.05 

8 16 32 33 95.28 

10 20 40 26 95.57 

12 24 48 36 95.61 

14 28 56 23 95.42 

16 32 64 44 86.69 

 

 

 

[24*24] 

4 8 16 49 95.07 

6 12 24 12 95.53 

8 16 32 47 86.19 

10 20 40 24 95.94 

12 24 48 34 96.01 

14 28 56 41 96.03 

16 32 64 23 95.59 

 

 

 

[28*28] 

4 8 16 49 95.05 

6 12 24 18 95.39 

8 16 32 18 95.88 

10 20 40 12 95.78 

12 24 48 87 95.85 

14 28 56 79 96.20 

16 32 64 85 96.57 

 

 

 

[32*32] 

 

 

4 8 16 40 95.16 

6 12 24 41 95.67 

8 16 32 49 95.60 

10 20 40 41 95.44 

12 24 48 33 95.63 

14 28 56 24 95.63 

16 32 64 30 95.95 

 

 

 

[36*36] 

 

 

 

4 8 16 32 95.18 

6 12 24 45 95.60 

8 16 32 24 86.19 

10 20 40 30 95.39 

12 24 48 24 95.67 

14 28 56 93 95.97 

16 32 64 47 95.95 

 

 

 

[40*40] 

 

 

4 8 16 20 94.84 

6 12 24 33 95.76 

8 16 32 30 95.55 

10 20 40 18 86.63 

12 24 48 38 95.76 

14 28 56 46 95.68 

16 32 64 17 95.81 
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[44*44] 

 

4 8 16 24 85.54 

6 12 24 33 95.24 

8 16 32 24 95.26 

10 20 40 25 95.67 

12 24 48 30 95.59 

14 28 56 21 95.68 

16 32 64 21 95.44 

 

 

 

[48*48] 

4 8 16 34 95.41 

6 12 24 29 95.14 

8 16 32 26 95.31 

10 20 40 27 95.22 

12 24 48 24 95.18 

14 28 56 32 95.64 

16 32 64 39 95.72 

 

Table 4. 3 : Les résultats obtenus dans le protocole deux. 

4.3.2.2 Discussion 

          Sur le tableau 4.3 ci-dessus, nous notons que meilleure normalisation de taille est 

fixée à [28 x 28]. Fournis un meilleur taux de reconnaissance de 96.57% avec le FM1 

= 16, FM2 = 32, FM3 = 64 avec 19 étirassions « epoch ». D'autre part le plus faible 

précision atteint un taux de reconnaissance de 85.54% avec la normalisation [44 x 44] 

à FM1 = 4, FM2 = 8, FM3 = 16 et (24,47) epoch. 

          Les autres normalisations donnent un taux de reconnaissance variable d'environ 

86.19% et 96.20%.  

 

4.3.3 Protocole d’expérimentation 3 

          Dans cette expérimentation, nous avons utilisé une autre technique pour 

normaliser la taille de l'image en gardant même structure et même contenu de chiffre 

par utilisation la technique de rembourrage « Padding ». Pour cela nous pouvant la taille 

le plus grande de la largeur (L) et de l’hauteur (H) sur la base de données pour spécifie 

l’espace de remplissage par ajoute les uns à l’écart entre l’image real et l’image de la 

taille « Max (H, L) x Max (H, L) ». 

Dans cette expérimentation, nous utilisant des images rembourrées de chiffre manuscrit 

isolé de taille 132 x 132 pixels voir (la figure 4.6) et la plage de chaque point de pixel 

est comprise entre 0 et 1. 
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Figure 4. 6 : Exemple de normalisation la taille avec la technique « Padding » 

 

Les résultats obtenus en utilisant les deux protocoles précédents (voir la section 4.3.1 

et 4.3.2) sont suivant :  

 

4.3.3.1 les résultats expérimentaux avec le protocole 1 

Les résultats obtenus dans cette expérience présenté dans le tableau suivant : 

 

Feature 

Maps 1 

Feature Maps 

2 

Epoch / 

3630 

Taux de reconnaissance % / 

3630 

 

4 

 

8 

37  

36 

92.12  

92.20% 37 91.81 

31 93.03 

36 91.29 

44 92.89 

32 92.06 

 

6 

 

12 

21  

25 

92.83  

92.43% 28 91.73 

18 93.22 

22 90.88 

25 93.58 

37 92.34 

 

8 

 

16 

19  

25 

93.14  

92.63% 36 92.47 

33 93.19 

24 91.29 

19 93.33 

20 92.36 

 

132

132

1
3
2

1
3
2

26

28

86

41
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10 

 

20 

15  

21 

93.47  

92.80% 35 92.23 

20 93.88 

16 91.10 

14 93.60 

25 92.50 

 

12 

 

24 

32  

25 

92.97  

92.84% 

 
27 92.86 

21 93.38 

22 91.21 

27 93.88 

23 92.75 

 

14 

 

28 

15  

21 

93.58  

92.73% 33 92.17 

22 93.36 

20 91.62 

22 93.49 

15 92.17 

 

16 

 

32 

17  

20 

93.14  

89.47% 36 92.25 

10 84.35 

16 91.07 

20 93.11 

19 82.89 

 

Table 4. 4 : Résultats obtenus avec le protocole un. 

4.3.3.2 les résultats expérimentaux avec le protocole 2 

Les résultats obtenus dans cette expérience peuvent être trouvés dans le tableau suivant 

: 

 

Feature 

Maps 1 

Feature 

Maps 2 

Feature 

Maps 3 

Epoch / 

3630 

Taux de reconnaissance 

% / 3630  

 

4 

 

8 

 

16 

20  

20 

94.24  

94.73 28 94.76 

14 94.43 

19 95.06 

29 94.95 

15 94.98 

 

6 

 

12 

 

24 

37  

31 

93.58  

94.63 

 

 

 

27 94.21 

29 94.57 

27 94.82 

50 95.29 

17 95.31 
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8 

 

16 

 

32 

28  

22 

95.78  

 

95.50 
35 95.15 

24 95.15 

18 95.92 

17 95.34 

14 95.67 

 

10 

 

20 

 

40 

34  

26 

93.49  

93.66 35 93.30 

25 93.55 

13 93.66 

36 94.07 

15 93.91 

 

12 

 

24 

 

48 

28  

24 

94.79  

95.13 23 95.09 

34 95.37 

17 95.09 

27 95.20 

15 95.23 

 

14 

 

28 

 

56 

29  

22 

93.38  

94.11 18 94.24 

16 93.82 

24 94.10 

28 94.40 

21 94.76 

Table 4. 5 : Résultats obtenus avec le protocole deux. 

4.3.3.3 Discussion 

          D’après cette étude dans les tableaux (4.4) et (4.5) ci-dessus, nous notons que les 

résultats obtenus par le protocole 1 est un peu plus faible par rapport aux résultats 

obtenus par le protocole 2. 

          Selon l’architecture 1 (protocole 1), la précision la plus élevée est de 92.84% 

avec les paramètres FM1 = 12, FM2 = 24 et 25 étirassions, et la plus faible de 89.47% 

avec FM1 = 16, FM2 = 32 et 20 étirassions. L'autre architecture (protocole 2) donne un 

meilleur taux de reconnaissance moyenne d'environ 95.50% avec FM1 = 8, FM2 = 16, 

FM2 = 32 et 22 étirassions. 

On remarque que le taux de reconnaissance de chaque paramétrage dans le protocole 2 

sont proches et les moyennes de chaque paramétrage pour le protocole 1 est très 

proches. Cette technique montre que le protocole 2 fournit un taux intéressant malgré 

les images non vraiment normalisé (même structure et même contenu). 

4.4 Résultats & Discussion 

          Après avoir présenté les résultats obtenus dans les expérimentations précédentes, 

montré que le protocole numéro deux a été donné meilleur résultat par rapport les autres 

protocoles avec un taux de reconnaissance de 96.57% (Voir la table 4.6). 
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Méthode Normalisation Taux de reconnaissance 

Protocole 1 Oui 95.16 % 

Protocole 2 Oui 96.57 % 

Protocole 3 Non 95.50 % 

Table 4. 6 : Les résultats expérimentaux 

4.5 Comparaison des résultats :  

          Nous avons comparé notre travail aux travaux existants dans la littérature, 

comme nous le montre dons (la table 4.7).  

Notre système de classification classé la troisième position par rapport l'état de l'art. 

Méthode Normalisation Précision % Précision % 2éme 

Salzburg II Oui 97.74 % 99.33 % 

Salzburg I Oui 96.72 % 98.82 % 

Protocole 2 Oui 96.57 % - 

Protocole 3 Non 95.50 % - 

Orand Non 95.44 % 98.58 % 

Protocole 1 Oui 95.16 % - 

Jadavpur Non 94.75 % - 

Paris Sud Oui 94.24 % 94.63 % 

François Rabelais Oui 91.66 % - 

Hannover Oui 89.58 % 95.80 % 

Tébessa II Non 78.43 % - 

Tébessa I Non 77.53 % - 

Table 4. 7 : Comparaison de notre travaille aux travaux existants dans la littérature 

4.6 Conclusion 

          Dans ce chapitre, nous avons présentés les outils, l'environnement de 

développement et la base de données utilisé. 

 

          Ce chapitre a été consacré principalement à l'évaluation des protocoles proposé 

en utilisant la technique de l’apprentissage profond (CNNs) pour la reconnaissance des 

chiffres manuscrits isolés. Le but principal de cette évaluation est de nous aider à 

choisissez meilleur schéma de (CNNs) qui prendre le meilleur résultat. 
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II. Conclusion générale 

          Le domaine de reconnaissance des chiffres manuscrits isolés est un domaine de 

recherche exploré depuis plusieurs décennies et débouche sur un nombre important de 

travaux de recherche mais jusqu’à présent aucune solution perfective au problème de 

la reconnaissance des chiffres qui achève un taux de reconnaissance de 100% d’un 

manieur général. Pour cela le domaine de reconnaissance des chiffres isolés reste un 

sujet de recherche ouvert. 

          L’objectif de ce travail consacré à l’étude du choix de paramètres et la réalisation 

d’un système de reconnaissance des chiffres manuscrits isolés basé sur l'apprentissage 

profond qui a montré ses performances ces dernières années et nous avons choisi la 

méthode Convolutional Neural Network (CNNs) comme méthode de classification en 

utilisant la base de données Computer Vision Lab (CVL), ce choix est justifié par la 

simplicité et l'efficacité de la méthode. 

          Durant cette recherche, Nous avons traversé aux trois étapes classiques d’un 

système de reconnaissance, en obtenant des échantillons de la base de données (CVL), 

en passant par la phase de binarisation pour remédier aux défauts causés et améliorer 

leurs qualités et en finissant par la reconnaissance à partir le classifieur (CNNs). 

          Les résultats obtenus lors de la phase de test confirment l`efficacité de notre 

approche, car la qualité de la base de données est très réaliste avec des erreurs et des 

différences d’écriture d’un scripteur à un autre. 

          En perspective, le travail que nous avons réalisé durant ce mémoire, constitue 

une version initiale et un premier stade d’expérimentation et l’expérience pour la 

reconnaissance des chiffres manuscrits isolés basé sur l'apprentissage profond.  

          Malgré les résultats obtenus, un certain nombre d’amélioration de performance 

et des extensions peut être envisagé : 

• Le prétraitement : tel que le lissage, élimination de bruit, ...etc. 

• Améliorer le system par utiliser d’autre méthode de classification ou par 

combiner les CNNs avec d’autres ou plusieurs classifieurs. 

• Tester avec d’autre bases de données en introduisant un plus grand nombre des 

scripteurs, pour inclure plus de variations dans les styles d’écritures, ainsi la 

généralisation pourra être plus performante.  

• Utiliser autre critère, que la validation d’erreur, pour le choix des valeurs des 

hyper-paramètres.  

Conclusion générale
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IV. Annexes 

IV.1 Code sources : 
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