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Introduction

L’optimisation est une méthode (ensemble des méthodes) qui consiste à rechercher le minimum

ou le maximum d’une fonction linéaire ou non linéaire avec ou sans contraintes.

Soit f : Rn → R et (P) le problème de minimisation sans contraintes suivant

min {f (x) : x ∈ Rn} (P)

Parmi les plus anciennes méthodes utilisées pour résoudre les problèmes du type (P), on peut

citer la méthode du Gradient conjugué. Cette méthode est surtout utilisée pour les problèmes de

grande taille.

Cette méthode a été découverte en 1952 par Hestenes et Steifel ([30, 1952]), pour la minimisa-

tion de fonctions quadratiques strictement convexes. Plusieurs mathématiciens ont étendu cette

méthode pour le cas non linéaire. Ceci a été réalisé pour la première fois, en 1964 par Fletcher et

Reeves ([22, 1964 ]) (méthode de Fletcher-Reeves) puis en 1969 par Polak, Ribière ([38, 1969])

et Ployak ([39, 1969]) (méthode de Polak-Ribière-Ployak). Une autre variante a été étudiée en

1987 par Fletcher ([21, 1987]) ( méthode de la descente conjuguée). Une dernière version a été

propsée par Dai et Yuan ([14, 1999]) (méthode de Dai-Yuan).Toutes ces méthodes génèrent une

suite {xk}k∈N de la façon suivante

xk+1 = xk + αkdk (0.1)

Le pas αk ∈ R est déterminé par une optimisation unidimentionnelle ou recherche linéaire

exacte ou inexacte.

Les directions dk sont calculées de façon récurrente par les formules suivantes

dk =

{
−g1 si k = 1

−gk + βkdk−1 si k ≥ 2
(0.2)

gk = ∇f(xk) et βk ∈ R.
Les différentes valeurs attribuées à βk définissent les différentes formes du gradient conjugué.

Si on note yk−1 = gk − gk−1, sk = xk+1 − xk on obtient les variantes suivantes :

1- Gradient conjugué variante Hestenes - Stiefel (HS)[30]

βHSk =
g>k+1yk

d>k yk

2- Gradient conjugué variante Fletcher Reeves (FR)[22]

βFRk =
‖gk‖2

‖gk−1‖2
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3- Gradient conjugué variante Daniel (D)[16]

βDk =
g>k+1∇2f (xk) dk

d>k∇2f (xk) dk

4- Gradient conjugué variante Polak-Ribière-Polyak (PRP)[38,39]

βPRPk =
g>k yk

‖gk−1‖2

5- Gradient conjugué variante descente – Fletcher (CD)[21]

βCDk = − ‖gk‖2

d>k−1gk−1

6- Gradient conjugué variante Liu - Storey (LS)[33]

βLSk = −
g>k+1yk

d>k gk

7- Gradient conjugué variante de Dai-Yuan (DY)[14]

βDYk =
‖gk‖2

d>k−1yk−1

8- Gradient conjugué variante de Dai–Liao (DL)[13]

βDLk =
g>k+1 (yk − tsk)

y>k sk

9- Gradient conjugué variante Hager-Zhang (HZ)[29]

βHZk =

(
yk − 2dk

‖yk‖2

dTk yk

)>
gk+1
d>k yk

10- Gradient conjugué variante de Z. Wei [51]

β∗k =
g>k

(
gk − ‖gk‖

‖gk−1‖gk−1

)
‖gk−1‖2

11- Gradient conjugué variante de Hao Fan, Zhibin Zhu et Anwa Zhou [23]

βMN
k =

‖gk‖2 − ‖gk‖
‖gk−1‖g

>
k gk−1

µ
∣∣g>k dk−1∣∣+ ‖gk−1‖2

12- Gradient conjugué variante Rivaie-Mustafa-Ismail-Leong (RMIL)[46]

βRMIL
k =

g>k (gk − gk−1)
‖dk−1‖2
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Dans le cas où f est une fonction quadratique strictement convexe avec une recherche linéaire

exacte toutes ces variantes de βk ont la même valeur

βPRPk = βFRk = βCDk = βDYk

Malgré que toutes ces méthodes ont été trés importantes pour la résolution du problème (P),

leur étude s’est faite de façon individuelle et chacune à part par Flecher, Powell, Wolf, El Baali,

Polak-Ribière, Polyak,Y. H. Dai and Y. Yuan,.... Il est alors légitime de se poser le problème suivant

Peut on définir une nouvelle méthodes dans une même classe et étudier leurs propriétés

de descente et de convergence ?

M. Belloufi et R. Benzine ont répondu dans ([7, 2014]) positivement à cette question. Le but

principal de ce mémoire est d’étudier de façon approfondie le travail de M. Belloufi et R. Benzine

([7, 2014]).

La nouvelle forme du gradient conjugué en question, est de la forme (0.1) où dk est la forme

génerale suivante

dBBk =

{− gk

‖gk‖2
si k = 1

− 1

‖gk‖2
gk + dk−1 si k ≥ 2

(0.3)

Le mémoire comporte quatre chapitres

Chapitre 1
On introduit dans ce chapitre les notions préliminaires et de base.

Chapitre 2
On expose dans ce chapitre les grandes lignes des méthodes d’optimisation sans contraintes ba-

sées sur les directions de descente et les recherches linéaires.

On insistera dans ce chapitre sur les recherches linéaires inexactes dites de Wolfe, Armijo et

Goldstein-Price.

Chapitre 3
On établit dans ce chapitre une synthèse des résultats de convergence concernant les differentes

variantes de la méthode du gradient conjugué avec la recherche linéaire inexacte.

Chapitre 4
On expose dans le chapitre 4 la nouvelle méthode du Gradient conjugué et qui a été introduite

par M. Belloufi et R. Benzine ([7,2014]). Les auteurs montrent que cette nouvelle méthode est

globalement convergente avec les conditions de Wolfe fortes.
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Chapitre 1

Préliminaires : Optimisation sans

contraintes

On introduit dans ce chapitre les notions préléminaires de base concernant l’optimisation sans

contraintes. On commence par quelques éléments de Topologie et de calcul differentiel.

On termine ce chapitre par quelques notions sur les problèmes de minimisation sans contraintes

et leurs algorithmes

1.1 Généralités sur les matrices

Dans tout ce qui suit on considère l’ensemble Mn(k) des matrices carrées (n × n) à coefficients

dans un corps k (en pratique R ou C).

Définition 1.1 [9] (Matrice symétrique )

Soit A une matrice carrée de Mn(k) tel que A = [aij]1≤i,j≤n .

On dit que A est symétrique si A = At

Ou At est la matrice transposée At = [aji]1≤i,j≤n

Définition 1.2 [9] (Matrice (semi-définie ) positive )

Soit A une matrice carrée d’ordre n à coefficients réels.

On dit que A est semi-définie positive si

∀x ∈ Rn (Ax, x) = xtAx ≥ 0

Attention cela ne signifie pas automatiquement que tous les coefficients de A sont positifs.
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Chapitre 1. Préliminaires : Optimisation sans contraintes

Définition 1.3 [9] (Matrice définie positive )

Soit A une matrice carrée d’ordre n.

On dit que A est définie positive si A est semi-définie positive et

(Ax, x) = 0⇔ x = 0

1.2 Calcul différentiel

Définition 1.4 ( Dérivées partielles)

Soit f une fonction définie de Rn dans R,on suppose que f admet des dérivées partielles par

rapport à chaque variable au point a

On appelle différentielle de f en a et on note dfa l’application linéaire de Rn dans R définie par

dfa =
n∑
i=1

∂f

∂xi
(a)hi (1,1)

Définition 1.5 [47] (Gradient)

On appelle gradient de la fonction f en un point x ∈ Rn et on note ∇f(x) tel que

(∇f(x))> =
∂f

∂x
(x) =

(
∂f

∂x1
, ...,

∂f

∂xn

)
(x) (1,2)

Exemple 1.1 1) fonction f(x) = −x4 + 12x3 − 47x2 + 60x

Gradient ∇f(x) = −4x3 + 36x2 − 94x+ 60

2) fonction f(x1, x2) = 100(x2 − x21)2 + (1− x1)2

Gradient ∇f(x) =

(
−400(x2 − x21)x1 − 2(1− x1)

200(x2 − x21)

)

Définition 1.6 [10] (point stationnaire)

On dit que x∗est un point stationnaire de f si ∇f(x∗) = 0

Définition 1.7 [10] (Hessienne)

SoitMn l’anneau des matrices carrées (n×n) dansR
On appelle Hessienne de f en un point x ∈ Rn la matrice symétrique de Mn notée H(x) définie

par

H(x) = ∇(∇>f)(x) = ∇2f(x) =

(
∂2f

∂xi∂xj

)
(x) i = 1, n j = 1, n (1,3)

1.2. Calcul différentiel 8



Chapitre 1. Préliminaires : Optimisation sans contraintes

Théorème 1.1 [12] (Schawarz)

Soit U un ouvert de Rn et a ∈ U , Si f : U → R est deux fois différentiable en a alors

∂2f

∂xi∂xj
(a) =

∂2f

∂xj∂xi
(a) ∀i, j ∈ {1, ..., n}

Autrement dit, la matrice ∇2f(a) est symétrique, ou bien la forme bilinéaire D2f(a) est symé-

trique.

Définition 1.8 [5] (Dérivée directionnelle)

On appelle dérivée directionnelle de f dans la direction d au point x, notée δf(x, d) la limite

(éventuellement ±∞) du rapport

f(x+ hd)− f(x)

h
lorsque h tend vers 0

Autrement dit

δf(x, d) = lim
h→0

f(x+ hd)− f(x)

h
= ∇>f(x)d (1,4)

• Si ‖d‖ = 1 : la dérivée directionnelle est le taux d’accroissement de f dans la direction d au

point x

1.3 Notion de convexité

Le cas où les données sont convexes est un cas très important car les problèmes quadratiques

sont à la base de nombreux algorithmes non linéaires. Nous rappelons quelques définitions et

propriétés.

Définition 1.9 [9] (Ensemble convexe)

On dit que l’ensemble S ⊂ Rn est convexe si

∀(x, y) ∈ S × S, ∀λ ∈ [0, 1] λx+ (1− λ)y ∈ S (1,5)

Définition 1.10 [9](Fonction convexe)

On dit que la fonction f : S ⊂ Rn → R ∪ {+∞} est convexe si S est convexe et si

∀ (x, y) ∈ S × S,∀λ ∈ [0, 1] f(λx+ (1− λ)y) ≤ λf(x) + (1− λ)f(y) (1,6)

1.3. Notion de convexité 9



Chapitre 1. Préliminaires : Optimisation sans contraintes

Définition 1.11 [9](Fonction strictement convexe)

On dit que la fonction f : S ⊂ Rn → R ∪ {+∞} est strictement convexe si S est convexe et si

∀ (x, y) ∈ S × S avec x 6= y ∀λ ∈]0, 1[ f(λx+ (1− λ)y) < λf(x) + (1− λ)f(y) (1,7)

Définition 1.12 [31] (Fonction fortment convexe )

Supposons que f soit différentiable , f est dit fortment convexe de module ε > 0 si

∀(x, y) ∈ Rn,∀λ ∈ [0, 1] f(λx+ (1− λ)y) ≤ λf(x) + (1− λ)f(y)− ε

2
λ(1− λ) ‖ x− y ‖2 (1.8)

Définition 1.13 [31] (Fonction pseudo convexe)

Supposons que f soit différentiable, f est dit pseudo convexe si

∀x1et x2 vérifient Of(x1)
t(x2 − x1) ≥ 0 on a f(x2) ≥ f(x1) (1.9)

1.3.1 Continuité des fonctions convexes

Donnons maintenant quelques propriétés (topologiques) importantes des fonctions convexes.

Lemme 1.1 [9] Soit f : Rn −→ R une fonction convexe et majorée par une constante et si au

voisinage d’un point x0 ∈ H ,f est continue en x0

1.3.2 Différentiabilité des fonctions convexes

Donnons maintenant quelques propriétés de différentiabilité.

Théorème 1.2 Soit S ⊂ Rn convexe non vide ouvert et f : Rn −→ R différentiable dans S alors

1) f est convexe dans S si et seulement si pour tout x̂ ∈ S

f (x) ≥ f (x̂ ) +∇> (x− x̂) ∀x ∈ S

2) f est strictement convexe dans S si et seulement si pour tout x̂ ∈ S

f (x) > f (x̂ ) +∇> (x− x̂) ∀x ∈ S

Théorème 1.3 Soit S ⊂ Rn non vide ouvert convexe et f : S −→ R un fonction deux fois différen-

tiable, si H (x) est défine positive on tout x de S alors f est strictement convexe dans S.

1.3. Notion de convexité 10



Chapitre 1. Préliminaires : Optimisation sans contraintes

1.4 Formulation mathématique

1.4.1 Le vocabulaire de l’optimisation

Soit V est un espace vectoriel normé muni de la norme ‖.‖
On s’intéresse au problème suivant

inf
x∈K

f(x) (1,10)

Ou K ⊂ V et f : K → R est une fonction appelle fonction coût ou critère.

* Si K = V on dit que (1, 10) est un problème d’optimisation sans contrainte.

* Si K ( V on dit que (1, 10) est un problème d’optimisation sous contrainte.

* Si dimK < +∞ (resp dimK = +∞ ) on dit que (1, 10) est un problème d’optimisation en

dimension finie (resp infinie).[44]

1.4.2 Formulation abstraite

Les exemples d’optimisation peuvent tous s’écrire sous la forme générale suivante

(P
′
)


min f(x)

g(x) ≤ 0

h(x) = 0

x ∈ Rn

(1,11)

Ou f : Rn → R est une fonction de plusieurs variables (x = (x1, x2, ......, xn)) à valeurs réelles

cette fonction (que l’on minimise) est appelée indifféremment fonction coût, objectif ou critère.

g :Rn → Rp est une fonction de plusieurs variables x ∈ Rn à valeurs dansRp : elle à p composantes

et on peut écrire g(x) = (g1(x),···, gp(x)).

Chaque fonction gi étant définie surRn et à valeurs dansR, La fonction g représente les contraintes

en inégalité.

La notation g(x) ≤ 0 signifie qu’on considère les inégalités composante par composante

g(x) ≤ 0
def⇔ ∀ i = 1, p gi(x) ≤ 0

h : Rn → Rqest une fonction de plusieurs variables x ∈ Rn à valeurs dansRq : elle a q composantes

et on peut écrire h(x) = (h1(x),···, hq(x)).

Chaque fonction hi étant définie surRn et à valeurs dansR, La fonction h représente les contraintes

en égalité [9].

1.4. Formulation mathématique 11



Chapitre 1. Préliminaires : Optimisation sans contraintes

1.4.3 Extremums d’une fonction

Définition 1.14 [6] (Problème Minimalici)

Soit f : Rn → R on appelle problème de minimisation sans contraintes le problème (P ) suivant

(P ) {f (x) : x ∈ Rn}

Considérons le problème de minimisation sans contraintes (P )

a) x∗ ∈ Rn s’appelle minimum global de problème (P ) si

f (x∗) ≤ f (x) ∀x ∈ Rn (1,12)

b) x∗ ∈ Rnest un minimum local s’il existe un voisinageVε (x∗) de x∗ tel que

f (x∗) ≤ f (x) ∀x ∈ Vε (x∗) (1,13)

c) x∗ est minimum local strict s’il existe un voisinage Vε (x∗) de x∗ tel que

f (x∗) < f (x) ∀x ∈ Vε (x∗) et x 6= x∗ (1,14)

Fig1.1 Le Maximum global, local et Le Minimum local

Exemple 1.2 La fonction f(x) = 3x4 − 16x3 + 18x2 présente sur I = [−1, 4]

Trois extrema locaux, x = 0 et x = 3(minima), x = 1(maximum).

Seul m = f(3) = −27 est un minimum global sur I

Le maximum global étant atteint à l’extrémité gauche de l’intervalle I,M = f(−1) = 37.

1.4. Formulation mathématique 12



Chapitre 1. Préliminaires : Optimisation sans contraintes

1.5 Les problèmes de minimisation sans contraintes et leurs

algorithmes

Soit f : Rn → R On appelle problème de minimisation sans contraintes le problème (P) cité

précédemment. L’étude de ces problèmes est importante pour des raisons diverses. Beaucoup de

problèmes d’optimisation avec contraintes sont transformés en des suites de problèmes d’opti-

misation sans contraintes (multiplicateur de Lagrange, méthodes des penalités, ...). L’études des

problèmes d’optimisation sans contraintes trouve aussi des applications dans la résolution des

systèmes différentiels non linéaires.

Les méthodes numériques de résolution de divers problèmes de minimisation sans contraintes

ont pris ces dernières années un bel essor si bien que la bibliographie correspondante contient des

centaines d’ouvrages et d’articles. Cet intérêt n’est nullement fortuit, il reflète le rôle de premier

plan que les problèmes d’optimisation jouent dans les applications.

La construction d’algorithmes consacrés à la recherche efficace de minimum d’une fonction sans

contraintes est un problème complexe, car il ne suffit pas d’élaborer un algorithme mais il faut

montrer de plus qu’il est plus performant que ceux déjà connus.

On compare des algorithmes en se basant sur plusieurs critères, par exemple, la précision du

résultat, le nombre d’évalutions fonctionnelles et celui d’évaluations du gradient, la vitesse de la

convergence ainsi que le temps de calcul.

1.5.1 Algorithmes (déterministes)

La définition des classes de problèmes fait appel aux notions d’algorithme déterministe [2]

Un algorithme déterministe est un algorithme classique qui fait des choix déterministes à chaque

étape.

Définition 1.15 [9] (Algorithme)

Un algorithme est défini par une application A de Rn dans Rn permettant la génération d’une

suite d’éléments de Rn par la formule :{
xo ∈ Rn donné k = 0 Etape d’initialisation

xk+1 = A(xk) k = k + 1 Itération k

Ecrire un algorithme n’est ni plus ni moins que se donner une suite (xk)k∈N de Rn étudier la

convergence de l’algorithme, c’est étudier la convergence de la suite (xk)k∈N .

1.5. Les problèmes de minimisation sans contraintes et leurs algorithmes 13
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1.5.2 Aspect général des algorithmes

Pour construire des algorithmes de minimisation sans contraintes on fait appel à des processus

itératifs du type

xk+1 = xk + αkdk (1,15)

Où dk détermine la direction de déplacement à partir du point xk et αk est un facteur numérique

dont le grandeur donne la longueur du pas dans la direction dk.

Le type d’algorithme permettant de résoudre le problème (P ) sera déterminé dés qu’on définit

les procédes de construction du vecteur dk et de calcul de αk à chaque itération.

La façon avec laquelle on construit les vecteurs dk et les scalaires αk détermine directement les

propriétés du procesus et spécialement en ce qui concerne la convergence de la suite {xk} ainsi

que la vitesse de convergence de la méthode.

Pour s’approcher de la solution optimale du problème (P ) (dans le cas général, c’est un point

en lequel ont lieu peut être avec une certaine précision les conditions nécessaires d’optimalité de

f), on se déplace naturellement à partir du point xk dans la direction de la décroissance de la

fonction f [10].

1.5.3 Fonctions multivoques et algorithmes

Une application multivoque est une application A qui à x ∈ Rn fait correspondre un sous en-

semble A(x) de Rn.
Etant donné un point xk, En appliquant les instructions d’un certain algorithme, on obtient un

nouveau point xk+1. Cette procédure peut être décrite par une application multivoque A appelée

application algorithmique.

Donc étant donné un point x1 ∈ Rn, l’application algorithmique génère une suite x1, x2, ..,

xk+1 ∈ Rn pour tout k.

La notion d’application algorithmique fermé est directement liée à la convergence des algo-

rithmes [10].

Définition 1.16 [10] Soient X et Y deux sous ensembles fermés non vides de Rn et Rm respective-

ment et A : X → Y une application multivoque. A est dite fermée au point x ∈ Rn si

xk ∈ X, xk → x

yk ∈ Y, yk → y

}
implique que y ∈ A(x) (1,16)

Donnons un théorème de convergence qui utilise les fonctions multivoques et qui nous sera utile

par la suite. Avant cela notons qu’à cause de la non convexité, de la taille du problème et d’autres

1.5. Les problèmes de minimisation sans contraintes et leurs algorithmes 14



Chapitre 1. Préliminaires : Optimisation sans contraintes

difficultés on peut arrêter le procesuss itératif si on trouve un point appartient à un ensemble

spécifique qu’on appelle ensemble des solutions Ω.

Voici ci-dessous quelques exemples typiques de cet ensemble.

Ω = {x∗ : ∇f(x∗) = 0}
Ω = {x∗ : x∗ est une solution optimale locale du problème (P )}
Ω = {x∗ : f(x∗) < ν∗ + ε } où ε > 0 est une tolérance définie à l’avance et ν∗ est la valeur minimale

de la fonction objectif.

Nous dirons que l’application algorithmique A : X → X converge dans Y ⊆ X si commençant

par n’importe quel point initial x1 ∈ Y, la limite de toute sous suite convergente, extraite de la

suite x1, x2, ..., générée par l’algorithme, appartient à Ω.

Théorème 1.4 [6] Soient X un ensemble non vide fermé dans Rn et X un ensemble des solutions

non vide. Soit ξ : Rn → R une fonction continue, on considère que l’application algorithmique

C : X → X vérifie la propriété suivante : ”étant donné x ∈ X alors ξ(y) ≤ ξ(x) pour y ∈ C(x)" :

Soit B : X → X une application algorithmique fermée sur le complémentaire de Ω qui vérifie :

ξ(y) < ξ(x) pour y ∈ B(x) et x /∈ Ω Maintenant considérons l’application algorithmique composé

A = CB : Soit x1 ∈ X la suite {xk} est générée comme suit : Si xk ∈ Ω stop, sinon poser xk+1 ∈ A(xk)

remplacer k par (k + 1) et répéter.

Supposons que Λ = {x ∈ X, ξ(x) ≤ ξ(x1)} est compact. Alors, ou bien l’algorithme s’arrête à un

nombre fini d’itérations pour un point de Ω, ou tous les points d’accumulations de {xk} appartiennent

à Ω.

1.6 Convergence globale des algorithmes

Définition 1.17 [28] Soit un algorithme itératif qui génère une suite (xk)k∈N dans Rn afin de ré-

soudre le problème

min
x∈Rn

f(x)

Où f : Rn → R est une application de classe C1, L’algorithme est dit globalement convergent si

quelque soit le point initial x0 ∈ Rn

lim
k→+∞

inf ‖ ∇f(xk) ‖= 0
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1.7 Modes et vitesse de convergence

Définition 1.18 [9] Soit {xk} une suite de vecteurs convergente vers x telle que xk 6= x̂ pour tout k,

L’ordre de la convergence de la suite {xk} est le supremum des nombres p non négative tel que

lim
k→+∞

‖ xk+1 − x̂ ‖
‖ xk − x̂ ‖p

= τ <∞ (1,17)

Si p = 1 et τ < 1 alors la convergence est dite linéaire.

Si p = 1 et τ = 0 alors la convergence est dite super linéaire.

Si p > 1 etτ <∞ alors la convergence est super linéaire d’ordre p.

En particulier, si p = 2 et τ < 1 alors la convergence est dite quadratique.

1.8 Conditions d’optimalité

1.8.1 Pourquoi conditions d’optimalité ?

Afin d’analyser ou de résoudre de manière efficace un problème d’optimisation, il est fonda-

mental de pouvoir disposer de conditions d’optimalité.

En effet, celles-ci nous servent non seulement à vérifier la validité des solutions obtenues, mais

souvent l’étude de ces conditions aboutit au développement des algorithmes de résolution eux-

mêmes.

Des conditions équivalentes peuvent être obtenues de diverses manières, en procédant à des

analyses suivants différentes "lignes directrices".

L’approche considérée ici pour l’obtention de conditions est basée sur les notions de descente et

de direction admissible.[10]

1.8.2 Conditions nécessaires d’optimalité

Théorème 1.5 Soit f : Rn → R telle que f soit différentiable au point x̂ ∈ Rn.Soit d ∈ Rn telle que

∇f(x̂)td < 0 Alors

∃ δ > 0 tel que f(x̂+ αd) < f(x̂) ∀ α ∈]0, δ[

La direction d s’appelle dans ce cas direction de descente.

Preuve. [6] Comme f est différentiable en x̂ alors

f(x̂+ αd) = f(x̂) + α∇f(x̂)td+ α ‖d‖λ(x̂, αd)
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Où λ(x̂, αd)→ 0 pour α→ 0, Ceci implique

f(x̂+ αd)− f(x̂)

α
= ∇f(x̂)td+ ‖d‖λ(x̂, αd) α 6= 0

Et comme ∇f(x̂)td < 0 et λ(x̂, αd)→ 0 pour α→ 0,∃ δ > 0 tel que

∇f(x̂)td+ ‖d‖λ(x̂, αd) < 0 ∀ α ∈]0, δ[

Et par conséquent on obtient

f(x̂+ αd) < f(x̂) ∀ α ∈]0, δ[

Conditions nécessaires du premier ordre

Théorème 1.6 Soit f : Rn → R différentiable en x̂, Si x̂ est un minimum local alors

∇f(x̂) = 0

Preuve. [35] Par contre, on suppose que ∇f(x̂) 6= 0

Si on pose d = −∇f(x̂),on obtient

∇f(x̂)td = −‖∇f(x̂)‖2 < 0

Et par le théorème précédent, il existe δ > 0 tel que

f(x̂+ αd) < f(x̂) ∀α ∈]0, δ[

Mais ceci est contradiction avec le fait que x̂ est un minimum local, D’où ∇f(x̂) = 0.

Remarque 1.1 Le théorème dernier vrai si on remplace Rn par un ouvert V de Rn

Conditions nécessaires du deuxième ordre

Théorème 1.7 Soit f : Rn → R deux fois différentiable en x̂ Supposons que x̂ soit minimum local

Alors

∇f(x̂) = 0 et H(x̂) est semi définie positive
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Preuve. [18] Le théoreme ci-dessus montre la première proposition

Pour la deuxième proposition on a

f(x̂+ αd) = f(x̂) + α∇f(x̂)td+
1

2
α2dtH(x̂)d+ α2 ‖d‖2 λ(x̂, αd)

Où λ(x̂, αd)→ 0 pour α→ 0, Ceci implique

f(x̂+ αd)− f(x̂)

α2
=

1

2
dtH(x̂)d+ ‖d‖2 λ(x̂, αd) α 6= 0

Comme x̂ est un minimum local alors f(x̂+ αd) ≥ f(x̂)

Pour α suffisamment petit, d’où

1

2
dtH(x̂)d+ ‖d‖2 λ(x̂, αd) ≥ 0 pour α petit

En passant à la limite qund α→ 0, on obtient que dtH(x̂)d ≥ 0

D’où H(x̂) est semi définie positive.

Exemple 1.3 Soit f(x) = x41 + x42 − 4x1x2

Gradient ∇f(x) =

(
4x31 − 4x2

−4x1 + 4x32

)
Points stationnaires vérifient∇f(x) = 0.

Trois solutions x(1) =

(
0

0

)
, x(2) =

(
1

1

)
, x(3) =

(
−1

−1

)
1) x(2) et x(3) sont des minimum alors que x(1) ne l’est pas

2)Tout point stationnaire n’est pas forcément un minimum Nécessité d’une autre condition

1.8.3 Conditions suffisantes d’optimalité

Théorème 1.8 Soit f : Rn → R deux fois différentiable en x̂

Si ∇f(x̂) = 0 et H(x̂) est définie positive, alors x̂ est minimum local strict.

Preuve. [36] La fonctionf est deux fois différentiable au point x̂

Alors ∀x ∈ Rn, on obtient

f(x) = f(x̂) +∇f(x̂)t(x− x̂) +
1

2
(x− x̂)tH(x̂)(x− x̂) + ‖x− x̂‖2 λ(x̂, x− x̂) (1,18)

Où λ(x̂, x− x̂)→ 0 pour x→ x̂

Supposons que x̂ n’est pas un minimum local strict.

Donc il existe une suite {xk} convergente vers x̂ telle que

f(xk) ≤ f(x̂) xk 6= x̂ ∀k
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Posons

dk =
(xk − x̂)

‖xk − x̂‖
Donc ‖dk‖ = 1 et on obtient à partir de (1.18)

f(xk)− f(x̂)

‖xk − x̂‖2
=

1

2
dtkH(x̂)dk + λ(x̂, xk − x̂) ≤ 0 ∀k (1,19)

Et comme ‖dk‖ = 1 ∀k alors ∃ {dk}k∈N1⊂N telle que

dk → d pour k →∞ et k ∈ N1

On a bien sûr ‖d‖ = 1.

Considérons donc {dk}k∈N1 et le fait que

λ(x̂, x− x̂)→ 0 pour k →∞ et k ∈ N1

Alors (1.19) donne dtH(x̂)d ≤ 0,

Ce qui contredit le fait queH(x̂)est définie positive car‖d‖ = 1(donc d 6= 0).

Donc x̂ est un minimum local strict.

Exemple 1.4 Illustration de la condition nécessaire du 2e ordre

f(x) = x41 + x42 − 4x1x2

Gradient :∇f(x) =

(
4x31 − 4x2

−4x1 + 4x32

)

Points stationnaires : x(1) =

(
0

0

)
,x(2) =

(
1

1

)
,x(3) =

(
−1

−1

)

Hessienne H(x) =

(
12x21 −4

−4 12x22

)
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1.8.4 Conditions nécessaires et suffisantes d’optimalité dans le cas convexe

Théorème 1.9 [6] Soit f : Rn → R telle que f est convexe et différentiable Alors

x̂ est un minimum global de f si et seulement si ∇f(x̂) = 0

Remarque 1.2 Si fest convexe, alors tout minimum local est aussi global .

De plus si fest strictement convexe, alors tout minimum local devient non seulement global mais

aussi unique (voir [6])

Théorème 1.10 [6] Soit f : Rn → R telle que f est pseudo convexe

Soit x̂ ∈ Rn tel que ∇f(x̂) = 0 alors x̂ est un minimum global de f
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Chapitre 2

Les méthodes d’optimisation sans

contraintes

On expose dans ce chapitre les grandes lignes des méthodes d’optimisation sans contraintes

basées sur les directions de descente et les recherches linéaires. Ces méthodes génèrent des suites

{xk}k∈N de la façon suivante :

xk+1 = xk + αkdk

On suppose connaitre la direction de descente dk au point xk. La recherche linéaire consiste à

trouver αk de façon à diminuer la fonction f suffisamment le long de cette direction.

On insistera dans ce chapitre sur les recherches linéaires inexactes dites de Wolfe, Armijo et

Goldstein-Price.

2.1 Résultats d’existence et d’unicité

Avant d’étudier les propriétés de la solution (ou des solutions) de (P ) il faut s’assurer de leur

existence. Nous donnerons ensuite des résultats d’unicité.

Définition 2.1 [19] (Fonction coercive)

On dit que f : H → R est coercive si

lim
‖x‖→+∞

f(x) = +∞ (2,1)

Exemple 2.1 1. La fonction f1(x) = ‖x‖2 est coercive

2. f2(x) = x21 − x22 n’est pas coercive.
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En effet, la suite de terme général xn = (0, n) n ∈ N est telle que

lim
n→+∞

‖ xn ‖= lim
n→+∞

n = +∞ mais lim
n→+∞

f2(xn) = lim
n→+∞

− n2 = −∞

Théorème 2.1 (Existence)

Soit f : Rn → R ∪ {+∞} propre, continue et coercive

Alors (P ) admet au moins une solution.

Preuve. [ Voir 45]

L’unicité résulte en général de propriétés de convexité (de f et de K).

Théorème 2.2 (Unicité)

Soit f : k ⊂ Rn → R strictement convexe sur K convexe, Le minimum de f sur K s’il existe est

unique.

Preuve. [45] Soit x̂ ∈ K tel que

f(x̂) ≤ f(x) ∀x ∈ K

Supposons qu’il existe ŷ 6= x̂ tel que

f(ŷ) ≤ f(x) ∀x ∈ K

Formons pour λ ∈]0, 1[ le vecteur

u = λŷ + (1− λ)x̂

D’après la stricte convexité def et puisque nécessairementf(ŷ) = f(x̂)on a

f(u) < λf(ŷ) + (1− λ)f(x̂) = f(x̂)

Ce qui contredit le fait que x̂ soit un minimum on a donc x̂ = ŷ.

2.2 Méthodes à directions de descente

2.2.1 Principe général

Considérons le problème d’optimisation sans contrainte [10]

(P ) {min
x∈Rn

f(x)}

Où f : Rn → R est supposée régulière.

On note aussi par ∇f(x) et ∇2f(x) le gradient et le hessien de f en x respectivement.

On s’intéresse ici à une classe d’algorithmes qui sont fondés sur la notion de direction de descente.
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2.2.2 Direction de descente

Définition 2.2 [10] (direction de descente)

Soit f : Rn → R, d un vecteur non nul de Rn est dit une direction de descente s’il existe un réel

δ > 0 tel que pour tout α dans l’intervalle]0, δ[ on a

f(x+ αd) < f(x) (2,2)

Théorème 2.3 [10] Si f est différentiable en un point x ∈ Rnet d ∈ Rntelle que

∇>f(x).d < 0 (2,3)

Alors d est une direction de descente en x

Remarque 2.1 [10] La direction d fait avec l’opposé du gradient −∇f(x) un angle θ strictement

plus petit que 90̊

θ = arccos
−∇>f(x).d

‖ ∇>f(x) ‖‖ d ‖
∈ [0,

π

2
[ (2,4)

L’ensemble des directions de descente de f en x, {d ∈ Rn : ∇>f(x).d < 0} forme un demi-espace

ouvert de Rn

On voit que si d est une direction de descente f(x + αd) < f(x) pour tout α > 0 suffisamment

petit, et donc que f décroit strictement dans la direction d.

De telles directions sont intéréssantes en optimisation car, pour faire décroître f il suffit de faire

un déplacement le long de d.

2.2.3 Description des méthodes à directions de descentes

Les méthodes à directions de descentes utilisent cette idée pour minimiser une fonction [11,

1847].

Elles construisent la suite des itérés {xk}k≥1 approchant une solution xk du probléme (P) par la

récurrence

xk+1 = xk + αkdk pour k ≥ 1 (2,5)

Où αk est appelé le pas et dk la direction de descente de f en xk
Pour définir une direction de descente il faut donc spécifier deux choses.

• Dire comment la direction dk est calculée, la manière de procéder donne le nom à l’algorithme.

• Dire comment on détermine le pas αk c’est ce que l’on appelle la recherche linéaire.

2.2. Méthodes à directions de descente 23



Chapitre 2. Les méthodes d’optimisation sans contraintes

Algorithme 2.1(méthode à directions de descente- une itération)[10]

Etape 0 : (initialisation)

On suppose qu’au début de l’itération k, on dispose d’un itéré xk ∈ Rn

Etape1 :

Test d’arrêt : si ‖ ∇f(xk) ‖' 0 ; arrêt de l’algorithme ;

Etape2 :

Choix d’une direction de descente dk ∈ Rn ;

Etape3 :

Recherche linéaire : déterminer un pas αk > 0 le long de dk de manière à "faire décroître f

suffisamment" ;

Etape4 :

Si la recherche linéaire réussie xk+1 = xk + αkdk;

remplacer k par k + 1 et aller à l’étape 1.

2.3 La Recherche linéaire

Faire de la recherche linéaire veut dire déterminer un pas αk le long d’une direction de descente

dk, autrement dit résoudre le problème unidimensionnel

min f(xk + αdk) α ∈ R (2,6)

Notre intérêt pour la recherche linéaire ne vient pas seulement du fait que dans les applications on

rencontre, naturellement, des problèmes unidimensionnels, mais plutôt du fait que la recherche

linéaire est un composant fondamental de toutes les méthodes traditionnelles d’optimisation mul-

tidimensionnelle. D’habitude, nous avons le schéma suivant d’une méthode de minimisation sans

contraintes multidimensionnelle : en regardant le comportement local de l’objectif f sur l’itéra-

tion courante xk, la méthode choisit la “direction du mouvement” dk (qui normalement, est une

direction de descente de l’objectif : ∇>f(x).d < 0) et exécute un pas dans cette direction

xk 7−→ xk+1 = xk + αkdk (2,7)

Afin de réaliser un certain progrès en valeur de l’objective, c’est-à-dire pour assurer que : f(xk +

αkdk) ≤ f(xk).Et dans la majorité des méthodes le pas dans la direction dk est choisi par la

minimisation unidimensionnelle de la fonction

hk(α) = f(xk + αdk) (2,8)

Ainsi, la technique de recherche linéaire est une brick de base fondamentale de toute méthode

multidimensionnelle.
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2.3.1 Objectifs à atteindre

Il s’agit de réaliser deux objectifs

Le premier objectif

Consiste à faire décroître f suffisamment Cela se traduit le plus souvent par la réalisation d’une

inégalité de la forme

f(xk + αkdk) ≤ f(xk) + ”un terme négatif ” (2,9)

Le terme négatif disons νk joue un rôle-clé dans la convergence de l’algorithme utilisant cette

recherche linéaire. L’argument est le suivant. Si f(xk) est minorée ( il existe une constante C telle

que f(xk) ≥ C pour tout k ), alors ce terme négatif tend nécessairement vers zéro : νk → 0.

C’est souvent à partir de la convergence vers zéro de cette suite que l’on parvient à montrer

que le gradient lui-même doit tendre vers zéro. Le terme négatif devra prendre une forme bien

particulière si on veut pouvoir en tirer de l’information.

En particulier, il ne suffit pas d’imposer ([31])

f(xk + αkdk) < f(xk)

Le second objectif

Consiste d’empêcher le pas αk > 0 d’être trop petit, trop proche de zéro.

Le premier objectif n’est en effet pas suffisant car l’inégalité (2,9) est en général satisfaite par des

pas αk > 0 arbitrairement petit.

Or ceci peut entraîner une "fausse convergence", c’est-à-dire la convergence des itérés vers un point

non stationnaire, comme le montre l’observation suivante ([20]).

Si on prend

0 < αk ≤
ε

2k ‖dk‖
(2,10)

La suite {xk} générée par (2,7) est de Cauchy, puisque pour 1 ≤ l < k on a

‖xk − xl‖ =

∥∥∥∥∥
i=k−1∑
i=1

αidi

∥∥∥∥∥ ≤
i=k−1∑
i=1

ε

2i
→ 0 lorsque l→∞ (2,11)

Donc {xk} converge, disons vers un point x̄. En prenant l = 1 et k → ∞ dans l’estimation ci-

dessus, on voit que x̄ ∈ B̄(x1, ε) et donc x̄ ne saurait être solution s’il n’y a pas de solution dans

B̄(x1, ε). On a donc arbitrairement forcer la convergence de {xk} en prenant des pas très petits.

Pour simplifier les notations, on définit la restriction de f à la droite {xk + αdk/α ∈ R} ⊂ Rn

comme la fonction

hk : R+ → R α 7−→ hk(α) = f(xk + αdk) (2,12)
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2.3.2 Types de recherche linéaire

Il existe deux grandes classes de méthodes qui s’intéressent à l’optimisation unidimensionnelle :

a) les recherches linéaires exactes.

b) les recherches linéaires inexactes.

2.4 Recherches linéaires exactes

Comme on cherche à minimiser f , il semble naturel de chercher a minimiser le critère le long de

dk et donc de déterminer le pas αk comme solution du problème

min hk(α) α ≥ 0 (2,13)

C’est ce que l’on appelle la règle de Cauchy et le pas déterminé par cette règle est appelé pas de

Cauchy ou pas optimal.

Dans certains cas, on préférera le plus petit point stationnaire de hk qui fait décroître cette fonc-

tion

αk = inf {α ≥ 0 : hk (α) < hk (0)} (2,14)

On parle alors de règle de Curry et le pas déterminé par cette règle est appelé pas de Curry. De ma-

nière un peu imprécise, ces deux règles sont parfois qualifiées de recherche linéaire exacte.([10])

Remarque 2.2 [10] Ces deux règles ne sont utilisées que dans des cas particuliers, par exemple

lorsque hk est quadratique.

Le mot exact prend sa signification dans le fait que si f est quadratique la solution de la recherche

linéaire s’obtient de façon exacte et dans un nombre fini d’itérations.

2.4.1 Les inconvénients des recherches linéaires exactes pour une fonction

non linéaire arbitraire

Il ne peut pas exister de pas de Cauchy ou de Curry,

La détermination de ces pas demande en général beaucoup de temps de calcul et ne peut de

toutes façons pas être faite avec une précision infinie,

L’efficacité supplémentaire éventuellement apportée à un algorithme par une recherche linéaire

exacte ne permet pas, en général, de compenser le temps perdu à déterminer un tel pas,

Les résultats de convergence autorisent d’autres types de règles (recherche linéaire inexacte),

moins gourmandes en temps de calcul.([10])
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2.4.2 Intervalle de sécurité

Dans la plupart des algorithmes d’optimisation modernes, on ne fait jamais de recherche linéaire

exacte, car trouver αk signifie qu’il va falloir calculer un grand nombre de fois la fonction hk et

cela peut être dissuasif du point de vue du temps de calcul.

En pratique, on recherche plutôt une valeur de α∗ qui assure une décroissance suffisante de f .

Cela conduit à la notion d’intervalle de sécurité ([31]).

Définition 2.3 [24] On dit que [αg, αd] est un intervalle de sécurité s’il permet de classer les valeurs

de α de la façon suivante :

• Si α < αg alors est considéré trop petit,

• Si αd ≥ α ≥ αg alors est satisfaisant,

• Si α > αd alors est considéré trop grand.

Le problème est de traduire de façon numérique sur hk les trois conditions précédentes, ainsi que

de trouver un algorithme permettant de déterminer αg et αd.

2.5 Recherches linéaires inexactes

On considère la situation qui est typique pour l’application de la technique de recherche linéaire

à l’intérieur de la méthode principale multidimensionnelle. Sur une itération k de la dernière

méthode nous avons l’itération courante xk ∈ Rn et la direction de recherche dk ∈ Rn qui est

direction de descente pour notre objectif f : Rn → R

∇>f(xk).dk < 0 (2,15)

Le but est de réduire “de façon importante” la valeur de l’objectif par un pas

xk 7−→ xk+1 = xk + αkdk (2.16)

De xk dans la direction dk pour cela de nombreux mathématiciens (Armijo, Goldstein, Wolfe, Al-

baali, Fletcher...) ont élaboré plusieurs règles (tests). L’objectif de cette section consiste à présenter

les principaux tests. D’abord présentons le schéma d’une recherche linéaire inexacte.([31])

2.5.1 Schéma des recherches linéaires inexactes

Elles reviennent à déterminer, par tâtonnement un intervalle [αg, αd], où α∗ ∈ [αg, αd], dans lequel

hk(αk) < hk(0) (f(xk + αkdk) < f(xk)) (2,17)
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Le schéma de l’algorithme est donc

Algorithme 1.1 (Schéma général des recherches linéaires inexactes)[31]

Etape 0 : (initialisation)

αg,1 = αd,1 = 0, choisir α1 > 0, poser k = 1 et aller à l’étape1.

Etape 1 :

Si αk est satisfaisant ( suivant un certain critère ) : STOP(α∗ = αk).

Si αk est trop petit ( suivant un certain critère ) : nouvel intervalle :

[ αg,k+1 = αk,αd,k+1 = αd ] et aller à l’étape 2.

Si αk est trop grand ( suivant un certain critère) : nouvel intervalle :

[ αg,k+1 = αk,αd,k+1 = αd ] et aller à l’étape 2.

Etape 2 :

Si αd,k+1 = 0 déterminer αk+1 ∈] αg,k+1,+∞ [

Si αd,k+1 6= 0 déterminer αk+1 ∈] αg,k+1, αd,k+1[

remplacer k par k + 1 et aller à l’étape 1.

Il nous reste donc à décider selon quel(s) critère(s) α est trop petit ou trop grand ou satisfaisant.

2.5.2 La règle (le critère) d’Armijo

On bute à réduire “de façon importante” la valeur de l’objectif par un pas xk 7−→ xk+1 = xk +αkdk

de xk dans la direction dk, tel que f(xk + αkdk) < f(xk).

Or cette condition de décroissance stricte n’est pas suffisante pour minimiser hk au moins locale-

ment. Par exemple, avec la fonction h : R→ R; x 7→ h(x) = x2 et x1 = 2, les choix dk = (−1)k+1;

αk = 2 + 3× 2−(k+1), donnent : xk = (−1)k(1 + 2−k).

h(xk) est bien strictement décroissante mais {xk}k≥0 ne converge pas vers le minimum zéro mais

vers 1 (dans cet exemple le pas est trop grand).

La règle d’Armijo ([4]) impose une contrainte sur le choix de αk suffisante pour minimiser loca-

lement h.

Une condition naturelle est de demander que f décroisse autant qu’une portion ρ ∈]0, 1[ de ce que

ferait le modèle linéaire de f en xk. Cela conduit à l’inégalité suivante, parfois appelée condition

d’Armijo ou condition de décroissance linéaire

f(xk + αkdk) ≤ f(xk) + ραk∇>f(xk)dk (2,18)

Elle est de la forme (2,18), car ρ devra être choisi dans ]0, 1[.

Il faut qu’en αk, la fonction hk prenne une valeur plus petite que celle prise par la fonction ψρ(α)

α 7−→ hk(0) + ρh′k(0)α autrement dit α 7→ f(xk) + ραk∇>f(xk)dk
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2.5.3 La règle (le critère) de Goldstein&Price.

Dans la règle d’Armijo on assure la décroissance de la fonction objectif à chaque pas, mais c’est

ne pas suffisant, reprenant l’exemple de la fonction h : R → R, x 7→ h(x) = x2 et x1 = 2, et cette

fois dk = −1 le choix αk = 2−(k+1) donnent : xk = (1 + 2−k).

hk est bien strictement décroissante mais {xk}k≥0 ne converge pas vers le minimum zéro mais

vers 1. Alors que la condition d’Armijo est satisfaite.

Les conditions de Goldstein & Price ([27]) suivant sont, comme on va le prouver, suffisante pour

assurer la convergence sous certaines conditions et indépendamment de l’algorithme qui calcule

le paramètre.

Etant données deux réels ρ et δ tels que 0 < ρ < δ < 1 ces conditions sont

f(xk + αdk) ≤ f(xk) + ρα∇>f(xk)dk (2,19)

f(xk + αdk) ≥ f(xk) + δα∇>f(xk)dk (2,20)

2.5.4 La règle (le critère) de Wolfe

La conditions (2,19)-(2,20) "règle de Goldstein&Price" peuvent exclure un minimum ce qui est

peut être un inconvénient. Les conditions de wolfe ([49]) n’ont pas cet inconvénient.

Etant donnés deux réels ρ et σ tel que 0 < ρ < σ < 1 ces conditions sont

f(xk + αdk) ≤ f(xk) + ρα∇>f(xk)dk (2,21)

∇>f(xk + αdk)dk ≥ σ∇>f(xk)dk (2,22)

Conditions de Wolfe fortes

Pour certains algorithmes (par exemple le gradient conjugué non linéaire) il est parfois nécessaire

d’avoir une condition plus restrictive que (2.22).

Pour cela la deuxième condition (2.22) est remplacée par∣∣∇>f(xk + αdk)dk
∣∣ ≤ σ

∣∣∇>f(xk)dk
∣∣ = −∇>f(xk)dk

On aura donc les conditions de Wolfe fortes ([50])

f(xk + αdk) ≤ f(xk) + ρα∇>f(xk)dk (2,23)∣∣∇>f(xk + αdk)dk
∣∣ ≤ −σ∇>f(xk)dk (2,24)
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Remarque 2.3 [10] La seconde condition (2.22) ou condition de courbure interdit le choix de pas

trop petit pouvant entrainer une convergence lente ou prématurée.

Remarque 2.4 [10] On voit bien que les conditions de Wolfe fortes impliquent les conditions de

Wolfe faibles. Effectivement (2.23) est équivalente à (2.21), tandis que (2.24)

| ∇>f(xk + αkdk)dk |≤ −σ∇>f(xk)dk

⇔ σ∇>f(xk)dk ≤ ∇>f(xk + αkdk)dk ≤ −σ∇>f(xk)dk

⇒ σ∇>f(xk)dk ≤ ∇>f(xk + αkdk)dk

2.6 Convergence des méthodes à directions de descente

2.6.1 Condition de Zoutendijk

Dans cette section, on va étudier la contribution de la recherche linéaire inexacte à la convergence

des algorithmes à directions de descente. Ce n’est qu’une contribution, parce que la recherche li-

néaire ne peut à elle seule assurer la convergence des itérés. On comprend bien que le choix de

la direction de descente joue aussi un rôle. Cela se traduit par une condition, dite de Zoutendijk,

dont on peut tirer quelques informations qualitatives intéressantes. On dit qu’une règle de re-

cherche linéaire satisfait la condition de Zoutendijk s’il existe une constante C > 0 telle que pour

tout indice k ≥ 1 on ait

f(xk+1) ≤ f(xk)− C ‖ ∇f(xk) ‖2 cos2 θk (2,25)

Où θk est l’angle que fait dk avec −∇f(xk) défini par

cos θk =
−∇>f(xk)dk
‖ ∇f(x) ‖‖ dk ‖

(2,26)

Voici comment on se sert de la condition de Zoutendijk([10])

Proposition 2.1 Si la suite {xk} générée par un algorithme d’optimisation vérifie la condition de

Zoutendijk (2,25) et si la suite {f(xk)} est minorée, alors∑
k≥1

‖ ∇f(xk) ‖2 cos2 θk <∞ (2,27)

Preuve. [25] En sommant les inégalités (2,25), on a

l∑
k≥1

‖ ∇f(xk) ‖2 cos2 θk ≤
1

C
(f(x1)− f(xl+1))
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La série est donc convergente puisqu’il existe une constant C ′ telle que pour tout k f(xk) ≥ C
′

Les deux propositions suivantes précisent les circonstances dans les quelles la condition de Zou-

tendijk (2,25) est vérifie avec les règles d’Armijo et de Wolfe.

Proposition 2.2 Soit f : Rn → R une fonction continuement différentiable dans un voisinage de

Γ = {x ∈ Rn : f(x) ≤ f(x1)}

On considère un algorithme à directions de descente dk qui génère un suite {xk} en utilisant la

recherche linéaire d’Armijo(2,18) avec α1 > 0

Alors il existe une constante C > 0 telle que pour tout k ≥ 1 l’une des conditions

f(xk+1) ≤ f(xk)− C∇>f(xk)dk (2,28)

Ou

f(xk+1) ≤ f(xk)− C ‖ ∇f(xk) ‖2 cos2 θk (2,29)

Est vérifiée.

Preuve. [25] Si le pas αk = α1 est accepté, on a (2,25) car α1 est uniformément positif.

Dans le cas contraire, (2,18) n’est pas vérifiée avec un pas α′k ≤ αk
τ

c’est-à-dire

f(xk + α
′

kdk) > f(xk) + ρα
′

k∇>f(xk)dk

Comme f est continuement différentiable, on a pour tout αk > 0

f(xk + αkdk) = f(xk) + αk∇>f(xk)dk +

1∫
0

[∇f(xk + tαkdk)−∇f(xk)]
>αkdkdt (2,30)

⇒ f(xk + αkdk) ≤ f(xk) + αk∇>f(xk)dk + Cα2k‖dk‖2

Où C > 0 est une constante. Avec l’inégalité précédente et le fait que On obtient{
f(xk + α

′
kdk)− f(xk) > ρα

′
k∇>f(xk)dk

f(xk + α
′
kdk)− f(xk) ≤ α

′
k∇>f(xk)dk + Cα

′2
k ‖ dk ‖2

(2,31)

⇒ ρα
′

k∇>f(xk)dk ≤ αk∇>f(xk)dk + Cα2k ‖ dk ‖2 (2,32)

⇒ −Cα′2k ‖ dk ‖2≤ (1− ρ)α
′

k∇>f(xk)dk

Or

ρ < 1⇒ 0 < 1− ρ < 1⇒ 1

1− ρ > 1 (2,33)

D’où

∇>f(xk)dk ≥ −C
1− ρα

′

k ‖ dk ‖2⇒ −∇>f(xk)dk ≤
C

1− ρα
′

k ‖ dk ‖2 (2,34)

⇒ | ∇>f(xk)dk |=‖ ∇>f(xk) ‖‖ dk ‖ cos θk ≤
C

1− ρα
′

k ‖ dk ‖2
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Ce qui permet de minorer α′ ‖ dk ‖ et donc aussi α ‖ dk ‖ par une constante fois ‖∇>f(xk)‖ ‖ dk ‖
Cette minoration et l’expression suivante de (2,18)

f(xk + αkdk) ≤ f(xk)− ραk ‖ ∇>f(xk) ‖‖ dk ‖ cos θk (2,35)

Conduit à (2,25).

Proposition 2.3 Soit f : Rn → R une fonction continuement différentiable dans un voisinage de

Γ = {x ∈ Rn : f(x) ≤ f(x1)}

On considère un algorithme à directions de descente dk qui génère une suite {xk} en utilisant la

recherche linéaire de Wolfe (2,23)-(2,24)

Alors il existe une constante C > 0 telle que, pour tout k ≥ 1 la condition de Zoutendijk (2,25)

est vérifiée.

Preuve. [25] D’après (2,22)

∇>f(xk + αkdk)dk ≥ σ∇>f(xk)dk

⇒ (∇f(xk + αkdk)−∇f(xk))
>dk ≥ (σ − 1)∇>f(xk)dk

= −(1− σ)∇>f(xk)dk = (1− σ) | ∇>f(xk)dk |

⇔ (1− σ) | ∇>f(xk)dk |≤ (∇f(xk + αkdk)−∇f(xk))
>dk

Et du fait que f est continuement différentiable

(1− σ) | ∇>f(xk)dk |= (1− σ) ‖ ∇>f(xk) ‖‖ dk ‖ cos θk

≤ ‖ ∇f(xk + αkdk)−∇f(xk) ‖‖ dk ‖

⇒ (1− σ) ‖ ∇>f(xk) ‖ cos θk ≤ L αk ‖ dk ‖

⇒ αk ‖ dk ‖≤
(1− σ)

L
‖ ∇>f(xk) ‖ cos θk

En utilisant (2,23) on aura

f(xk + αkdk) ≤ f(xk) + ραk∇>f(xk)dk

⇒ f(xk + αdk) ≤ f(xk) + ρα∇>f(xk)dk ≤ f(xk)+ | ρα∇>f(xk)dk |

⇒ f(xk + αdk) ≤ f(xk)+ | ρα∇>f(xk)dk |≤ f(xk)− ρα∇>f(xk)dk

⇒ f(xk + αdk) ≤ f(xk)− ρα ‖ ∇>f(xk) ‖‖ dk ‖ cos θk

⇒ f(xk + αdk) ≤ f(xk)−
ρ(1− σ)

L
‖ ∇>f(xk) ‖2 cos2 θk

On en déduit (2,25).
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Chapitre 3

Résultats de convergence des méthodes du

gradient conjugué non linéaire avec la

recherche linéaire inexacte

Dans ce chapitre on va essayer de présenter une synthèse sur les différents résultats de conver-

gence des méthodes du gradient conjugué pour la minimisation des fonctions sans contraintes.

Ces méthodes seront utilisées avec une recherche linéaire inexacte (Wolfe forte ou faible). L’ana-

lyse couvre quatre classes de méthodes qui sont globalement convergentes pour des fonctions

régulières non nécessairement convexes. Dans la première famille, ce sont certaines propriétés de

la méthode de Fletcher-Reeves qui jouent un rôle crucial, tandis que la seconde famille partage

avec la méthode de Polak-Ribière-Polyak une propriété importante. La troisième concerne la mé-

thode de la descente conjuguée et dans la dernière famille on va présenter quelques propriétés

de la nouvelle méthode du gradient conjugué non linéaire dite de Dai-Yuan.

3.1 Méthodes du gradient conjugué non linéaire

Notre problème consiste à minimiser une fonction f de n variables à valeurs réelles

min {f(x) : x ∈ Rn} (3,1)

Où f est régulière (continûment différentiable) et g est son gradient. Notons par gk le gradient

de f au point xk.

Rappelons que les différentes méthodes du gradient conjugué génèrent des suites {xk} de la forme

suivante

xk+1 = xk + αkdk (3,2)
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Où la direction recherchée est définie par la formule de récurrence suivante

dk =

{
−g0 si k = 0

−gk + βkdk−1 si k ≥ 1
(3,3)

Le coefficient βk détermine la méthode du gradient conjugué en question (Fletcher Reeves, Polak

Ribière Polyak,...). Le pas αk ∈ R+ étant déterminé par une recherche linéaire.([31])

L’hypothèse 3.1.1 [10]

(i) L’ensemble : L = {x ∈ Rn, f(x) ≤ f(x1)} est borné , où x0 ∈ Rn est le point initial.

(ii) Sur un voisinage N de L, la fonction objectif f est continûment différentiable et son gradient est

lipchitzien (i.e).

∃l > 0 tel que ‖g(x)− g(x̃)‖ ≤ l ‖x− x̃‖ ∀x, x̃ ∈ N (3,4)

Remarque 3.1 [10] Notons que ces suppositions impliquent qu’il existe λ > 0 tel que

‖g(x)‖ ≤ λ ∀x ∈ L (3,5)

Définition 3.1 [31] On dit que dk est une direction de descente suffisante si

d>k gk ≤ −C ‖gk‖
2 où C > 0 (3,6)

Rappelons les conditions de Wolfe faibles

f(xk + αdk) ≤ f(xk) + ραkd
>
k gk (3,7)

d>k gk+1 ≥ σd>k gk (3,8)

Où 0 < ρ < σ < 1

Les conditions de Wolfe fortes

f(xk + αkdk) ≤ f(xk) + ραkd
>
k gk∣∣d>k gk+1∣∣ ≤ −σd>k gk (3,9)

Où 0 < ρ < σ < 1

Les conditions de Wolfe relaxée

f(xk + αkdk) ≤ f(xk) + ραkd
>
k gk

σ1d
>
k gk ≤ d>k gk+1 ≤ −σ2d>k gk (3,10)

Où 0 < ρ < σ1 < 1 et σ2 > 0

Présentons maintenant un théorème fondamental qui assure la satisfaction de la condition de

Zoutendijk, dans laquelle le pas αk est déterminé par la règle de Wolfe faible. Ce théorème était

démontré par Zoutendijk ([53, 1970]) et Powell ([40, 1971]).
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Théorème 3.1 Considérons une méthode du type (3.2) et (3.3) dans laquelle dk est une direction

de descente et le pas αk est déterminé par la règle de Wolfe faible (3.7)-(3.8) avec σ ∈
]
0, 1

2

[
.

Considérons aussi que l’hypothèse 3.1.1 soit satisfaite. Alors pour une telle méthode la condition de

Zoutendijk suivante ∑
k≥1

cos2 θ ‖gk‖2 <∞ (3,11)

Est vérifiée.

Preuve. ([53, 1970])

De (3.8) on a

d>k (gk+1 − gk) ≥ (σ − 1) d>k gk

D’autre part

d>k (gk+1 − gk) ≤ ‖gk+1 − gk‖ ‖dk‖

≤ αk L ‖dk‖2

D’où

αk ≥
(
σ − 1

L

)
d>k gk

‖dk‖2

En remplaçant ceci dans (3.7) on aura

f(xk + αkdk) ≤ f(xk) + µ cos2 θk ‖gk‖2

Où µ = ρ(σ−1)
L

Or puisque f est bornée sur N on a ∑
k≥1

cos2 θk ‖gk‖2 ≤ ∞

Ce qui achève la démonstration.

3.2 Méthode de Fletcher-Reeves

La méthode de Fletcher-Reeves ([22, 1964]) est une extension directe de la méthode du gradient

conjugué linéaire au cas des fonctions quelconques. Appliquée à une fonction quadratique, elle

est identique au gradient conjugué linéaire.

Pour la méthode de Fletcher-Reeves la variante βk est

βFRk =
‖gk‖2

‖gk−1‖2
(3,12)
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3.2.1 Algorithme de la méthode de Fletcher-Reeves

Cette méthode est très intéressante, d’une part parce qu’elle nécessite le stockage de très peu

d’informations (essentiellement trois vecteurs de dimension n) d’autre part, par sa vitesse de

convergence très supérieure à celle des algorithmes du gradient classique([31])

Algorithme 4.1 Méthode de Fletcher-Reeves

Etape0 : (initialisation)

Soit x0 le point de départ, g0 = ∇f(x0), poser d0 = −g0
Poser k = 0 et aller à l’étape 1.

Etape 1 :

Si gk = 0 : STOP ( x∗ = xk)."Test d’arrêt"

Sinon aller à l’étape 2.

Etape 2 :

Définir xk+1 = xk + αkdk avec : αk = minα>0 f(xk + αdk)

dk+1 = −gk+1 + βFRk+1dk

Où

βFRk+1 =
‖gk+1‖2

‖gk‖2

Poser k = k + 1 et aller à l’étape 1.

3.2.2 La propriété de descente de la méthode de FR

Powell ([42, 1984]) a démontré la satisfaction de la propriété de descente de la fonction objectif

pour la méthode de Fletcher-Reeves avec recherche linéaire exacte.

Al-Baali ([1, 1985]) a démontré la satisfaction de la propriété de descente de la fonction objectif

pour la méthode de Fletcher-Reeves avec la recherche linéaire inexacte forte de Wolfe.

J.C. Gilbert et Nocedal ([24, 1992]) ont généralisé ce résultat pour toute méthode du type (3.2)-

(3.3) dont

|βk| ≤ βFRk (3,13)

Théorème 3.2 Supposons que L’hypothèse 3.1.1 soit satisfaite.

Considérons une méthode du type (3.2) et (3.3) dont βk satisfait à (3.13) et le pas αk satisfait à

la règle de Wolfe forte (3.9) où σ ∈]0, 1
2
[, Alors cette méthode génère des directions de descente.
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De plus on a
−1

1− σ ≤
d>k gk

‖gk‖2
≤ 2σ − 1

1− σ k = 1, ... (3,14)

Preuve. ([24, 1992])

La démonstration se fait par récurrence

1) Pour k = 1
d>1 g1

‖g1‖2
=
−‖g1‖2

‖g1‖2
= −1

D’autre part

0 < σ <
1

2
⇒
{

−1
1−σ ≤ −1
2σ−1
1−σ ≥ −1

2) Supposons que (3.14) est satisfaite pour k > 1 et démontrons pour k + 1

Supposons que
−1

1− σ ≤
d>k gk

‖gk‖2
≤ 2σ − 1

1− σ k = 1, ... (*)

On a
d>k+1gk+1

‖gk+1‖2
=

(
−gk+1 + βk+1dk

)>
gk+1

‖gk+1‖2
= −1 + βk+1d

>
k gk+1

D’autre part de (3.12) on aura

βFRk =
‖gk‖2

‖gk−1‖2
⇒ 1

βFRk+1
=
‖gk‖2

‖gk + 1‖2

D’où
d>k+1gk+1

‖gk+1‖2
= −1 +

βk+1
βFRk

d>k gk+1

‖gk‖2
(**)

En utilisant la condition de recherche linéaire (3.9) on aura∣∣d>k gk+1∣∣ ≤ −σd>k gk ⇒ σ
∣∣βk+1∣∣ d>Tk gk ≤ βk+1d

>
k+1gk+1 ≤ −σ

∣∣βk+1∣∣ d>k gk
Remplaçant ceci dans (**)

−1 + σ

∣∣βk+1∣∣ d>k gk
βFRk+1 ‖gk‖

2 ≤
d>k+1gk+1

‖gk+1‖2
≤ −1− σ

∣∣βk+1∣∣ d>k gk
βFRk+1 ‖gk‖

2

De (*) on aura

−1−
∣∣βk+1∣∣σ

βFRk+1 (1− σ)
≤
d>k+1gk+1

‖gk+1‖2
≤ −1 +

∣∣βk+1∣∣σ
βFRk+1 (1− σ)

Et de (3.13)
−σ

1− σ <

∣∣βk+1∣∣
βFRk+1

< 1
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On aura
−1

1− σ ≤
d>k+1gk+1

‖gk+1‖2
≤ 2σ − 1

1− σ
Ce qui achève la démonstration.

Corollaire 3.1 [31] D’après (3.14) on déduit que pour tout k ≥ 1, dk est une directions de descente

suffisante avec C = 1−2σ
1−σ > 0.

En effet
−1

1− σ ≤ d>k gk

‖gk‖2
≤ 2σ − 1

1− σ

⇒ d>k gk ≤ −C ‖gk‖
2 où C =

1− 2σ

1− σ
Remarque 3.2 [31] La méthode de Fletcher-Reeves avec une recherche linéaire exacte génère des

directions de descente.

En effet, à chaque itération k ≥ 1 on a

d>k+1gk+1 =
(
−gk+1 + βFRk+1dk

)>
gk+1

= −g>k+1gk+1 + βFRk+1d
>
k gk+1

= −‖gk+1‖2

Puisque

αk = min
α>0

f(xk + αdk) = min
α>0

hk(α)

Donc αk vérifie la condition nécessaire d’optimalité

h′k(αk) = d>k∇f(xk + αkdk) = d>k gk+1 = 0 ∀k ≥ 1

3.2.3 Convergence de la méthode de Fletcher-Reeves

Le premier résultat de convergence de la méthode du gradient conjugué non linéaire (version

Flecher Reeves) avec des recherches linéaires inexactes (recherche linéaire inexacte de Wolfe

forte (3.9) où σ < 1
2
) était démontré par Al-Baali ([1, 1985]).

Touati Ahmed et Story ([48, 1990]) ont généralisé ce résultat pour 0 ≤ βk ≤ βFRk .

Gilbert et Nocedal ([24, 1992]) ont généralisé ce résultat pour |βk| ≤ βFRk .

Théorème 3.3 Supposons que l’hypothèse 3.1.1 soit satisfaite. Considérons une méthode du type

(3.2) et (3.3) dont βk satisfait à (3.13) et le pas αk satisfait aux conditions de Wolfe fortes (3.9) où

σ ∈
]
0, 1

2

[
. Alors cette méthode est globalement convergente, dans le sens suivant

lim
k→∞

inf ‖gk‖ = 0 (3,15)
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Preuve. ([24, 1992]) Puisque les conditions du théorème 3.2 sont satisfaites alors on a

−1

1− σ ≤
d>k gk

‖gk‖2
≤ 2σ − 1

1− σ ⇒ −σd
>
k−1gk−1 ≤

σ

1− σ ‖gk−1‖
2

D’autre part de (3.9) ∣∣d>k gk+1∣∣ ≤ −σd>k gk ⇒ ∣∣d>k−1gk∣∣ ≤ −σd>k−1gk−1
D’où ∣∣d>k−1gk∣∣ ≤ −σd>k−1gk−1 ≤ σ

1− σ ‖gk−1‖
2 (***)

De (3.2), (3.13) et (***)

‖dk‖2 =
∣∣‖gk‖2 − 2βkd

>
k−1gk + β2k ‖dk−1‖

2
∣∣

≤ ‖gk‖2 +
∣∣2βkd>k−1gk∣∣+ β2k ‖dk−1‖

2

≤
(

1 + σ

1− σ

)
‖gk‖2 +

(
βFRk

)2 ‖dk−1‖2
Posons σ̂ = 1+σ

1−σ ≥ 1, on aura

‖dk‖2 ≤ σ̂ ‖gk‖2 +
(
βFRk

)2 ‖dk−1‖2
≤ σ̂ ‖gk‖2 +

(
βFRk

)2 [≤ σ̂ ‖gk−1‖2 +
(
βFRk

)2 ‖dk−2‖2]
≤ σ̂ ‖gk‖4

k∑
j=2

‖gj‖−2 + σ̂ ‖gk‖4 ‖g1‖−2 = σ̂ ‖gk‖4
k∑
j=1

‖gj‖−2

Supposons que gk est borné en dehors du zéro (limk→∞ inf ‖gk‖ 6= 0) c’est-à-dire

‖gk‖ ≥ ω > 0 ∀k ⇒ ‖gk‖−2 ≤ ω−2

De (3.5) on a

‖dk‖2 ≤ σ̂ ‖gk‖4
k∑
j=1

‖gj‖−2 ≤ σ̂
λ4

ω2

k∑
j=1

1

⇒ ‖dk‖2 ≤ σ̂
λ4

ω2
k

D’où ∑
k≥1

1

‖dk‖2
≥ ω2

σ̂λ4

∑
k≥1

1

k
>∞ (****)

Ce qui veut dire que
∑

k≥1
1

‖dk‖2
est divergente.
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D’autre part, puisque les conditions du Théorème 3.1. et du théorème 3.2 sont satisfaites on a∑
k≥1

cos2 θk ‖gk‖2 < ∞

Et

c1
‖gk‖
‖dk‖

≤ cos θk ≤ c2
‖gk‖
‖dk‖

D’où∑
k≥1

c21
‖gk‖2

‖dk‖2
‖gk‖2 ≤

∑
k≥1

cos2 θk ‖gk‖2 <∞

⇒
∑
k≥1

‖gk‖4

‖dk‖2
<∞

⇒
∑
k≥1

ω4

‖dk‖2
<∞

⇒
∑
k≥1

1

‖dk‖2
<∞

Ce qui contredit (****), d’où le résultat ([24, 1992])

lim
k→∞

inf ‖gk‖ = 0

Remarque 3.3 Lui, Han et Yuan ([32, 1995]) ont prouvé le résultat (3.15) pour cette méthode si

ρ = σ = 1
2
. Dai et Yuan([17, 1996]) l’ont encore démontré mais par une approche plus simple.

Remarque 3.4 La méthode de Fletcher-Reeves possède de bon propriété théoriquement, mais en pra-

tique, elle converge parfois lentement, et même prématurément. En effet, si les pas sont trop petits, il

se peut que ce comportement s’élargit pour un grand nombre d’itérations, et c’est ce qu’il nous oblige

à réinitialiser en posant βFRk = 0.

Powell ([41, 1977]) est le premier qui a observé ce comportement, ainsi il a donné un contre exemple

avec une recherche linéaire exacte. On évite cet inconvénient en réinitialisant chaque n itération par

exemple.

Nemirovsky et Yudin ([37, 1983]) ont démontré par un contre exemple que la méthode de Fletcher-

Reeves converge plus lentement que la méthode de Steepest descent. (cas d’une fonction quadratique

avec recherche linéaire exacte).
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3.3 Méthode de Polak-Ribière-Polyak

Cette méthode fut découverte par Polak, Ribière ([38, 1969]) et Polyak ([39, 1969]).

Pour la méthode de Polak-Ribière-Polyak la variante βk est :

βPRPk =
g>k yk−1

‖gk−1‖2
(3,16)

3.3.1 Algorithme de la méthode de Polak-Ribière-Polyak

Algorithme 4.2 Méthode de Polak-Ribière-Polyak[31]

Etape0 : (initialisation)

Soit x0 le point de depart, g0 = ∇f(x0), poser d0 = −g0
Poser k = 0 et aller à l’étape 1.

Etape 1 :

Si gk = 0 : STOP ( x∗ = xk)."Test d’arrêt"

Si non aller à l’étape 2.

Etape 2 :

Définir xk+1 = xk + αkdk avec

αk = min
α>0

f(xk + αdk)

dk+1 = −gk+1 + βPRPk+1 dk

Où

βPRPk+1 =
g>k+1 [gk+1 − gk]

‖gk‖2
=
g>k+1yk

‖gk‖2

Poser k = k + 1 et aller à l’étape 1.

3.3.2 Convergence de la méthode de PRP

La convergence de cette méthode est assurée pour une fonction fortement convexe avec recherche

linéaire, mais si f n’est pas convexe elle ne converge pas.

Pour remédier à cet inconvénient Powell ([43, 1986]) a modifié le choix de βPRPk afin d’assurer

la convergence avec une recherche linéaire exacte.

Gilbert et Nocedal ([24, 1992]) ont proposé une nouvelle méthode qui converge dans le sens

(3,15) avec ou bien une recherche linéaire exacte ou inexacte.

Le résultat suivant est du à Polak et Ribière ([38, 1969]).
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Théorème 3.4 Si f est fortement convexe, continûment différentiable avec un gradient lipchitzien,

alors la méthode de Polak Ribière avec recherche linéaire exacte génère une suite {xk} convergeant

vers l’unique point x∗ réalisant le minimum de f.

Preuve. [43] Montrons dans un premier temps que

cos θk =
−d>k gk
‖gk‖ ‖dk‖

Est uniformément positif. Grâce à la recherche linéaire exacte, on a

d>k−1yk−1 = d>k−1 (gk − gk−1)

= −d>k−1gk−1 = −
(
−gk−1 + βPRPk−1 dk−2

)>
gk−1

= ‖gk−1‖2

La forte convexité de f implique que

d>k−1yk−1 =
1

αk−1
(xk − xk−1)> yk−1 ≥

η

αk−1
‖xk − xk−1‖2

Où η > 0 est le module de forte convexité de f .

On en déduit, en utilisant la constante de lipchitz L de g∣∣βPRPk

∣∣ =

∣∣g>k yk−1∣∣
‖gk−1‖2

=

∣∣g>k yk−1∣∣
d>k−1yk−1

≤ αk−1L

η

‖gk‖ ‖xk − xk−1‖
‖xk − xk−1‖2

=
L

η

‖gk‖
‖dk−1‖

On peut alors borner ‖dk‖ par

‖dk‖ ≤ ‖gk‖+
∣∣βPRPk

∣∣ ‖dk−1‖
≤ ‖gk‖+

L

η

‖gk‖
‖dk−1‖

‖dk−1‖

≤
(

1 +
L

η

)
‖gk‖

Ensuite

d>k gk = −‖gk‖2 ≤ −
(

1 +
L

η

)
‖gk‖ ‖dk‖

Ou encore

cos θk =
−d>k gk
‖gk‖ ‖dk‖

≥
(

1 +
L

η

)−1
D’après la recherche linéaire exacte, la condition de Zoutendijk est vérifié.

Mais f et donc {f(xk)} est bornée inférieurement (car f est fortement convexe).

On en déduit que gk → 0.D’autre part, {xk} est bornée ( f est fortement convexe) et possède donc

des sous suites convergentes.

La limite de celles-ci ne peut être que l’unique minimum x∗ de f (car gk → 0). Donc toute la suite

{xk} converge vers x∗.
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Remarque 3.5 [31]Si f n’est pas convexe, la méthode de Polak-Ribière-Polyak peut ne pas conver-

ger. Powell ([42, 1984]) a donné un exemple de fonction (de 3 variables, deux fois continûment

différentiable) pour laquelle l’algorithme génère une suite {xk} dont aucun des points d’adhérence

n’est stationnaire.

En 1986, il a modifié la variante βPRPk en évitant les valeurs négatifs, autrement dit si à l’itération

k on a : si βPRPk < 0, on redémarre en posant βPRPk = 0 (prendre la direction de la plus profonde

pente)

βk = max
{

0, βPRPk

}
Ce choix assure la convergence si le pas αk est déterminé par la règle de Wolfe forte.

Remarque 3.6 Gilbert et Nocedal ([24, 1992]) ont assuré la convergence avec une recherche li-

néaire exacte ou inexacte, en hybridant les méthodes de FR et de PRP. Donc cette nouvelle méthode

consiste à prendre la variante βk comme suit

βk =


−βFRk si βPRPk < −βFRk
βPRPk si

∣∣βPRPk

∣∣ ≤ βFRk

βFRk si βPRPk > βFRk

Remarque 3.7 Grippo et Lucidi ([26, 1997]) et P. Armand ([3, 2005]) ont suggéré des modifica-

tions dans le choix de αk afin d’établir le résultat de la convergence.

3.4 Méthode de descente conjuguée

Cette méthode fut proposée en 1987 par Fletcher et Reeves([21, 1987]).

Pour la méthode de la descente conjuguée la variante βk est

βCDk =
‖gk‖2

−dTk−1gk−1
(3,17)

3.4.1 Algorithme de la méthode de descente conjuguée

Algorithme 4.3 Méthode de la descente conjuguée[10]

Etape0 : (initialisation)

Soit x0 le point de départ, g0 = ∇f(x0), poser d0 = −g0
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Poser k = 0 et aller à l’étape 1.

Etape 1 :

Si gk = 0 : STOP ( x∗ = xk)."Test d’arrêt"

Si non aller à l’étape 2.

Etape 2 :

Définir xk+1 = xk + αkdk avec

αk = min
α>0

f(xk + αdk)

dk+1 = −gk+1 + βCDk+1dk

Où

βCDk+1 =
‖gk+1‖2

−dTk gk
Poser k = k + 1 et aller à l’étape 1.

3.4.2 La propriété descente de la méthode de descente conjuguée

Fletcher ([21, 1987]) a démontré que la méthode de la descente conjuguée est une méthode de

descente si le pas αk est déterminé par la règle forte de Wolfe (3.9) avec σ ≤ 1
2
.

Dai et Yuan ([17, 1996]) ont démontré que cette méthode avec la règle de Wolfe relaxée (3.10)

où 0 < ρ < σ1 < 1 et 0 ≤ σ2 ≤ 1, génère des directions de descente suffisante à chaque itération

k ≥ 1.

Théorème 3.5 Pour toute méthode du type (3.2) et (3.3) dont βk satisfait à (3.17) et le pas αk
satisfait aux conditions de Wolfe relaxée (3.10)

f(xk + αkdk) ≤ f(xk) + ρd>k gk

et σ1d
>
k gk ≤ d>k gk+1 ≤ −σ2d>k gk

Où 0 < ρ < σ1 < 1 et 0 ≤ σ2 ≤ 1.

Alors notre méthode génère des directions de descente suffisante à chaque itération k ≥ 1.

Preuve. [17, 1996] On a

−d>k gk = −
(
−gk + βCDk dk−1

)>
gk

= ‖gk‖2
[
1 +

d>k−1gk

d>k−1gk−1

]
⇒ −d>k gk

‖gk‖2
= 1 +

d>k−1gk

d>k−1gk−1
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D’autre part de (3.10)

σ1d
>
k gk ≤ d>k gk+1 ≤ −σ2d>k gk

⇒ 1− σ2 ≤ 1 +
d>k−1gk

d>k−1gk−1
≤ 1 + σ1

D’où

1− σ2 ≤
−d>k gk
‖gk‖2

≤ 1 + σ1

Donc si ‖gk‖ 6= 0, on a

d>k gk ≤ −C ‖gk‖
2 où C = 1− σ2 > 0

Et donc dk est une direction de descente suffisante.

3.4.3 Convergence de la méthode de descente conjuguée

Yuan ([52, 1993]) a démontré la convergence au sens (3.15) de cette méthode avec un pas

satisfaisant aux conditions (3.7)-(3.10) si σ1 < 1
2

et σ2 = 0.

Dai et Yuan ([17, 1996]) ont démontré ce résultat pour σ1 < 1 et σ2 = 0.

Théorème 3.6 Supposons que la l’hypothèse 3.1.1 est satisfaite. Toute méthode du type (3.2) et

(3.3) dons laquelle βk vérifie (3.17) et le pas αk est déterminé par la règle de Wolfe relaxée (3.10)

où 0 < ρ < σ1 < 1 et σ2 = 0, est de descente convergente, dans le sens suivante

lim
k→∞

inf ‖gk‖ = 0

Preuve. [17,1996] Du théorème 3.2 on a

1− σ2 ≤
−d>k gk
‖gk‖2

≤ 1 + σ1

⇒ 1 ≤ −d
>
k gk

‖gk‖2
≤ 1 + σ1

⇒ (1 + σ1)
−1 ≤ ‖gk‖

2

−dTk gk
≤ 1

⇒ (1 + σ1)
−1 ≤ ‖gk+1‖

2 ‖gk‖2

−dTk gk ‖gk+1‖
2 ≤ 1

⇒ (1 + σ1)
−1 ≤

βCDk+1
βFRk+1

≤ 1

⇒ βCDk+1 ≤ βFRk+1
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Donc βCDk+1 vérifie l’inégalité (3.13), D’après le théorème 3.3 on a

lim
k→∞

inf ‖gk‖ = 0

3.5 Méthode de Dai-Yuan

Cette méthode était découverte par Dai et Yuan ([14, 1999]).

Pour la méthode de la descente conjugué la variante βk est

βDYk =
‖gk‖2

d>k−1 [gk − gk−1]
=
‖gk‖2

d>k−1yk−1
(3,18)

Remarquons que cette variante à les mêmes numérateur et dénominateur de les variantes de

Fletcher-Reeves et Hestenes-Stielfel respectivement.

Cette méthode possède plusieurs propriétés, par exemple elle possède la propriété de descente à

chaque itération.

3.5.1 Algorithme de la méthode de Dai-Yuan

Algorithme 4.4 Méthode de Dai-Yuan[10]

Etape 0 : (initialisation)

Soit x0 le point de départ, g0 = ∇f(x0), poser d0 = −g0
Poser k = 0 et aller à l’étape 1.

Etape 1 :

Si gk = 0 : STOP ( x∗ = xk)."Test d’arrêt"

Si non aller à l’étape 2.

Etape 2 :

Définir xk+1 = xk + αkdk avec :

αk = minα>0 f(xk + αdk)

dk+1 = −gk+1 + βDYk+1dk

Où

βDYk+1 = ‖gk+1‖2

d>k [gk+1−gk]
= ‖gk+1‖2

d>k yk

Poser k = k + 1 et aller à l’étape 1.
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Algorithme 4.5 Méthode de Dai-Yuan avec la règle de Wolfe faible

Etape0 : (initialisation)

Soit x0 le point de départ, g0 = ∇f(x0), poser d0 = −g0.
Poser k = 0 et aller à l’étape 1.

Etape 1 :

Si gk = 0 : STOP ( x∗ = xk)."Test d’arrêt"

Si non aller à l’étape 2.

Etape 2 :

Définir xk+1 = xk + αkdk avec : αk vérifie les conditions (3.7)-(3.8)

dk+1 = −gk+1 + βDYk+1dk

Où

βDYk+1 =
‖gk+1‖2

d>k [gk+1 − gk]
=
‖gk+1‖2

d>k yk

Poser k = k + 1 et aller à l’étape 1.

3.5.2 La propriété de descente de la méthode de Dai-Yuan

Dai et Yuan ([15, 1998]) ont démontré qu’à chaque itération k ≥ 1, la direction recherchée par

cette méthode avec la recherche de Wolfe faible (3.7)-(3.8), est de descente si la fonction objectif

f est strictement convexe.

Ils ([14, 1999]) s’ont généralisé ce résultat pour toute fonction régulière.

Théorème 3.7 Supposons que L’hypothèse 3.1.1 soit satisfaite.

Pour toute méthode du type (3.2) et (3.3) dont βk satisfait à (3.18) et le pas αk satisfait aux

conditions de Wolfe faible :

f(xk + αkdk) ≤ f(xk) + ρd>k gk

et d>k gk+1 ≥ σd>k gk

Où 0 < ρ < σ < 1 Alors toutes les directions générées sont de descente, autrement dit

d>k gk < 0 ∀k ≥ 1 (3.1)

Preuve. [14, 1999] La démonstration se fait par récurrence.

1) Pour k = 1

d>1 g1 = −‖g1‖2 < 0
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2) Supposons que (3.19) est satisfaite pour k > 1 et démontrons qu’elle le sera pour k +

1Supposons que

d>k gk < 0 k > 1

En utilisant (3.7) on aura

d>k yk = d>k (gk+1 − gk) > d>k (gk+1 − gk) = (σ − 1) d>k gk = − (1− σ) d>k gk > 0

D’autre part

d>k+1gk+1 =
(
−gk+1 + βDYk+1dk

)>
gk+1

= −‖gk+1‖2 + βDYk+1d
>
k gk+1

= −‖gk+1‖2 +
‖gk+1‖2

dTk yk
d>k gk+1

= −‖gk+1‖2 +
‖gk+1‖2

d>k yk
d>k (yk + gk)

= −‖gk+1‖2 + ‖gk+1‖2 +
‖gk+1‖2

dTk yk
d>k gk

=
‖gk+1‖2

d>k yk
d>k gk

Or puisque d>k gk < 0, d>k yk > 0 il en résulte

d>k+1gk+1 < 0

Ce qui achève la démonstration.

3.5.3 Convergence de la méthode de Dai-Yuan

Dai-Yuan ([14, 1999]) ont démontré la convergence de la méthode de Dai-Yuan au sens (3.15) si

le pas αk est déterminé par la règle de wolfe faible.

Théorème 3.8 [14]Supposons que l’hypothèse 3.1.1 est satisfaite. La suite {xk} générée par l’algo-

rithme converge dans le sens

lim
k→∞

inf ‖ gk ‖= 0
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sans contrainte

Soit f : Rn → R et (P) le problème de minimisation non linéaire, sans contraintes suivant

min {f (x) : x ∈ Rn} (P)

Comme on l’a vu avant les differentes méthodes du gradient conjugué génèrent des suites {xk}k∈N
de la façon suivante

xk+1 = xk + αkdk (4,1)

Le pas αk ∈ R est déterminé par une optimisation unidimensionnelle ou recherche linéaire exacte

ou inexacte, tel que la longueur de l’étape αk > 0 est calculé en effectuant certaines recherches

linéaire. La recherche de Wolfe forte est de trouver une longueur de pas positif αk telle que

f (xk + αkdk)− f (xk) ≤ δαkg
>
k dk (4,2)∣∣∣g (xk + αkdk)

> dk

∣∣∣ ≤ −σg>k dk (4,3)

Les directions dk sont calculées de façon récurrente par les formules suivantes

dk =

{
−g1 si k = 1

−gk + βkdk−1 si k ≥ 2
(4,4)

Tel que gk = ∇f(xk) et βk ∈ R.
Les différentes valeurs attribuées à βk définissent les différentes formes du gradient conjugué.
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Nous avons vu dans les paragraphes précedents comment les résultats de convergences des diffe-

rentes méthodes de gradient conjugué dépendaient essentiellement des scalaires βk et ces résul-

tats ont été étudiés séparément suivant les differentes valeurs de βk, voir El-Baali ([1, 1985]), Gil-

bert et Nocdall ([24, 1992]), Grippo et Lucidi ([26, 1997]), Powell ([43,1986]), Touati-Ahmed

et Storey ([48,1990]), Powell ([42, 1984]).

La question naturelle qui se pose est la suivante :

Peut on obtenir des résultats de convergence avec ces variantes du Gradient Conjugué ou

d’autres qui sont non liée à βk en utilisant des recherches linéaires inexactes de Wolf fortes ?

La réponse a été donnée positivement dans le travail récent de M. Belloufi et R. Benzine ([7,2014]),

qui proposé des modifications du gradient conjugué de la forme (0.3).

Ce paragraphe détaille cette étude.

4.1 Algorithme de la méthode CGBB

[7] Nous sommes maintenant en mesure d’introduire la nouvelle Algorithme.

Dans cette section, nous donnons le spécifique de la nouvelle méthode de gradient conjugué

proposé. Comme l’a signalé devant nos directions de recherche dBBk sont définis comme suit

dBBk =

{− gk

‖gk‖2
si k = 1

− 1

‖gk‖2
gk + dk−1 si k ≥ 2

(4,5)

L’algorithme est donné comme suit

Algorithme 1.[7]

Étape 0 : Donnée x1 ∈ Rn, posé dBB1 = − g1

‖g1‖2
, k := 1.

Étape 1 : Si ‖gk‖ = 0 puis arrêter sinon passer à l’Étape 2.

Étape 2 : posé xk+1 = xk + αkd
BB
k où dBBk est défini par (4.4), et αk est défini par (4.2) et (4.3).

Étape 3 : posé k := k + 1 et passez à l’Étape 1.

4.2 La propriété de descente de la méthode CGBB

Le théorème suivant indique que, si αk est calculée par la recherche de linéaire de Wolfe fortes

(4.2) et (4.3), puis la direction de recherche dBBk satisfait la propriété de descente.

Théorème 4.1 Pour toute méthode du type (4.2) et (4.3) dont le pas αk satisfaisant aux conditions

de Wolfe fortes où δ < σ <
1

2
.
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Alors les directions générées par cete méthode sont des directions de descente autrement dit

d>k gk < 0 ∀k ≥ 1 (4,6)

De plus on a

−
k−1∑
j=0

σj ≤ g>k dk ≤ −2 +
k−1∑
j=0

σj

Preuve. [7] La démonstration se fait par récurrence.

1) Pour k = 1

d>1 g1 = −‖g1‖2

2) Supposons que (4,6) et (4.7) est satisfaite pour k ≥ 1 et démontrons qu’elle le sera pour k + 1

Supposons que

−
k−1∑
j=0

σj ≤ g>k dk ≤ −2 +
k−1∑
j=0

σj

On a

g>k+1dk+1 = −1 + g>k+1dk (4,8)

De (4.3) et (4.6)

− 1 + σg>k dk ≤ g>k+1dk+1 ≤ −1− σg>k dk (4,9)

D’autre part de (4.7), on aura

−
k∑
j=0

σj = −1−
k−1

σ
∑
j=0

σj ≤ g>k+1dk+1

≤ −1 +
k−1

σ
∑
j=0

σj = −2 +
k∑
j=0

σj

D’où

−
k∑
j=0

σj ≤ g>k+1dk+1 ≤ −2 +

k∑
j=0

σj

De

g>k+1dk+1 ≤ −2 +
k∑
j=0

σj (4,10)

Et
k∑
j=0

σj <

∞∑
j=0

σj =
1

1− σ (4,11)

Où σ ∈
]
0, 1

2

]
Donc 1− σ > 1

2
d’où −2 +

∑k
j=0 σ

j < 0
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Par conséquent, en utilisant (4.10) nous avons

g>k+1dk+1 < 0

Ce qui achève la démonstration.

4.3 Convergence de la méthode BB

Afin d’établir la convergence globale de la méthode proposée, on suppose que l’hypothèse suivante

est satisfaite

Hypothèse 4.3.1 [7] Soit f deux fois continûment différentiable et l’ensemble

L := {x ∈ Rn, f(x) ≤ f(x1)} est borné.

Théorème 4.2 Supposons que L’hypothèse 4.3.1 soit satisfaite.

Considérons une méthode du type (4,1) et (4,4) avec le pas αk satisfaisant aux conditions de Wolfe

fortes (4,2) et (4,3) où δ < σ <
1

2
. Alors cette méthode est globalement convergente, dans le sens

suivant

lim
k→∞

inf ‖gk‖ = 0 (4,12)

Preuve. [7] Il est indiqué dans le théorème (4.1) que la propriété de descente (4.6) est satisfaite

pour σ ∈
]
0,

1

2

]
, d’autre part de (4,3), (4.7) et (4.11) on aura

∣∣g>k dk−1∣∣ ≤ −σg>k−1dk−1 ≤ k−2

σ
∑
j=0

σj =
k−1∑
j=0

σj ≤ σ

1− σ (4,13)

Ainsi, à partir de la définition de dk et en utilisant (4.13) on en déduit que

‖dk‖2 =
1

‖gk‖2
− 2

‖gk‖2
g>k dk−1 + ‖dk−1‖2 (4,14)

≤ 1

‖gk‖2
+

2σ

1− σ
1

‖gk‖2
+ ‖dk−1‖2

=

(
1 + σ

1− σ

)
1

‖gk‖2
+ ‖dk−1‖2

Par conséquent on aura

‖dk‖2 ≤
(

1 + σ

1− σ

) k∑
j=2

1

‖gj‖2
+

1

‖g1‖2
(4,15)

≤
(

1 + σ

1− σ

) k∑
j=1

1

‖gj‖2
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D’où
1

‖g1‖2
≤
(

1 + σ

1− σ

)
1

‖gj‖2

Nous prouvons maintenant (4.12) par l’absurde,Supposons maintenant que (4.12) n’est pas sa-

tisfaite, autrement dit : il existe une constante ε > 0 telle que

‖gk‖ ≥ ε > 0 (4,16)

Comme gk est borné ci-dessus sur L’ensemble de niveau L et appliquons (4.15) on aura :

‖dk‖2 ≤ c1k (4,17)

Où c1 est une constante positive,De (4.7) et (4.11) on obtient

cos θk = − g>k dk
‖gk‖ ‖dk‖

≥
(

2−
k−1∑
j=0

σj

)
1

‖gk‖ ‖dk‖
(4,18)

≥
(

1− 2σ

1− σ

)
1

‖gk‖ ‖dk‖
En remplaçant (4.17) et (4.16) dans (4.18) on aura∑

k

cos2 θk ≥
(

1− 2σ

1− σ

)∑
k

1

‖gk‖2 ‖dk‖2
≥ c2

∑
k

1

k
(4,19)

Où c2 est une constante positive.Par conséquent, la série
∑

k cos2 θk est divergent.

Soit M la borne supérieure de
∥∥∇2f (x)

∥∥ sur l’ensemble de niveau L

g>k+1dk =
(
gk + ak∇2f (x)

)>
dk ≤ g>k dk +Mak ‖dk‖2

En utilisant (4.3), on aura

ak ≥ −
(1− σ)

M ‖dk‖2
g>k dk (4,20)

D’autre part de (4.20) et (4.2), on a

fk+1 ≤ fk −
(1− σ) δ

M

(
g>k dk
‖dk‖

)2
= fk − c3 ‖gk‖2 cos2 θk

Où c3 = (1−σ)δ
M

> 0.D’autre part, puisque f est borné au-dessous alors on a∑
k

‖gk‖2 cos2 θk converge

Ce qui veut dire que
∑

k cos2 θk est converge. Ce qui contredit (4.19), d’où le résultat. Donc

lim
k→∞

inf ‖gk‖ = 0
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4.4 Résultats et discussion numérique

Dans cette partie nous allons effectuer des tests numériques pour montrer l’efficacité et la perfor-

mance du nouvel algorithme CGBB muni de la recherche linéaire Wolfe fortes.

Une comparaison a été réalésée avec les autres méthodes de CG y compris BB, CG_DESCENT,

PRP et FR. Nous sommes considérés ε = 10−6 et le critère d’arrête est ‖gk‖ ≤ 10−6.

Fig.4.1-Performance basée sur le temps CPU.

4.4.1 Les profils de performance numérique

Les profils de performance numérique de la méthode du gradient conjugué BB,
CG_DESCENT, PRP et FR basés sur le temps CPU.
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Conclusion

Dans ce mémoire nous avons présenté une synthèse générale de la méthode de minimisation

multi-dimensionnelle sans contrainte en particulier la méthode à direction de descente comme la

méthode de la descente conjuguée avec les recherches linéaires exactes et inexactes, la méthode

de Newton pour obtenir la convergence global (local) des méthodes précédentes.

Ensuite, nous avons étudiée une nouvelle famille des méthodes de gradient conjugué non li-

néaire, la propriété de descente est assurée à chaque itération et certains résultats généraux de

convergence sont montrés pour cette famille avec la recherche linéaire de Wolfe fortes.

Il est clair d’après la figure. 4.1, que la méthode CGBB est numériquement plus performante que

les autres méthodes du gradient conjugué CG_DESCENT, PRP et FR
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